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Predgovor
Ova skripta pisana je prvenstveno za studente treće godine Informatičkog smera Visoke Tehničke Škole u Subotici koji slušaju predmet Veštačka Inteligencija. Pošto se predmet Veštačka Inteligencija na Visokoj Tehničkoj Školi izučava tek nekoliko godina, još nema nikakve literature koja bi studentima olakšala vežbanje i polaganje. To je ujedno i glavni razlog za nastajanje ove skripte. Skriptu mogu koristiti i drugi koji se interesuju za oblast veštačke inteligencije.

Skripta sadrži 4 glavna poglavlja:

1. Algoritmi za pretraživanje, 

2. Igre za dve osobe, 

3. Genetski algoritmi i 

4. Neuralne mreže. 

Od obrađenih tema najviše pažnje posvećeno je neuralnim mrežama, tako da je ova oblast obrađena najdetaljnije.

Na početku svakog poglavlja za svaku oblast date su teorijske osnove, zatim slede rešeni primeri, a na kraju su zadaci za samostalo vežbanje. Svi primeri izrađeni su u programskom paketu MATLAB.

Prilikom pisanja skripte, na žalost, moguće su i greške koje ostaju i nakon višestrukog čitanja teksta. Autor će biti zahvalan svima koji na njih ukažu.
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1. Primena pretrage kod rešavanja problema
Cilj ovog poglavlja je upoznavanje sa heurističkim načinima pretrage i njihova primena prilikom rešavanja problema veštačke inteligencije. Biće predstavljeni osnovni principi planiranja, kao i principi igara za dve osobe. Ciljevi ovog poglavlja su:
· da se karakterišu različiti algoritmi za pretragu, i da se pokaže kako se može proći kroz jedno stablo za pretragu primenom ovih algoritama,

· da se pokaže koje jednostavne zagonetke mogu da se postave kao problemi pretrage,

· upoznavanje sa prednostima i manama pojediniha algoritama za pretragu, kao i sa njihovim ograničenjima,

· karakterizacija jednostavnog postupka planiranja,

· upoznavanje sa minimax algoritmom kod igara za dve osobe i poboljšanje ovog postupka primenom alfa-beta sečenja.

1.1. Uvod
U ovom delu izvršićemo pregled najvažnijih tehnika pretrage na polju veštačke inteligencije. Posebnu pažnju ćemo posvetiti primeni algoritama za pretragu kod pronalaženja jednog konkretnog problema. Osnovna misao je da uvek poznajemo moguće radnje koje možemo vršiti u cilju pronalaženja rešenja, ali ne znamo koja od radnji će nas odvesti bliže rešenju. Tada vršimo neku pretragu među dostupnim mogućnostima, kako bi odredili koja od radnji će nas odvesti do rešenja.

Ova osnovna ideja je primenjiva kod svake vrste problema. U velikoj većini slučajeva zadatak se može svesti na pronalaženje puta od početnog stanja do jednog od ciljnih stanja. Od svih mogućih radnji tražimo upravo onaj niz koji će nas odvesti do ciljnog stanja. 

Poglavlje počinje predstavljanjem osnovnih tehnika. Najveći deo njih su osnovni algoritmi koji se često pojavljuju i na polju drugih računasrkih polja. Posebna pažnje biće posvećena teoriji grafova, jer ćemo u najvećem broju slučajeva pretragu vršiti upravo na grafovima.

Zbog boljeg razumevanja, upoznavanje sa ovim osnovnim algoritmima ćemo prikazati preko traženja pravog puta na jednoj mapi. Nakon toga, pokazaćemo kako se ovi postupci mogu primeniti kod jednostavnih problema pretrage i kakvi specijalni algoritmi postoje koji se mogu koristiti kod planiranja ili kod teorije igara.i koji se specijalni algoritmi mogu koristiti kod planiranja...
1.2. Tehnike za pretragu
Pretpostavimo da u jednom gradiću od nekoliko jednosmernih ulica tražimo odgovarajući put kako bismo došli do željenog cilja. To je prikazano na Slici 1.1.
Kako bismo pojednostavili algoritam za pretragu, uvešćemo sledeća ograničenja: svakim putem možemo proći samo jednom, i ako slučajno dođemo do parka, odatle više nema izlaza. 

Pretpostavimo da u početku stojimo kod knjižare (početno stanje) i da želimo da dođemo do univerziteta (ciljno stanje). U ovom slučaju su stanja problema pojedina mesta. Odmah možemo da primetimo da jedini mogući put vodi pored bolnice i trafike, ali postavlja se pitanje kako da sistematično tražimo jednu putanju, pogotovo ako imamo složeniju mapu od ove?
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Slika 1.1. Jednostavan problem pretrage: Pronalaženje puta na mapi
U slučaju ovako jednostavnog primera možemo vršiti i sistematičnu i potpunu pretragu svih putanja. Sistematično možemo proveravati svako pojedinačno stanje, do kog možemo doći iz početnog stanja, kako bismo pronašli pravilnu putanju koja nas vodi do cilja. Skup svih stanja čini prostor za pretragu. Ako je prostor za pretragu mali, tada možemo koristiti i relativno jednostavne algoritme za pretragu koji će isprobati svaku putanju. Ove algoritme nazivamo sistematičnim, neinformisanim ili slepim tehnikama za pretragu. Ovi algoritmi obuhvataju dubinsku i širinsku pretragu. Međutim, u slučaju složenijih problema, prostor za pretragu je veoma velik i može postojati veliki broj mogućih stanja koje bi trebalo ispitati. Tada nije moguće proveriti svako stanje u prihvatljivom vremenu. U slučaju ovakvih problema treba primeniti heuristiku (korisna pravila): ovi postupci procenjuju koja od putanja će nas odvesti do rešenja. Heuristike će biti obrađene u jednom kasnijem odeljku.

1.3. Grafovi i stabla
Tehnike za pretragu koje ćemo sad predstaviti su veoma opšte i mogu se primeniti kod skoro svakog problema. Potreban nam je neki apstraktni postupak preko kojeg možemo predstaviti probleme za pretragu na takav način, da algoritme opšte namene možemo da koristimo, a da ne moramo da izrađujemo novi postupak prilikom rešavanja svakog novog zadatka. Za to služe grafovi.

Sa Slike 1.2. vidi se da postoji različita terminologija koja se koristi prilikom korišćenja grafova i stabala. Graf sadrži skup čvorova ili čvorova sa labelom, koji su povezani granama (nazivaju se još linijama i ivicama). Grane mogu biti usmerene (strelice) ili neusmerene. Pod potomkom podrazumevamo susedni čvor, do kojeg možemo da stignemo preko jedne grane. Put u grafu je takav niz čvorova gde su dva krajnja čvora povezana granama (na primer A-B-E). U grafovima bez petlji nema petlji, to jest puteva kod kojih se početna i krajnja tačka puta poklapaju.
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Usmereni graf sa petljom
Stablo (sa) korenom

Slika 1.2. Grafovi i stabla

Stablo je specijalan graf gde do svakog čvora vodi samo jedan put i obično postoji jedan poseban čvor koji se naziva korenom, a koji je uvek na vrhu stabla. Grane u stablu su uvek usmerene (strelice se mogu izostaviti, ako je jednoznačno da se radi o stablu). Odnose između čvorova definišemo pomoću terminologije porodičnog stabla. Čvor A je roditelj čvora B i čvora F (čvorovi B i F su potomci čvora A). Čvorovi B i F su braća. Čvor A je predak svih ostalih čvorova, a svi čvorovi su potomci čvora A. Čvorove bez potomaka (na primer C ili I) nazivamo listovima.

Apstraktniji prikaz mape sa Slike 1.1. prikazuje Slika 1.3. (u daljem tekstu pozivaćemo se na njega kao stablo za pretragu). Za koren stabla smatramo početno stanje k koje će biti početni čvor za svaku pretragu. Iz ovog stanja možemo doći do dva čvora potomka: š i b. Bolnica (b) ima dva čvora potomka, pošto od njega polaze putevi koji vode prema parku (p) i prema  trafici (t).

Nakon uvođenja ovih oznaka, umesto da tražimo put od knjižare do univerziteta, možemo da kažemo da tražimo put od startnog čvora k do ciljnog čvora e. Ista ova graf/stablo reprezentacija i terminologija može se koristiti i kod mnoštva drugih problema.

1.4. Jednostavne tehnike pretrage: pretraga u širinu i dubinu
Dve najjednostavnije tehnike za pretragu su pretraga po dubini i pretraga po širini. Ove tehnike najbolje se mogu prikazati obilaskom stabla. 

Dve pomenute tehnike obilaze stablo za pretragu na različite načine, ali na kraju će obe tehnike da obiđu sve čvorove. Algoritam u oba slučaja koristi jednu listu koja sadrži čvorove koje smo već posetili, ali ih treba i dalje posmatrati (na primer njihove potomke još nismo otkrili).
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Slika 1.3. Reprezentacija problema stablom za pretragu

Ovu listu nazivamo listom zadataka (agenda), ili bazom podataka. Mi ćemo koristiti termin baza podataka. 

1.5. Pretraga u širinu
Kod pretrage u širinu redosled obilaska čvorova stabla je sledeći: prvo k, pa zatim redom š, b, f, p, t, u, c. Prvo isprobavamo puteve dužine 1, pa dužine 2, i tako dalje. To je prikazano na Slici 1.4.
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Slika 1.4. Pretraga po širini

Pretraga u širinu za bazu podataka koristi jedan niz. Niz je specijlna lista gde nove čvorove uvek dodajemo na kraj liste, dok čvorove možemo brisati samo sa početka liste. U početku lista sadrži samo početno stanje (na primer [k]). U toku pretrage u svakom koraku odstranimo prvi element niza i njemu pripadajuće potomke priključimo na kraj niza. Ovaj postupak nastavljamo dok prvi element ne postane ciljno stanje ili dok se niz ne isprazni. Ako je prvi element niza ciljno stanje, tada se algoritam uspešno završava. U drugom slučaju, pretraga je neuspešna.

U našem primeru, primenjujući opisani algoritam, pretraga se vrši na sledeći način:

[k]

Izvadimo k iz niza i odredimo njegove potomke. To su čvorovi š i b. Njih stavimo na kraj niza, tako da niz ima sledeći izgled:

[š, b]

U sledećem koraku izvadimo š iz liste, dok na kraj liste stavljamo potomke od š:

[b, f]

b ima dva potomka, to su park (p) i trafika (t). I oni dolaze na kraj niza:

[f, p, t]

Fabrika (f) nema ni jednog potomka (kod fabrike je slepa ulica), tako da kad izbrišemo čvor f, nizu ne dodajemo ništa na kraj. Ista je situacija i sa čvorom p (park). Nakon toga, u nizu će ostati samo t:

[t]

Međutim, t ima dva potomka koje dodajemo na kraj niza (brišemo t):

[u, c]

Pošto je željeno ciljno stanje univerzitet (u) i pošto je u na prvom mestu niza, na osnovu algoritma znamo da smo došli do rešenja.

Pseudo kod algoritma ima sledeće korake:

1. U početku niz = [početno stanje] i marker ima_rešenja = NETAČNO.

2. DOK niz nije prazan I ima_rešenja = NETAČNO, RADI:

a. Odstraniti prvi čvor (N) iz niza.

b. Ako je N ciljno stanje, onda ima_rešenja = TAČNO.

c. Pronađi sve potomke od N, i stavi ih na kraj niza.

Ovaj algoritam samo postavlja vrednost markera ima_rešenja na TAČNO ako pronađe ciljno stanje. Algoritam se relativno jednostavno može proširiti tako, da u slučaju postojanja rešenja vrati i putanju kojom se do rešenja stiže.

1.6. Pretraga u dubinu
Pretraga u dubinu je drugi način sistematične pretrage za nalaženje puta od jednog do drugog čvora. Kod pretrage u dubinu jednim putem idemo u dubinu dok ne dođemo do slepe ulice. Zatim pravimo korak unazad kako bismo isprobali i alternativne putanje (zato se ovaj algoritam ponekad naziva i algoritmom sa korakom unazad, backtrack). Pretraga u dubinu uzima čvorove po sledećem redosledu: prvo k, pa zatim š, f, b, p, t, u, c. Redosled je prikazan na Slici 1.5.
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Slika 1.5. Pretraga u dubinu
Algoritam za pretragu je veoma sličan kao i kod širinske pretrage sa razlikom, da kod dubinske pretrage ne koristimo niz, nego stek, tako da je dodavanje i brisanje čvorova moguće samo na početku liste.

Pretrage u širinu i dubinu su veoma jednostavni algoritmi i u slučaju da rešenje postoji (i ako je stablo konačno), ono će biti pronađeno. Ima slučajeva kad jedan od algoritama rešenje pronalazi na efikasniji način od drugog. Za izbor algoritma treba uzeti u obzir više kriterijuma:

· Ako tražimo najkraću putanju, moguće je da je pretraga u širinu bolja opcija, jer prvo pronalazi kraće putanje.

· Ako je od presudne važnosti što manje zauzeće memorije, treba izabrati pretragu u širinu, jer obično zahteva značajno manje memorije.

· Ako do rešenja želimo doći u najkraćem mogućem vremenu, onda je teže izabrati najpogodniji algoritam. Pretraga u dubinu može biti brža, ali samo u slučaju ako ima mnogo puteva koji vode do cilja, a svaki od njih je relativno dugačak. Pretraga u širinu je brža ako postoji kratak put koji vodi do rešenja, a prostor za pretragu je dubok i velik (to jest ostali putevi su dugački i ima puno stanja).

Postoji nebrojeno mnogo varijacija kod pretrage u širinu i u dubinu koje možemo primeniti u određenim situacijama. Na primer, možemo postaviti neko ograničenje za dubinu i kad se zadata dubina postigne, pretragu nastaviti prema nazad.

1.7. Heuristička pretraga

Do sada smo se upoznali sa dva algoritma za pretragu koje možemo da koristimo za pretraživanje celog prostora za pretragu. U nekim slučajevima nije pogodno pretraživati ceo prostor  (na primer ako je prostor previše velik). Zamislimo da treba da pretražimo sve ulice i puteve u Londonu u krugu od 300 km, kako bismo našli put do poznanika koji živi u Mančesteru. U slučaju kad je prostor za pretragu previše velik kako bismo ga potpuno pretražili, možemo generisati funkciju koja će proceniti koje putanje i koji čvorovi su pogodniji. Tako bismo na početku razvili čvorove koji su pogodniji (sa aspekta funkcije), a tek kasnije bi na red došli čvorovi koji su manje pogodni. Tehnike za pretragu koje koriste ovakve funkcije za evaluaciju, nazivamo heurističkim tehnikama pretrage. 

Osnovna zamisao heurističkih tehnika pretrage je da se umesto isprobavanja svih mogućih putanja, koncentrišemo na one koje će nas sa velikom verovatnoćom dovesti do cilja. U opštem slučaju ne možemo biti sigurni da li ćemo zaista doći bliže cilju – može se desiti da do cilja vodi samo komplikovan, zaobilazni put. Heuristika nam pomaže u tome da napravimo dobre procene. 

Za korišćenje heurističnih algoritama za pretragu potrebna nam je funkcija za evaluaciju koja će ocenjivati čvorove u stablu za pretragu  na osnovu toga koliko se oni čine dalekim od ciljnog stanja. Ovo je samo procena, ali ona može biti veoma korisna. Na primer, ako tražimo put između dva grada, funkcija za evaluaciju može biti vazdušna udaljenost između aktuelnog grada i ciljnog grada. Na taj način, prvo će biti otkriveni putevi koji će nas naizgled pre odvesti do cilja, a kasnije će biti otkriveni putevi koji nas od cilja udaljavaju. Međutim, ova strategija nas ne vodi obavezno do cilja – možda ne postoji dovoljno dobar put između aktuelnog grada i ciljnog grada, pa se prvo treba udaljiti kako bismo došli do pravog puta.

Postoji veliki broj algoritama za heurističku pretragu. U ovom poglavlju mi ćemo detaljnije obraditi tri algoritma: algoritam penjanja, pretraga tipa prvo najbolji (best first) i A* algoritam. Pretpostavimo da ćemo pretragu najčešće vršiti u stablu, a ne u grafu (to znači da nema petlji).

1.8. Algoritam penjanja
Osnovna ideja algoritma je da se u svakom sledećem koraku približimo ka najboljem potomku (i to samo u slučaju ako je dati potomoak “bolji” od aktuelnog stanja). Kao što smo videli na Slici 1.1. ako je zadatak da od bolnice stignemo do crkve, a možemo ići i prema kiosku i prema parku, onda na osnovu algoritma treba ići prema kiosku, jer je kiosk bliži crkvi od bolnice ili parka. Osnovni algoritam ima sledeći tok:

1. U početku aktuelno stanje = početno stanje.
2. DOK aktuelno stanje NIJE JEDNAKO ciljno stanje ILI DOK se aktuelno stanje menja, RADI:

· Odredi potomke aktuelnog stanja i pomoću funkcije za evaluaciju svakom potomku dodeli odgovarajuću vrednost.

· Ako je nekom od potomaka dodeljena bolja vrednost od one koju ima aktuelno stanje, onda novo aktuelno stanje postaje onaj potomak koji je dobio najveću vrednost.

Možemo primetiti da algoritam neće isprobati sve čvorove i putanje, tako da ne skuplja u listu čvorove koji čekaju na razvijanje, nego pamti samo aktuelni čvor. Ako u prostoru za pretragu postoje petlje, algoritam penjanja se sigurno neće „zaglaviti“.

Algoritam penjanja će se završiti kad aktuelni čvor nema boljeg potomka od sebe. Ovo ograničenje često predstavlja značajan problem. Na primer, pretpostavimo da na mapi želimo da od biblioteke stignemo do univerziteta, a kao funkciju za evaluaciju koristimo vazdušnu udaljenost. Aktuelno stanje u početku bila bi biblioteka, potom bolnica i na kraju park (pošto nas ovaj put vodi bliže univerzitetu, nego da idemo prema kiosku). Međutim, ovde dolazimo u slepu ulicu i sigurno nećemo naći čvor koji će nas još više približiti univerzitetu. U ovom konkretnom slučaju, algoritam se završava neuspešno. Isto bi se desilo u slučaju mape sa Slike 1.6. kad bismo pokušali da od biblioteke stignemo do parka. U ovom slučaju, došli bismo do škole, ali tamo bismo se zaustavili, jer odavde ne možemo stići ni u jedan čvor koji je bliže parku.
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Slika 1.6. Mapa koja prikazuje ograničenja kod algoritma penjanja

Ovi problemi nastaju zbog postojanja lokalnih maksimuma unutar prostora za pretragu. Lokalni maksimumi su tačke koje su bolje od svojih suseda, ali ipak nisu rešenja. Ako u maloj meri promenimo algoritam, problemi lokalnih maksimuma se u određenoj meri mogu izbeći. Jedno od mogućih rešenja je da dozvolimo ograničen broj koraka unazad, to jest da pamtimo alternativne putanje, na koje možemo da se vratimo, ako se aktuelna putanja pokaže kao pogrešna (backtracking). Ili možemo da ublažimo pravilo po kome možemo napredovati samo prema čvorovima koji su bolji od aktuelnog: možda će čvor nakon sledećeg koraka biti bolji od aktuelnog. Od nabrojanih rešenja nijedan nije savršeni opti algoritam penjanja se može primeniti samo na jednu veoma usku klasu problema gde raspolažemo sa preciznom funkcijom za evaluaciju (koja procenjuje udaljenost od cilja).

1.9. Pretraga tipa prvo najbolji (best first search)

Pretraga tipa prvo najbolji pomalo podseća na algoritam penjanja, jer i kod ove pretrage koristimo funkciju za evaluaciju i u svakom koraku idemo prema čvoru koji ima najbolju vrednost. Međutim, ovaj način pretrage daleko je temeljniji, jer može da isproba sve moguće putanje. Algoritam koristi listu onih čvorova koje još treba da ispitamo (na način kao i kod pretrage po širini i po dubini), ali za razliku od tih algoritama koji mogu dodavati čvorove samo na početak/kraj liste i brisati čvor sa početka liste, algoritam tipa prvo najbolji u svakom koraku, bira najbolji čvor iz liste (to je čvor sa najvećom vrednošću). Nakon izbora najboljeg čvora, njegovi potmoci se evaluiraju (dodeljuju im se brojčane vrednosti) i date čvorove dodajemo u bazu podataka. Osnovni algoritam ima sledeći tok:

1. U početku baza podataka = [početno stanje]

2. WHILE baza podataka nije prazna DO

a. Iz baze podataka izvadi najbolji čvor.

b. Ako je izvađeni čvor ciljni čvor, onda je kraj pretrage.

c. U suprotnom slučaju, pronađi potomke izvađenog čvora. Svakom čvoru – potomku dodeli vrednost pomoću funkcije za evaluaciju i ocenjene čvorove vrati u bazu podataka.
Pretpostavimo da pretragu vršimo na stablu koje je prikazano na Slici 1.7. Grane koje polaze iz pojedinih čvorova vode do potomaka datih čvorova. Svaki čvor ima svoju labelu (na primer B : 5) što označava ime čvora (B), i procenjeno koštanje puta iz tog čvora do cilja (5). Što je manja vrednost čvora, to je čvor bliži cilju.
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Slika 1.7. Pretraga tipa prvo najbolji (best first)

Pretpostavimo da je ciljni čvor G. Ako bismo u ovom stablu primenili pretragu po širini, onda bismo imali sledeći redosled čvorova: A, B, C, D, E, F, G. Primenom pretrage po dubini, redosled bi bio A, B, D, E, G. Ni u jednom od prethodna dva slučaja nismo obratili pažnju na vrednosti čvorova. Sa jednostavnim algoritmom penjanja nikad ne bismo našli rešenje (lokalni maksimum je C i algoritam bi se u tom čvoru zaglavio). Primenom metode prvo najbolji redosled čvorova je A, C, B, E, G. Za vežbu možemo proveriti da li algoritam zaista uzima čvorove ovakvim redosledom.

Ako je funkcija za evaluaciju dobra, onda pretraga tipa prvo najbolji značajno smanjuje broj ispitivanja za pronalaženje rešenja. Možda nećemo naći najbolje rešenje (preciznije rečeno, nije sigurno da će prvo rešenje biti najbolje), ali ako rešenje postoji ono će sigurno biti pronađeno i imamo dobre šanse da brzo dođemo do rešenja. Ukoliko funkcija za evaluaciju nije kvalitetna, onda nemamo nikakvu prednost u odnosu na jednostavnije algoritme za pretragu (po širini i po dubini). Ako je funkcija za evaluaciju previše zahtevna (izračunavanje vrednosti traje previše vremena),onda vreme ušteđeno zbog smanjenog broja ispitivanja može biti izgubljeno zbog evaluacije funkcije.

1.10. A* algoritam

Malopre prikazani algoritam prvo najbolji može biti koristan, ali prilikom odluke o sledećem čvoru ne koristi podatak o tome koliki put je pređen do datog čvora. Zato nije sigurno da će nađeno rešenje biti dobro rešenje. A* algoritam je jedna od varijanti algoritma prvo najbolji koji pokušava da nađe takvo rešenje, gde je koštanje celog puta minimalno (pojam “koštanje” je opšti pojam, u slučaju mape to može biti razdaljina).

Kod A* algoritma funkcija za evaluaciju sastoji se iz dva dela. Prvi deo zasniva se na onoj vrednosti koja odgovara već pređenom putu od početnog čvora (koji odgovara početnom stanju) do aktuelnog čvora. Drugi deo funkcije za evaluaciju je procena koja pokušava da odredi koliko je koštanje puta od aktuelnog stanja do ciljnog stanja. Krajnja vrednost je suma ove dve vrednosti (moguće je pojedine delove evaluacione funkcije množiti nekim faktorom – ponderisanje). Evaluaciona funkcija procenjuje ukupno koštanje puta od početnog čvora do ciljnog čvora, koji vodi preko aktuelnog čvora. Ako sa g(Čvor) obeležimo koštanje puta od početnog čvora do aktuelnog čvora, a sa h(čvor) obeležimo procenu koštanja puta od aktuelnog čvora do ciljnog čvora (očekivano koštanje), onda je ukupno koštanje f(čvor):

f(čvor) = g(čvor) + h(čvor)
U suštini A* algoritam se ne razlikuje od jednostavnog prvo najboljeg algoritma, samo koristimo složeniju funkciju za evaluaciju. (Najbolji čvor imaće najmanju vrednost). Kako bismo prikazali šta smo dobili sa A* algoritmom pogledajmo Sliku 1.8., gde grane koje vode do pojedinih potomaka označavaju koštanje pojedinih puteva od datog roditelja do potomka, dok vrednosti koje su dodeljene čvorovima označavaju procenjenu vrednost koštanja do cilja.
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Slika 1.8. A* pretraga

Ukoliko bismo koristili algoritam prvo najbolji, redosled razvijanja čvorova bio bi sledeći: A, B, D, E, F. Ako je ciljno stanje F, onda smo pronašli jedno rešenje koje nije posebno dobro. Koštanje ovog rešenja je 13 (2+4+3+4). Ako koristimo A* algoritam onda je redosled kojim razvijamo čvorove sledeći: A, B, C, G, F’ gde je koštanje puta do cilja minimalno (7). Algoritam A* garantuje da ćemo pronaći najkraći put. Međutim, da bi se to desilo treba obezbediti da h(čvor) ne preceni očekivano koštanje puta od aktuelnog čvora do cilja. Precizna definicija A* algoritma sadrži ovaj zahtev.

1.11. Rešavanje problema pretragom

Do sada smo opisali nekoliko algoritama za pertragu, ali još ne znamo kako da ih koristimo za rešavanje konkretnih problema. Tehnike pretrage obično koristimo za pronalaženje sekvenci radnji (postupaka) koje nas iz početnog stanja vode do ciljnog stanja. Ono što je nazvano „radnjom“ može se odnositi na kretanje (na primer ako želimo da iz grada A dođemo do grada B ili ako predmet C želimo da stavimo na sto), ali može se odnositi i na mnogo apstraktnije stvari kao što su koraci pri dokazivanju teorema.

U ovom poglavlju pokazaćemo koje jednostavne tehnike za pretragu možemo da koristimo za rešavanje različitih zadataka i kako da jednostavno reprezentujemo moguće radnje. Nakon toga, pokazaćemo kako se pristup može proširiti na nešto složenije probleme planiranja (promenom algoritma za pretragu i promenom opisa radnji). Na kraju ćemo se upoznati sa igrama za dve osobe, gde postoji i protivnik čiji se ciljevi kose sa našim ciljevima.

U svakom od postupaka koje smo do sada razmatrali, svaki čvor u prostoru za pretragu je formalan opis jednog stanja problema. Na primer, kod igre to može biti trenutno stanje na tabli. Potomci aktuelnih čvorova mogu biti nova stanja koja dobijamo nekom radnjom iz aktuelnog stanja (na primer, jednim potezom u igri). Prostor za pretragu ponekad nazivamo i prostorom stanja pošto sadrži sva moguća stanja i sve moguće situacije do kojih možemo doći.

1.12. Tehnike pretrage u prostoru stanja
Jednostavne tehnike pretrage u prostoru stanja (svaki čvor prostora za pretragu predstavlja jedno stanje problema) najčešće se prikazuju preko primera koji liče na zadatke koji se koriste kod testova inteligencije. Takav primer je problem bokala:

Data su dva bokala: jedan od 4 litre i jedan od 3 litre. Ni na jednom bokalu nema nikakvih oznaka. Data je i jedna slavina preko koje možemo da punimo bokale. Zadatak je da u bokal od 4 litre sipamo tačno dve litre vode.

Zadat je problem. Prvo treba da odlučimo kako ćemo reprezentovati pojedina stanja problema (na primer koliko vode ima u pojedinim bokalima), šta će biti početno a šta ciljno stanje i kako ćemo reprezentovati radnje koje možemo da izvršimo. 

	1.
	Napunimo bokal od 4 litre.
	{X, Y} →{4, Y}

	2.
	Napunimo bokal od 3 litre.
	{X, Y} →{X, 3}

	3.
	Ispraznimo bokal od 4 litre u bokal od 3 litre.
	{X, Y} →{0, X+Y} {ako X+Y≤3}

	4.
	Ispraznimo bokal od 3 litre u bokal od 4 litre.
	{X, Y} →{X+Y, 0} {ako X+Y≤4}

	5.
	Napunimo bokal od 4 litre iz bokala od 3 litre.
	{X, Y} →{4, X+Y–4} {ako X+Y>4}

	6.
	Napunimo bokal od 3 litre iz bokala od 4 litre.
	{X, Y} →{X+Y–3, 3} {ako X+Y>3}

	7.
	Ispraznimo bokal od 3 litre.
	{X, Y} →{X, 0}

	8.
	Ispraznimo bokal od 4 litre.
	{X, Y} →{0, Y}


Slika 1.9. Moguće radnje za problem bokala

Osnova ove specifične logičke igre je jednostavan prostor za rešavanje problema gde pojedina stanja reprezentujemo jednim parom brojeva koji izražava koliko vode ima u pojedinim bokalima (na primer par brojeva {4, 3} izražava da u bokalu od 4 litre ima 4 litre vode, dok u bokalu od 3 litre ima 3 litre vode). Početno stanje je {0, 0}, a krajnje stanje je {2, P} pri čemu P može imati bilo koju vrednost. Postoji svega nekoliko mogućih radnji  (na primer da napunimo bokal od 4 litre) i ove radnje možemo opisati pomoću 8 pravila koja će pokazati kako se menja stanje problema prilikom izvršavanja pojedinih radnji. Radnje su prikazane na Slici 1.9.

Na primer radnja {X, Y} → {X, Y} označava da polazimo iz stanja u kom je u većem bokalu X litara vode, a u manjem bokalu Y litara vode, a nakon izvršenja radnje sadržaj većeg bokala se nije promenio, dok je bokal od 3 litre postao prazan. Ako operator ima neki uslov (na primer X+Y≤3), onda radnju možemo izvršiti samo ako je taj uslov ispunjen. U obzir ćemo uzimati samo radnje koje menjaju aktuelno stanje.

Kod rešavanja ovakvih zadataka, radnje ograničavamo samo na one koje su korisne za rešavanje problema. Do rešenja sigurno ne bismo došli brže ukoliko bismo proizvoljnu količinu vode prosuli na zemlju, jer nakon toga ne bismo znali u kom stanju se nalazimo. Najteži zadatak za programera je određivanje reprezentacije za rešavanje, to jest izbor algoritma.

Sada ćemo primeniti ranije upoznate osnovne tehnike za pretragu. U ovom slučaju pojam „potomka“ je malo više neodređen nego kod pretrage na mapi. Treba da proverimo sve radnje i da izaberemo one koje se iz aktuelnog stanja mogu izvršiti. Pojedini čvorovi stabla za pretragu reprezentuju jedno stanje (na primer {2, 3}).

Sve će postati jasnije ako krenemo sa rešavanjem problema. Primenićemo dubinsku pretragu i u bazi ćemo čuvati celu putanju od početnog stanja do ciljnog stanja. To je bolje nego da čuvamo samo aktuelno stanje. U toku pretrage u svakom koraku ćemo proveravati i cikluse. U slučaju da dođemo u stanje koje već postoji u stablu, tu putanju odbacujemo. Naravno, osim dubinske, mogu se primeniti i druge metode za pretragu.

U početku, oba bokala su prazna, tako da je početno stanje {0, 0}, a baza podataka je [[{0, 0}]]. Uglaste zagrade su potrebne. Prikazano stanje je {0, 0}, putanja koja sadrži ovo stanje je [{0, 0}], a baza podataka je [[{0, 0}]] (lista do sada pronađenih putanja iz kojih se može stići do rešenja).

Ciljno stanje je {2, P}, pri čemu P može imati bilo koju vrednost. Rešavanje započinjemo tako što iz baze podataka izvadimo prvu putanju i pronađemo moguća proširenja puta. Proširenje putanje je takvo, da se početak poklapa sa originalnim, ali se na kraju nalazi još jedan dodatni čvor koji je potomak poslednjeg čvora u putanji (successor). Može postojati više mogućih putanja.

U početku postoje dve moguće radnje koje možemo da izvršimo iz početnog stanja. Ili ćemo napuniti bokal od 4 litre ili ćemo napuniti bokal od 3 litre. Mogući potomci početnog stanja su {4, 0} i {0, 3}. Sada baza podataka ima sledeći izgled:

baza podataka = [[{0, 0}, {4, 0}], [{0, 0}, {0, 3}]]
Iz stanja {4, 0} možemo nastaviti radnjama 2, 6 i 8 iz tabele. Moguća nova stanja su {4, 3}, {1, 3} i {0, 0}. Međutim, stanje {0, 0} je ponovljeno stanje, pa bi izborom tog stanja nastao ciklus, zato ga dalje ne razmatramo. Sada baza podataka ima sledeći izgled:

baza podataka = [[{0, 0}, {4, 0}, {4, 3}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

Nakon toga, iz stanja {4, 3} možemo nastaviti sa radnjama 7 ili 8 iz tabele. Radnjom 7 vraćamo se u stanje {4, 0}, tako da tu putanju nećemo dalje da razmatramo. Radnja 8 vodi nas u stanje {0, 3} i prvi element u bazi podataka biće [{0, 0}, {4, 0}, {4, 3}, {0, 3}]. Iz stanja {0, 3} možemo nastaviti prema stanjima {3, 0}, {4, 3}, {0, 0}. Od ovih stanja jedino novo stanje je stanje {3, 0}, tako da baza podatkaka izgleda ovako:

baza podataka = [[{0, 0}, {4, 0}, {4, 3}, {0, 3}, {3, 0}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

Iz stanja {3, 0} dalje možemo nastaviti prema stanjima {0, 3}, {0, 0} ili {3, 3}, od kojih ponovo imamo samo jedno novo stanje, a to je {3, 3}.

baza podataka = [[{0, 0}, {4, 0}, {4, 3}, {0, 3}, {3, 0}, {3, 3}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

Iz stanja {3, 3} postoji samo jedna radnja koja ne vodi u stanje koje smo imali ranije, a to je radnja 5 koja nas vodi u stanje {4, 2}. U ovom trenutku pojavila se tražena količina vode u manjem bokalu, a po uslovu zadatka dve litre vode treba da bude u većem bokalu. Jedini mogući put iz stanja {4, 2} je radnja 8 koja nas vodi u stanje {0, 2} (prosipanje vode iz većeg bokala). Radnjom 4 (jedinom mogućom) stižemo do ciljnog stanja u kojem u većem bokalu ima dve litre vode. Stablo rešenja prikazano je na Slici 1.10. Brojevi pored grana označavaju koju od radnji smo izvršili.
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Slika 1.10. Stablo za pretragu za problem bokala
Na osnovu stabla rešenje možemo opisati i rečima: Napunimo bokal od 4 litre, napunimo bokal od 3 litre, prospemo vodu iz bokala od 4 litre, prelijemo vodu iz bokala od 3 litre u bokal od 4 litre, napunimo bokal od 3 litre, iz bokala od 3 litre dopunimo bokal od 4 litre, prospemo vodu iz bokala od 4 litre i na kraju prelijemo vodu iz bokala od 3 litre u bokal od 4 litre.

Prikazani algoritam jeste sistematičan, ali logičkim zaključivanjem možemo uvideti da nije najkraći. Bilo bi brže prvo sipati vodu u bokal od 3 litre (stanje {0, 3}), i potom nastaviti kao što algoritam i predviđa.

Pošto smo na početku pažljivo formalizovali problem i isključili radnje koje bi nas odvele do stanja u kojima smo ranije već bili, nismo morali previše da pretražujemo. I ovaj jednostavan primer bio je dovoljan da se upoznamo sa načinom korišćenja tehnika pretrage. Trebalo je odrediti kako da reprezentujemo jedno stanje problema, trebalo je odrediti koje su moguće radnje i sistematički je trebalo proveriti sve moguće nizove radnji, kako bi na kraju našli koji nas niz od početnog stanja vodi u ciljno stanje.

U slučaju problema bokala, nije bilo potrebe za korišćenjem heurističke pretrage – prostor je toliko mali da ne predstavlja nikakv problem u kratkom vremenu ispitati sva stanja. Za ovaj prblem bilo bi veoma teško naći dobru funkciju za evaluaciju. Ako je cilj da u bokalu na kraju bude dve litre vode, da li bismo bili blizu rešenja ako u bokalu ima 1 litra ili 3 litre? Mnogi problemi imaju ovu osobinu, da iz jednog naprednijeg stanja treba da se vratimo unazad ukoliko želimo da stignemo do rešenja. Heuristička pretraga je često korisna u rešavanju problema, ali je još bolje ako pažljivo formalizujemo problem kako bi prostor za pretragu bio manji. Tada nas i jednostavne tehnike za pretragu mogu odvesti do rešenja.

1.13. Problemi složenosti
Tehnike pretrage koje smo do sada upoznali možemo koristiti u velikom broju zadataka. Međutim, prilikom rešavanja svakodnevnih problema često ćemo se suočiti sa poteškoćama. Jedan od glavnih problema povezan je sa složenošću algoritama. U slučaju sistematičnih tehnika pretrage (pretraga po širini i pretraga po dubini) treba ispitati veliki broj čvorova dok ne dođemo do rešenja. Na primer, ako svaki od čvorova ima n potomaka, a ako se rešenje nalazi na dubini d, tada u slučaju pretrage po širini treba da ispitamo nd čvorova. Ako je n=20, i d=6, to znači da treba ispitati više od 60 miliona čvorova. Možda bismo sa pretragom po dubini imali više sreće i može se desiti da ranije naiđemo na rešenje. Međutim, ako se rešenje ne nalazi na prvoj grani, ova tehnika može zahtevati ispitivanje više čvorova nego širinska pretraga. Heurističke tehnike mogu biti korisne, ali samo u slučaju da nađemo dobru funkciju za evaluaciju.

Bitan pojam kod sistematičnih metoda pretrage je faktor grananja. Faktor grananja izražava prosečan broj potomaka čvorova u prostoru za pretragu. Ukoliko želimo da pretraga bude efikasna, treba da se pobrinemo da faktor grananja bude dovoljno mali. Faktor grananja između ostalog zavisi od toga, koliko dobro možemo da formalizujemo neki problem. Prilikom pretrage u prostoru stanja, faktor grananja možemo redukovati ako primenimo i ljudsku inteligenciju, što znači da nećemo ispitivati čvorove koji nas ne vode prema cilju. Faktor grananja može se smanjiti i ako pravilno odaberemo da li ćemo pretragu vršiti iz početnog stanja prema cilju ili od cilja prema početnom stanju (obe varijante se često koriste). Ako nijedna od prethodno pobrojanih metoda ne može da se primeni, onda se suočavamo sa kombinatornom eksplozijom. Moramo da ispitamo previše čvorova i što dublje pretražujemo, situacija će biti gora. Ovo je jedan od glavnih razloga zbog kojeg  opšte tehnike ne vode rešenju kod složenih problema.
1.14. Igre
U ovom odeljku upoznaćemo se sa načinom upotrebe trehnika za pretragu kod igara za dve osobe. Osnovni pristup je da igru igraju dve osobe i oba da igrača poznaju stanje igre. Mnogo poznatih igara pripada ovoj klasi – šah, dama i go (nadmeću se dva igrača i oba igrača vide stanje na tabli).

Igre se dosta razlikuju od problema sa kojima smo se do sada bavili, jer postoji i protivnik koji nastoji da onemogući naše planove. Iako svaki od igrača može da razradi plan kako da stigne do pobede, protivnik će igrati takve poteze, koji će sprečiti put oponenta do pobede. Svakom od igrača potreban je postupak kojim može da stigne do pobede bez obzira na poteze protivnika.

Igre se mogu uvrstiti među probleme koji se rešavaju pomoću stabla za pretragu. Slika 1.11. prikazuje deo jednostavnog stabla igre koja se zove ameba (u našoj zemlji odomaćilo se ime iks-oks). Igrači igraju naizmenično (prvo Igrač 1 – O, a zatim Igrač 2 – X).
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Slika 1.11. Detalj iz stabla igre ameba (iks-oks)
Slika 1.12. prikazuje potpuno stablo jedne jednostavne fiktivne igre. Kao što vidimo, do pobede je potrebno svega dva koraka. Moguća stanja igre obeležena su labelama A–J. Postavlja se pitanje kako igrači da odaberu koji će potez da odigraju? Svaki od igrača pretpostavlja da protivnik želi da pobedi. Ako prvi igrač odigra u stanje B, drugi igrač će odabrati potez koji vodi u stanje F i pobediće. Ako prvi igrač odigra u stanje C, bez obzira šta će drugi igrač da odigra, pobediće prvi igrač. Na kraju, ako prvi igrač odigra u stanje D, bilo koji od poteza drugog igrača obezbediće mu pobedu. Sa aspekta prvog igrača nema dileme da treba da odigra u stanje C, jer je to jedino stanje koje mu sigurno obezbeđuje pobedu.
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Slika 1.12. Stablo jednostavne igre

1.15. Minimaks postupak

U sličnom, potpunom stablu na sledeći način možemo pronaći dobre poteze za prvog igrača. Pobedu prvog igrača obeležićemo sa +10, njegov poraz sa –10, a nerešen rezultat sa 0. Nakon toga napredujući prema gore, odredićemo vrednosti koje odgovaraju višim čvorovima stabla. Slika 1.13 prikazuje jednostavno stablo za igru, na kojoj su označene i pomenute više vrednosti. U čvorovima E, F, G i H na potezu je prvi igrač. On pokušava da maksimizira svoje stanje. Iz čvorova E, F i H prvi igrač može da dođe u dobitno stanje, tako da ovi čvorovi dobijaju vrednost 10. Iz stanja G prvi igrač u najboljem slučaju može da igra nerešeno, tako da će ovaj čvor dobiti vrednost 0. Nakon toga pogledajmo čvorove B i C kada je na potezu drugi igrač. Drugi igrač pokušava da minimizuje dobitak prvog igrača. (Čvorove B i C možemo nazvati i minimizirajućim, a čvorove E, F, G i H maksimizirajućim čvorovima). Na bilo koji potez drugog igrača u čvoru B, pobediće prvi igrač. Vrednost čvora B je minimum od vrednosti E i F, ali na žalost drugog igrača to je 10. Vrednost čvora C je 0, jer drugi igrač može odigrati potez i u čvor G i prisiliti prvog igrača u stanje iz kojeg on više ne može da pobedi. Na osnovu svega izloženog, prvi igrač sa sigurnošću može da kaže, da je za njega najbolji potez da odigra u čvor B, jer tako sigurno može da pobedi.
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Slika 1.13. Stablo igre za minimaks postupak

Funkcija koja dodeljuje vrednost pojedinim čvorovima:

odredi vrednost(čvor):

· ako je čvor list stabla, vrati se sa vrednošću čvora,

· ako je čvor maksimizirajući, vrati se sa maksimalnom vrednošću potomaka,

· ako je čvor minimizirajući, vrati se sa minimalnom vrednošću potomaka,

Nakon određivanja svih vrednosti poteza, prvi igrač može da odluči koji potez će da odabere. Ovaj postupak u slučaju igre za dve osobe naziva se minimaks.

1.16. Alfa-beta sečenje

Postoji jedan veoma jednostavan trik  kojim značajno možemo popraviti efikasnost minimaks algoritma. Trik se zasniva na ideji, da ukoliko se već na polovini proračuna ispostavi da će aktuelna grana biti uspešna ili neuspešna, nema potrebe da se dalje radi na tom delu stabla.

Na primer, posmatrajući naredbe programskih jezika, jednoznačno je, da ako želimo da evaluiramo izraz AKO JE A>5 ILI B<0 i ako znamo da je prvi uslov ispunjen (A>5), onda je nepotrebno ispitati istinitost drugog uslova. Ili ako želimo da evaluiramo izraz AKO JE A>5 I B<0, nepotrebno je ispitati istinitost drugog dela izraza, ako smo utvrdili da je prvi deo neistinit.

Pokušajmo da ispitamo ovu tehniku polazeći od Slike 1.13. Pretpostavimo da poznajemo vrednost čvora B. Pošto prvi igrač želi da maksimizira svoju vrednost, bez ispitivanja čvora C, znamo da će njegova vrednost biti bar 10. Znači da će najmanja vrednost čvora A biti 10. Pretpostavimo da poznajemo i vrednost čvora G. Drugi igrač će pokušati da minimizira vrednost prvog ograča, tako da vrednost čvora C može biti najviše 0. Na osnovu izloženog, vidimo da nema nikakvog smisla određivati vrednost čvora H, jer ne može uticati na vrednost čvora A. Pretpostavimo da čvor H ima vrednost koja je manja od 0. To bi promenilo vrednost čvora C, ali čvor A bi i dalje imao vrednost 10, dakle vrednost se ne bi promenila. Pogledajmo šta bi se desilo, ukoliko bi čvor H imao veću (ili jednaku) vrednost od 0. Tada se vrednost čvora C ne bi promenila, pa se ne bi menjala ni vrednost čvora A. Ovo razmatranje prikazano je na Slici 1.14. Promena vrednosti čvora H, neće rezultovati nikakvom promenom, tako da se deo stabla ispod čvora H može zanemariti (obeležili smo sa X-om).
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Slika 1.14. Stablo igre za alfa-beta sečenje
Alfa-beta sečenje konstantno prati vrednosti gornje i donje granice i u skladu sa njima, pokušava da štedi potrebne operacije na gore opisan način. Znamo da je vrednost jednog maksimizirajućeg čvora najmanje onolika, kolika je najbolja vrednost do sada ispitanih potomaka (za čuvanje ove vrednosti koristimo parametar α). Vrednost minimizirajućeg čvora može biti najviše koliko je i najgori od do sada ispitanih potomaka čvora (za čuvanje ove vrednosti koristimo parametar β). Ako je vrednost parametra β u jednom minimizirajućem čvoru manja od vrednosti parametra α u čvoru roditelju, onda taj čvor više ne treba uzimati u obzir. Deo stabla pod tim čvorom, može se odseći. Ako je α vrednost maksimizirajućeg čvora veća od β vrednosti njegovog roditelja, onda se slično kao i malopre, čvor ne treba dalje razmatrati i deo stabla ispod tog čvora može se odseći. Metoda alfa-beta sečenja koristi se samo za povećavanje efikasnosti minimaks postupka.

1.17. Složenije igre
U slučaju složenijih igara potpuno stablo igre ne možemo sastaviti ni u slučaju da koristimo alfa-beta sečenje. Na primer, u šahu postoji više milijardi mogućih stanja. Međutim, jedna varijanta opisanog postpuka može se primeniti. Ograničimo željenu dubinu ispitivanja stabla (na primer na 5 poteza) i listove ovog dela stabla evaluiramo pomocu jedne heurističke funkcije. U slučaju šaha, heuristička funkcija može da bude broj preostalih figura protivnika nakon pet poteza. Ova strategija ne obezbeđuje igraču pobedu (ponekad treba žrtvovati figuru), ali može biti veoma efikasna.

Korišćenjem ovih relativno jednostavnih (i ne previše inteligentnih) tehnika, igre daju zadovoljavajuće performanse. Za postizanje još boljih rezultata, treba pogledati i način na koji igraju profesionalni igrači. U slučaju šaha, otvaranja su veoma bitna i postoji određeni broj opštih otvaranja. Ako sistem za pretragu koristi i znanje o otvaranju, performanse algoritama će porasti.
2. Primer za pretragu

Ukoliko želimo da dođemo od tačke A do tačke B treba da primenimo neku vrstu pretrage. Pretraga znači pronalaženje puta od tačke gde se trenutno nalazimo, do tačke u koju želimo da stignemo. Na primer, u šahovskoj igri put od tačke A do tačke B, može biti između trenutne pozicije i pozicije koja  će biti aktuelna za 5 poteza. Put od tačke A do tačke B može biti različit za svaku situaciju.

Pretraga pripada problematici veštačke inteligencije. Zadatak veštačke inteligencije je da pruže mogućnost razmišljanja računarima, to jest da računari imaju osobinu ljudskog ponašanja i zaključivanja. Problem je u tome, što računari (na našu žalost) ne funkcionišu na način, na koji funkcioniše ljudski mozak. Za pronalaženje rešenja, računarima je potreban niz koraka pre nego što pronađu rešenje. Cilj programera je, da jedan komplikovani zadatak pretvori u jednostavnije korake, koje će računar moći da reši.

2.1. Reprezentacija pretrage

Prvo da vidimo, kako bismo ljudskom inteligencijom rešili neki problem pretrage. Prvo treba da odlučimo na koji način ćemo da reprezentujemo problem pretrage. Slika 2.1. prikazuje stablo za pretragu. Stablo je niz međusobno povezanih čvorova, i pretragu ćemo vršiti na njemu.
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Slika 2.1. Primer stabla za pretragu

U prikazanom grafu veze između čvorova su jednosmerne. Sve putanje vode od gore prema dole. Drugim rečima, postoji put od čvora A do čvorova B i C, ali čvorovi B i C nemaju svoj put do čvora A. Ovu vrstu veze možemo zamisliti kao jednosmernu ulicu. Svaki slovom obeleženi kružić u stablu naziva se čvor. Čvor može biti povezan sa drugim čvorovima preko grana (ivica), a povezani čvorovi nazivaju se susedima. Čvorovi B i C su susedi čvora A. Čvorovi E i D su susedi čvora B, dok čvor B nije sused čvorovima D i E. Dubina je pojam koji je takođe vezan za stabla.
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Slika 2.2. Primer za dubinu stabla
Sad imamo način kako da opišemo položaj u stablu. Znamo u kakvoj vezi se nalaze pojedini čvorovi (susedi) i imamo način za opisivanje dubine pojedinog čvora. Poznavanje ovih informacija, nije direktno povezano sa konstrukcijom algoritma za pretragu, ali će pomoći za bolje razumevanje problema.

2.2. Pretraga u dubinu
Pretraga u dubinu radi po sledećem principu: uzima čvor, pronalazi njegove susede, ispituje (razvija) prvi od pronađenih suseda, proverava da li je ispitivani čvor ciljno stanje, i ako nije, nastavlja sa ispitivanjem čvorova. Za demonstraciju algoritma naći ćemo put između čvorova A i F sa Slike 2.3.
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Slika 2.3. Demonstracija pretrage u širinu
Korak 0
Početni korak je uzimanje prvog čvora (korena):
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U toku izvršavanja algoritma koristićemo dve liste – Open listu i Closed listu. Open lista sadrži podatke o tome šta treba da uradimo, dok Closed lista sadrži podatke o tome šta smo do sada uradili. Za sada, imamo samo početni čvor A (sa kojim još ništa nismo uradili), i dodaćemo ga u Open listu.

· Open lista: A

· Closed lista: <prazno>

Korak 1
Sada ćemo potražiti susede čvora A. Algoritamskim jezikom rečeno, uzimamo prvi element iz Open liste, i ispitamo njegove susede.
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Susedi čvora A su čvorovi B i C. Pošto smo završili posao sa čvorom A, izbrisaćemo ga iz Open liste, i dodaćemo ga Closed listi. Sada imamo dva nova čvora B i C koje treba da ispitamo; njih ćemo dodati u Open listu. Trenutno stanje Open liste i Closed liste je sledeće:

· Open lista: B, C

· Closed lista: A

Korak 2
Sada naša Open lista sadrži dva elementa. U slučaju pretrage po dubini i pretrage po širini, uvek se ispituje prvi element iz Open liste. Prvi element u Open listi je čvor B. Pošto B nije ciljni čvor, potražićemo njegove potomke.
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Pošto smo ispitali čvor B, uklonićemo ga iz Open liste i dodaćemo ga Closed listi. Potomke čvora B (D i E) dodaćemo na početak Open liste.

· Open lista: D, E, C

· Closed lista: A, B

Korak 3
Pošto je čvor D na početku Open liste, ispitaćemo ga. Čvor D nije ciljni čvor, i nema susede. Zato ćemo u ovom koraku izbrisati čvor D iz Open liste, i stavićemo ga u Closed listu.

· Open lista: E, C

· Closed lista: A, B, D

Korak 4
U ovom koraku ispitaćemo čvor E iz Open liste. Pošto E nije ciljni čvor, potražićemo njegove susede (čvorovi F i G). Čvor F je ciljni čvor, ali se za sada nećemo zaustaviti. Algoritam se završava tek kad dođemo do toga da ispitamo (razvijemo) ciljni čvor (u našem slučaju F).
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Iz Open liste brišemo čvor E, i dodajemo čvorove F i G. Čvor E dodajemo Closed listi.

· Open lista: F, G, C

· Closed lista: A, B, D, E

Korak 5
Sada razvijamo čvor F. Pošto je to ciljni čvor, zaustavljamo pretragu.
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Brišemo čvor F iz Open liste, i dodajemo ga Closed listi. Pošto smo stigli do ciljnog čvora nema potrebe za razvijanjem čvora F i nalaženjem njegovih suseda. Konačno stanje Open i Closed listi ima sledeći izgled:

· Open lista: G, C

· Closed lista: A, B, D, E, F

Konačna putanja pretrage je krajnje stanje Closed liste: A, B, D, E, F.

2.3. Pretraga u širinu
Pretraga u širinu je veoma slična pretrazi u dubinu. Kod pretrage u dubinu potomke ispitanog čvora dodavali smo na početak Open liste. Kod pretrage u širinu, ispitani čvorovi se dodaju na kraj Open liste. Sada ćemo pogledati kako će ova promena uticati na našu pretragu. Posmatraćemo isto stablo kao i u prošlom primeru. Neka zadatak bude pronalaženje puta između čvorova A i E.

Korak 0
Kao i malopre, počećemo korenom:
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Stanja ćemo i dalje pratiti pomoću Open i Closed liste
· Open lista: A

· Closed lista: <prazno>

Korak 1
Ispitaćemo susede čvora A. Za sada se algoritam ne razlikuje od pretrage po dubini.
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Izbrisaćemo čvor A iz Open liste i dodaćemo ga Closed listi. Susede čvora A (B i C) ćemo dodati Open listi. Oni se dodaju na kraj Open liste, ali pošto je Open lista prazna (nakon brisanja čvora A), to se u ovom koraku još neće videti. Open i Closed liste sada imaju sledeći izgled:

· Open lista: B, C

· Closed lista: A

Korak 2
U ovom koraku, algoritam će početi da se razlikuje od pretrage po dubini. Iz Open liste uzimamo čvor B (pošto je prvi). Pošto B nije ciljni čvor, potražićemo njegove susede.

[image: image27.png]



Sada čvor B stavljamo na Closed listu, ali susede čvora B (D i E) stavljamo na kraj Open liste.

· Open lista: C, D, E

· Closed lista: A, B

Korak 3
U ovom koraku ispitaćemo čvor C:
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Pošto čvor C nema susede, izbrisaćemo čvor C iz Open liste i nastaviti dalje sa algoritmom.

· Open lista: D, E

· Closed lista: A, B, C

Korak 4
Slično Koraku 3, ispitamo čvor D. Pošto nije ciljni čvor i pošto nema susede (potomke), izbrisaćemo ga iz Open liste i dodaćemo ga Closed listi.

· Open lista: E

· Closed lista: A, B, C, D

Korak 5
Pošto Open lista ima samo jedan element, ispitaćemo ga. Pošto je čvor E ciljni čvor, algoritam se u ovom koraku završava.
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Konačni oblici Open i Closed liste su:

· Open lista: <prazno>

· Closed lista: A, B, C, D, E

Pseudo kod
Pseudo kod za pretragu po širini:

1. Deklarisati dve liste: Open i Closed.

2. Dodati početni čvor u Open listu.

3. While (Open lista nije prazna) Do
a. Izvaditi prvi čvor iz Open liste.

b. Proveriti da li je izvađeni čvor ujedno i ciljni čvor.

i. Ako je izvađeni čvor ciljni čvor, izaći iz ciklusa, dodati čvor Closed listi, i rešenje je aktuelno stanje Closed liste.

ii. Ako izvađeni čvor nije ciljni čvor, nastaviti sa izvršavanjem petlje (Korak c.).

c. Odrediti susede izvađenog čvora.

d. Susede dodati na početak Open liste, i dodati izvađeni čvor Closed listi. Nastaviti sa ciklusom.

Pseudo kod za pretragu po širini:

1. Deklarisati dve liste: Open i Closed.

2. Dodati početni čvor u Open listu.

3. While (Open lista nije prazna) Do
a. Izvaditi prvi čvor iz Open liste.

b. Proveriti da li je izvađeni čvor ujedno i ciljni čvor.

i. Ako je izvađeni čvor ciljni čvor, izaći iz ciklusa, dodati čvor Closed listi, i rešenje je aktuelno stanje Closed liste.

ii. Ako izvađeni čvor nije ciljni čvor, nastaviti sa izvršavanjem petlje 


(Korak c.).

c. Odrediti susede izvađenog čvora.

d. Susede dodati na kraj Open liste, i dodati izvađeni čvor Closed listi. Nastaviti sa ciklusom.

2.4. Prednosti i nedostaci pretrage u dubinu i u širinu
Obe metode pretrage (u širinu, u dubinu) imaju svoje prednosti i nedostatke. Pogledajmo još jednom originalno stablo za pretragu:
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U slučaju pretrage u dubinu putanja između čvorova A i C je:

A, B, D, E, F, G, H, J, M, K, I, C

Čvor C je poslednji čvor koji se ispituje uprkos tome što je direktni sused početnog čvora A. U slučaju pretrage u širinu čvor C bismo pronašli veoma brzo: A, B, C. Za neku drugu putanju, recimo između čvorova A i D, pretraga u dubinu dala bi bolje rezultate.

Zbog načina funkcionisanja ovih algoritama, pri pravilnom izboru korisnik će često doneti pogrešnu odluku. Iako je čvor C na samo jedan korak od početnog čvora, pretraga u dubinu ga dugo neće pronaći, jer se favorizuje dubina umesto širine.

Ovakve stvari dešavaju se, jer su obe metode pretrage „slepe“ (blind search). One ništa ne znaju ni o narednim stanjima, ni o tome gde se rešenje nalazi. Putanje kojima ovi algoritmi razvijaju čvorove definisane su mehanički. Ukoliko čak i postoji bolja putanja, ovi algoritmi je neće naći.

Prilikom pretrage velikih grafova mogu se pojaviti petlje. Ako bismo želeli da vidimo slučaj u kojem algoritam pretrage u dubinu ne pronalazi rešenje, treba samo dodati jednu granu između čvorova D i A.
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Algoritam neće moći da pronađe rešenje, jer će stalno dodavati čvorove A, B, i D bez mogućnosti da izađe iz petlje.

Drugi potencijalni problem je, ako leva strana stabla ima više miliona čvorova, dok je rešenje na desnoj strani stabla udaljeno samo nekoliko koraka od korena. Pretraga u dubinu će morati da ispita mnogo čvorova i da izgubi mnogo vremena, pre nego što uopšte dođe do desne strane stabla.

Pretraga u širinu nema nedostatak zbog petlji, jer se kreće horizontalno unutar svake dubine. Pretraga u širinu, uvek će pronaći rešenje bez obzira na tip stabla, osim ako stablo nema beskonačno mnogo čvorova. Sa druge strane, ako samo jedna grana ima beskonačnu dubinu, pretraga u dubinu možda nikad neće naći rešenje.

3. Genetski algoritmi

U drugoj polovini 20. veka, više eksperata iz oblasti računarske nauke, nezavisno je proučavalo evolucione sisteme, sa idejom da se principi evolucije primene na probleme optimizacije u inženjerskoj praksi. Svaki od ovih sistema, oslanjao se na populaciju koja je u sebi sadržavala moguća rešenja datih problema. Algoritmi su bili bazirani na operacijama koje imitiraju prirodnu genetsku promenu i prirodnou selekciju. 

U 60-im godinama prošlog veka, Rechenberg je izmislio tzv. evolucionu strategiju (ES), koju je koristio za optimizaciju vrednosti realnih parametara za poboljšanje karakteristika pojedinih sklopova. Algoritam je u svakom trenutku radio uz pomoć dva vektora-parametra: sa jednim predakom i jednim potomkom. Potomak je bio mutirana varijanta predaka, što znači da je nekoliko parametara vektora potomka bilo slučajno promenjeno. Evolucione strategije i danas važe za polje na kojem se još uvek aktivno istražuje. Na njima se uglavnom radi nezavisno od genetskih algoritama. 

Ocem današnjih genetskih algoritama (GA) smatra se John Holland. On je 1975. godine (Holland, 1975) genetski algoritam prikazao kao apstrakciju biološke evolucije, i dao je teorijski okvir za adaptaciju genetskih algoritama. Ova publikacija smatra se monumentalnom u istoriji genetskih algoritama. Kod Holland-ovog genetskog algoritma iz populacije koja se sastoji od hromozoma (na primer stringovi koji se sastoje od nula i jedinica) stvara se sledeća populacija korišćenjem prirodne selekcije, to jest preko genetskih operacija rekombinacije, mutacije i inverzije. Svaki horomozom sadrži gene (na primer bitove). Hromozomi koji su izabrani iz populacije metodom selekcije, mogu sami sebe reprodukovati. Hromozomi koji imaju bolju meru dobrote (fitnes) mogu proizvesti više potomaka od slabijih hromozoma. Operacija ukrštanja (crossover) „seče“ hromozome na nekom mestu, i dobijene delove zamenjuje, imitirajući biološku rekombinaciju između dva haploidna hromozoma. Operacija mutacije (mutation) na nekim mestima hromozoma slučajno menja vrednost gena, dok inverzija (inversion) okreće povezani deo hromozoma, i menja pozicije gena. 

Holland-ov algoritam sa rekombinacijom, mutacijom i inverzijom, koji je bio baziran na populaciji, predstavljao je značajnu novinu. Ranije metode koje su radile sa populacijom, često su sadržale samo jednu ili dve jedinke (na primer evolucione strategije). Algoritmi sa više jedinki nisu imali operaciju rekombiancije, ima značajnu ulogu kod genetskih algoritama. 

3.1. Primer

Implementacija jednostavnog genetskog algoritma nije ništa drugo nego kopiranje stringova, promena dela stringova i promena bitova unutar stringa. Najbolji način za upoznavanje sa genetskim algoritmima je preko jednog primera. 
U našem primeru treba da nađemo vrednost promenjive x koja će maksimizirati funkciju 
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pri čemu je x ograničen na celobrojne vrednosti. Funkcija 
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 je sinusna funkcija od 0 do π radijana. Maksimalna vrednost funkcije je 1, i javlja se za π/2, to jest za x=128. Slika 3.1. prikazuje funkciju 
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Slika 3.1. Sinusna funkcija od 0 do π radijana
U ovom primeru postoji samo jedna promenjiva: x. Pretpostavimo da koristimo binarni alfabet. Prvo treba da odlučimo kako da predstavimo promenljivu. Pošto x može uzimati vrednosti samo iz intervala 0-255, logično je da ćemo svaku jedinku predstaviti sa 8-bitnim binarnim stringom.

Binarni broj 00000000 predstavljaće 0, dok će binarni broj 11111111 predstavljati 255. 

Dalje, treba odlučiti koliko jedinki će činiti populaciju. Obično se bira da broj jedinki bude između nekoliko desetina i nekoliko stotina. U našem ilustrativnom primeru populacija će se sastojati od svega 8 jedinki. 

Sledeći korak je inicijalizacija populacije. To se radi slučajno, Tabela 3.1.
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Tabela 3.1. Inicijalne vrednosti populacije

U Tabeli 3.1. sa 
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 smo obeležili fitnes (dobrotu) jedinke.

3.1.1. Selekcija
Nakon izračunavanja fitnesa, sledeći korak je reprodukcija. Reprodukcija je formiranje nove populacije sa istim brojem individua, selektovanjem članova trenutne populacije metodom stohastičkog izbora. Verovatnoća izbora svake jedinke zavisi od njenog fitnesa. Što je fitnes date jedinke veći, njena šansa za reprodukciju će takođe biti veća. U našem primeru, suma fitnesa svih individua inicijalne populacije je 5.083. Deljenjem svakog fitnesa sa 5.083 dolazimo do normalizovanog fitnesa za svaku jedinku. Suma normalizovanih fitnesa je 1.

Normalizovane fitnes vrednosti koriste se u procesu koji se zove “rulet točak”, gde svaki deo rulet točka odgovara jednoj jedinki. Veličina dela rulet točka zavisi od fitnesa jedinke. Spinovanjem rulet točka generišemo 8 slučajnih brojeva između 0 i 1. Ako je slučajan broj između 0 i 0.144, bira se prva jedinka iz trenutne populacije za reprodukciju. Ako je slučajan broj između 0.144 i (0.144+0.093)=0.237, bira se druga jedinka, i tako dalje. Ako je slučajan broj između (1-0.128)=0.872 i 1.0, bira se poslednja jedinka. Verovatnoća izbora jedinke proporcionalna je njenom fitnesu.
Može se desiti (iako je veoma malo verovatno) da će jedinka sa najmanjim fitnesom biti izabrana 8 puta uzastopno. Veća je verovatnoća da će jedinke sa većim fitnesom biti izabrane više puta za novu populaciju. Osam slučajnih brojeva su 0.293, 0.971, 0.160, 0.469, 0.664, 0.568, 0.371, 0.109. To odgovara jedinkama 3, 8, 2, 5, 6, 5, 3, 1.
Sledeća generacija sastoji se od jedinki:

3:   0 1 1 0 0 0 1 1

8:   0 0 1 1 0 1 0 1

2:   1 1 0 1 1 0 0 0

5:   1 0 1 0 1 1 1 0

6:   0 1 0 0 1 0 1 0

5:   1 0 1 0 1 1 1 0

3:   0 1 1 0 0 0 1 1

1:   1 0 1 1 1 1 0 1
3.1.2. Rekombinacija

Prvo se populacija uparuje u slučajno odabrane parove roditelja. Pošto je redosled izabranih jedinki sa prethodnog slajda slučajan, roditelje ćemo uparivati tim redosledom. Za svaki par generisaćemo slučajan broj, koji će odrediti da li će se rekombinacija uopšte desiti. Slučajno je određeno, da će u tri od četiri para rekombinacija desiti. Za parove koji će se ukrštati, slučajno treba odrediti tačke ukrštanja.
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Slika 3.2. Populacija pre ukrštanja sa prikazanim tačkama ukrštanja (a), 

nakon ukrštanja (b), vrednosti za x (c) i f(x) (d) nakon ukrštanja
Za parove koji će biti ukršteni, slučajno se biraju dve tačke. Delovi stringova između prve i druge tačke ukrštanja biće zamenjeni.

3.1.3. Mutacija

Poslednja operacija u ovom jednostavnom algoritmu je mutacija. Mutacija se sastoji od promene slučajno izabranih bita sa konstantnom verovatnoćom za svaki bit u populaciji. Verovatnoća mutacije može da se menja u velikom rasponu u zavisnosti od primene i od problema. Uobičajene vrednosti za mutaciju su između 0.001 i 0.01. Pošto u našoj populaciji ima svega 64 bita (8 jedinki, svaka 8 bita), velika je verovatnoća da nijedan bit neće biti promenjen. Zato ćemo smatrati da je stanje sa slike (b) konačna populacija nakon jedne iteracije GA procedure. Prolaskom kroz celu genetsku proceduru dobijamo novu generaciju. Populacija sa slike (b) reprezentuje prvu generaciju nakon inicijalne slučajne populacije.

Napomene
Novi ukupan fitnes je sada 6.313, dok je u inicijalnoj populaciji ukupan fitnes svih jedinki bio 5.083. U novoj populaciji postoje dve jedinke koje imaju fitnes iznad 0.99. U novoj generaciji su i prosečan i maksimalan fitnes povećani. Populacija sa slike (b) i fitnes vrednosti sa slike (d) su sada spremni za novi krug reprodukcije, ukrštanja i mutacije, proizvodeći novu generaciju.

Tako će se stvarati nove generacije sve dok se ne steknu uslovi za zaustavljanje. 

Kriterijum za zaustavljanje može da bude:

1. dostizanje unapred određenog maksimalnog broja generacija.

2. dok se ne dostigne neki uslov.

3. određen broj uzastopnih generacija bez napretka fitnesa jedinki.

4. Neuralne mreže
4.1. Biološka pozadina
Veštačke neuralne mreže razmatrane u ovom tekstu, samo su u okvirnoj vezi sa njihovim odgovarajućim biološkim neuronima. U ovom delu ukratko ćemo opisati one osobine mozga, koje su inspirisale razvoj veštačkih neuralnih mreža.

Mozak se sastoji od velikog broja (oko 1011) visoko povezanih elemenata (otprilike 104 veza po elementu) koji se nazivaju neuroni. Za naše potrebe ovi neuroni imaju tri osnovne komponente: dendrite, ćelijsko telo i akson. Dendriti su mreže nervnih vlakana nalik drvetu koje vode električne signale prema ćelijskom telu. Ćelijsko telo sumira i upoređuje sa nekim pragom dolazeće signale. Akson je dugačko vlakno koje vodi signal od ćelijskog tela prema drugim neuronima. Tačka spajanja između aksona jedne ćelije i dendrita druge ćelije naziva se sinapsa. Funkcija neuralne mreže određena je rasporedom neurona i jačinom individualnih sinapsi. U ljudskom telu, ceo proces je veoma složena elektrohemijska reakcija. Slika 4.1 predstavlja pojednostavljenu šemu dva povezana biološka neurona.
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Slika 4.1. Pojednostavljena šema dva biološka neurona

Neki delovi neuralne strukture definisani su po rođenju. Drugi delovi razvijaju se preko učenja (neke nove veze se uspostavljaju, a neke stare veze se prekidaju među neuronima). Razvoj je najviše primetan u ranoj fazi života. Na primer, dokazano je da ako mačka početkom života ne koristi jedno oko, u kasnijem periodu ona nikad neće razviti normalnu sposobnost vida na to oko.

Neuralne strukture će se menjati tokom čitavog života. Kasnije promene uglavnom se svode na pojačavanje ili slabljenje sinaptičkih veza. Na primer, veruje se da nove memorije nastaju modifikacijom postojećih sinaptičkih veza. Tako da se proces učenja lica novog prijatelja sastoji od promena odgovarajućih sinapsi.

4.2. Model neurona i mrežna arhitektura
U ovom odeljku upoznaćemo se sa pojednostavljenim matematičkim modelom neurona i objasnićemo kako se neuroni mogu povezati u različite mrežne arhitekture. Takođe ćemo ilustrovati osnovne operacije ovih mreža preko nekoliko jednostavnih primera. 

4.2.1. Model neurona

Na Slici 4.2. prikazan je neuron sa jednim ulazom. Skalarni ulaz p pomnožen je sa skalarnom težinom w, i oni formiraju proizvod wp koji se šalje na ulaz sabirača. Drugi ulaz, 1, pomnožen je sa bias-om b, i potom se takođe šalje na sabirač. Izlaz sabirača, n, često se naziva ulazom mreže, i on se prosleđuje na prenosnu funkciju f  koja daje skalarni izlaz neurona a (umesto izraza prenosna funkcija koristi se još i termin aktivaciona funkcija, a umesto bias-a koristi se termin ofset).

Ako ovaj jednostavan model uporedimo sa biološkim neuronom koji smo obradili u prošlom odeljku, možemo zaključiti da težina w odgovara jačini sinapse, telo ćelije predstavljeno je sabiračem, a prenosna funkcija i izlaz neurona a predstavljaju signal na aksonu. 
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Slika 4.2. Neuron sa jednim ulazom

Izlaz neurona računa se po sledećoj formuli:
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Na primer, ako je 
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Aktuelni izlaz zavisi od izabrane prenosne funkcije. Tipovi prenosnih funkcija biće obrađeni u jednom od narednih odeljaka.

Bias je vrlo sličan težini, sa razlikom da mu je ulazna vrednost uvek 1. Ako korisnik ne želi da bias ne postoji na ulazu nekog neurona, on se može izostaviti.

Treba zapaziti da su i w i b skalarni parametri neurona koji se mogu podešavati. U tipičnom slučaju prenosnu funkciju bira korisnik i potom se parametri w i b podešavaju u skladu sa nekim načinom obuke tako, da relacija ulaz/izlaz zadovolji neke unapred definisane kriterijume. Za različite namene koriste se različite prenosne funkcije.

4.2.2. Prenosne funkcije
Prenosna funkcija sa Slike 4.2. može biti i linearna i nelinearna funkcija promenljive n. Najćešće korišćene prenosne funkcije su prag prenosna funkcija (hard limit transfer function), linearna prenosna funkcija (linear transfer function) i log-sigmoidalna prenosna funkcija (log-sigmoid transfer function).
Prag prenosna funkcija (hard limit transfer function) prikazana je na Slici 4.3 levo. Ova funkcija postavlja izlaz neurona na 0 ukoliko je argument funkcije manji od 0, ili na 1 ako je argument veći ili jednak od 0. Ovu funkciju ćemo koristiti kod neurona koji treba da klasifikuju ulaze u dve odvojene kategorije.
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Slika 4.3. Odskočna prenosna funkcija

Grafik na Slici 4.3. desno ilustruje ulazno/izlaznu karakteristiku neurona sa jednim ulazom koji koristi prag funkciju. Na slici možemo da vidimo uticaj težine ofset-a. Ikona kojom obeležavamo prag prenosnu funkciju prikazana je između dve slike.

Izlaz linearne prenosne funkcije  jednak je je ulazu iste funkcije (Slika 4.4.)
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Neuroni sa ovom prenosnom funkcijom nazivaju se ADALINE mrežama.
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Slika 4.4. Linearna prenosna funkcija

Na desnom grafiku Slike 4.4 prikazan je izlaz linearnog neurona sa bias-om a u funkciji ulaza p.

Izgled log-sigmoidalna prenosne funkcije prikazan je na Slici 4.5.
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Slika 4.5. Log-sigmoidalna prenosna funkcija

Ova prenosna funkcija ulaznu funkciju (koja može uzeti bilo koju vrednost između 
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) sabija na izlazni interval, koji je u opsegu između 0 i 1 na osnovu formule:
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Log-sigmoidalna prenosna funkcija često se koristi u neuronskim mrežama sa više slojeva i koji se obučavaju metodom prostiranja greške unazad (delom zato što je funkcija diferencijabilna).
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Tabela 4.1. Prenosne funkcije

4.2.3. Neuron sa više ulaza
Neuron najčešće ima više od jednog ulaza. Neuron sa R ulaza prikazan je na Slici 4.6. Pojedini ulazi 
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 pomnoženi su sa odgovarajućim elementima 
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 težinske matrice W. 

[image: image55.jpg]Ulazi Neuron sa vise ulaza

a=f(Wp+b)




Slika 4.6. Neuron sa više ulaza
Neuron ima i bias b koji se sabira sa pomnoženim ulazima kako bi se formirao ulaz u mrežu n:


[image: image56.wmf]b

p

w

p

w

p

w

n

R

R

+

+

+

=

,

1

2

2

,

1

1

1

,

1


Poslednji izraz može da se zapiše i u matričnoj formi kao
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pri čemu matrica W u slučaju samo jednog neurona ima samo jednu vrstu. Sada se izlaz neurona može zapisati kao
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U matrici koja sadrži težine svaki element ima dva indeksa. Prvi indeks označava odredište neurona za tu težinu. Drugi indeks označava izvor signala koji se dovodi na taj neuron. Na primer, indeks 
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 označava težinu od drugog izvora do prvog (i u ovom slučaju jedinog) neurona. Ova konvencija ima mnogo više smisla kada imamo više od jednog neurona.

U praksi obično imamo mrežu sa više neurona, pri čemu svaki od neurona ima više ulaza. Osim toga, najčešće imamo više od jednog sloja neurona. Možemo zamisliti koliko bi dijagram bio složen, ukoliko bismo ucrtali sve veze između pojedinih elemenata. Zato ćemo uvesti kompaktniju notaciju. Takav neuron sa više ulaza prikazan je na Slici 4.7.
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Slika 4.7. Neuron sa R ulaza, kompaktna notacija

Ulazni vektor p obeležen je podebljanom vertikalnom linijom na levoj strani. Dimenzije vektora p prikazane su ispod promenljive sa 
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 što znači da je ulaz vektor sa R elemenata. Ovi ulazi dovode se na matricu sa težinama W koja ima R kolona, ali samo jednu vrstu u slučaju mreže sa samo jednim neuronom. Konstanta 1 takođe predstavlja ulaz u neuron i pomnožen je sa skalarnim bias-om b. Ulazna vrednost u prenosnu funkciju f obeležen je sa n. Izlaz a neurona u ovom konkretnom slučaju je skalar. Ukoliko bismo imali više neurona izlaz bi bio vektor.

4.2.4. Arhitektura mreže
Jedan neuron (čak i sa mnogo ulaza) obično nije dovoljan za rešavanje nekog konkretnog problema. Za rešavanje nekog zadatka može biti potrebno nekoliko neurona. Takvu grupu neurona nazivamo slojem.

4.2.5. Sloj neurona
Neuronska mreža sa jednim slojem i S neurona prikazana je na Slici 4.8. Treba primetiti da je svaki od R ulaza povezan sa svakim od neurona i da matrica sa težinama ima S vrsta.
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Slika 4.8. Sloj sa S neurona

Sloj mreže sadrži matricu sa težinama, sabirače, bias vektor b, prenosne funkcije i izlazni vektor a. Svaki element ulaznog vektora p povezan je sa svakim neuronom preko matrice sa težinama W. Svaki neuron poseduje bias 
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Elementi ulaznog vektora ulaze u mrežu preko matrice sa težinama:
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Indeksi kod koeficijenta 
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 nam govore da ova težina predstavlja vezu od drugog izvora do trećeg neurona. Jednoslojna mreža od S neurona sa R ulaza takođe se može nacrtati u pojednostavljenoj formi, Slika 4.9.
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Slika 4.9. Sloj od S neurona, kompaktna notacija

Simboli ispod promenljivih označavaju da je ulazni vektor p dužine R, da matrica W ima dimenzije 
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, dok vektori a i b imaju dužinu S. Kao što je već napomenuto sloj sadrži matricu sa težinama, sabirače i množače, bias vektor b, prenosnu funkciju i izlazni vektor.

4.2.6. Mreže sa više slojeva
Sada ćemo razmotriti mrežu sa više slojeva. Svaki od slojeva ima svoju matricu sa težinama W, bias vektor b, ulazni vektor n i izlazni vektor a. Za razlikovanje ovih slojeva treba uvesti neke dodatne oznake. Promenljivama ćemo dodati gornji indeks koji će obeležavati slojeve. Matrica sa težinama za prvi sloj biće obeležena sa 
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, a matrica sa težinama za drugi sloj će biti obeležena sa 
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. Ovo je prikazano na Slici 4.10.
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Slika 4.10. Mreža sa tri sloja

Kao što vidimo, ima R ulaza, S1 neurona u prvom sloju, S2 neurona u drugom sloju, itd. Različiti slojevi mogu imati različit broj neurona. Izlaz prvog sloja je ulaz u drugi sloj, a izlaz drugog sloja je ulaz u treći sloj. Tako da se sloj 2 može posmatrati kao mreža sa jednim slojem sa 
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 neurona, i matricom težina W2 dimenzija 
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. Ulaz u sloj 2 je a1, dok je izlaz a2. Sloj čiji je izlaz ujedno i izlaz mreže naziva se izlazni sloj. Ostali slojevi nazivaju se skriveni slojevi (hidden layers). Mreža sa Slike 4.10. ima izlazni sloj (sloj 3)i dva skrivena sloja (sloj 1 i sloj 2). Mreža sa Slike 4.10. takođe se može predstaviti i u kompaktnoj formi, što je prikazano na Slici 4.11.
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Slika 4.11. Neuralna mreža sa tri sloja, kompaktna notacija

Mreže sa više slojeva su daleko moćnije od mreža koji imaju samo jedan sloj. Na primer, neuralna mreža sa dva sloja sa sigmoidalnom prenosnom funkcijom na prvom sloju i linearnom na drugom sloju, može se obučiti da aproksimira gotovo sve funkcije sa proizvoljnom tačnošću. Najveći broj praktičnih neuralnih mreža ima dva ili tri sloja. Četiri ili više slojeva koriste se veoma retko. Ovde se postavlja i pitanje bias-a. Mogu se koristiti neuroni sa ili bez bias-a. Bias daje mreži jednu dodatnu promenljivu i zbog toga mreža može imati bolje performanse. Mreža bez bias-a na ulazu će uvek imati vrednost 0 ukoliko su svi ulazi p nula što u nekim primenama predstavlja nedostatak.

4.2.7. Rekurentne mreže
Pre nego što se upoznamo sa rekurentnim mrežama treba predstaviti jedan jednostavan element od kojih se rekurentne mreže sastoje. Taj blok je blok za kašnjenje koji je prikazan na Slici 4.12.
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Slika 4.12. Blok za kašnjenje

Izlaz bloka a(t) izračunava se na osnovu ulaza u(t) na osnovu formule
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Izlaz je jednak ulazu, samo u prethodnom trenutku.

Rekurentna mreža je mreža koja sadrži povratne veze. Neki od izlaza povezani su sa ulazima. Ove mreže se razlikuju od do sada upoznatih mreža (feedforward) kod kojih se signal prostirao od ulaza prema izlazu.Rekurentna mreža sa diskretnim vremenom prikazana je na Slici 4.13.
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Slika 4.13. Rekurentna neuralna mreža

4.2.8. Rešeni primeri
1. Ulaz u neuron sa jednim ulazom ima vrednost 2.0, težina je 2.3, dok bias ima vrednost -3.

a. Koliki je ulaz u prenosnu funkciju?

b. Koliki je izlaz iz neurona?

Rešenje
a. Ulazna vrednost u prenosnu funkciju je 
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b. Izlaz iz neurona se ne može odrediti jer nije određen tip prenosne funkcije.

2. Koliki je izlaz iz neurona iz prethodnog zadatka, ukoliko su primenjene sledeće prenosne funkcije:

a. Prag (Hard limit)

b. Linear

c. Log-sigmoid?

Rešenje
a. Za prag prenosnu funkciju 
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b. Za linearnu prenosnu funkciju 
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c. Za log-sigmoidalnu prenosnu funkciju 
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3. Zadat je neuron sa dva ulaza sa sledećim parametrima: b=1.2, 
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. Izračunati izlaz iz neurona za sledeće prensone funkcije:
a. Simetrična prag funkcija
b. Saturaciona linearna prenosna funkcija
c. Hiperbolična tangent sigmoidna funkcija (tansig)
Rešenje
Prvo ćemo izračunati ulaz prenosne funkcije


[image: image86.wmf][

]

8

.

1

2

.

1

6

5

2

3

-

=

+

ú

û

ù

ê

ë

é

-

=

+

=

b

n

Wp


Sada nalazimo izlaze za pojedine prenosne funkcije.

a. 
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b. 
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c. 
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4. Jednoslojna neuralna mreža ima 6 ulaza i dva izlaza. Izlazi treba da budu kontinualni i ograničeni na interval između 0 i 1. Šta možemo da kažemo o arhitekturi mreže?

a. Koliko neurona je potrebno?

b. Koje su dimenzije matrice sa težinama?

c. Koje rnosne funkcije mogu da se koriste?

d. Da li je potreban bias?

Rešenje
a. Pošto ima dva izlaza, potrebna su dva neurona (po jedan za svaki izlaz).

b. Matrica sa težinama treba da ima dve vrste (jer ima dva neurona) i šest kolona (jer ima šest ulaza). Proizvod Wp je vektor koji sadrži dva elementa.

c. Od do sada razmatranih funkcija najviše bi odgovarala logsig prenosna funkcija.

d. Nije zadato dovoljno podataka da bi se moglo reći da li je bias potreban ili ne.
5. Primer neuralne mreže
U ovom odeljku upoznaćemo se sa jednim jednostavnim primerom za prepoznavanje uzoraka i videćemo kako se zadati problem rešava korišćenjem neuralnih mreža. 

5.1. Definicija problema

Pretpostavimo da jedan trgovac ima prodavnicu voća i povrća. Prilikom isporuke robe više vrsta voća i povrća može biti izmešano. Prodavac želi da ima mašinu za razdvajanje voća u zavisnosti od vrste. Postoji jedna beskonačna traka na kojoj stiže voće. Ova traka prolazi kroz grupu senzora koja meri tri karakteristike voća: oblik, teksturu i težinu. To su jednostavni senzori. Senzor za oblik će na svom izlazu dati 1 ako je voćka okrugla, i -1 ako je voćka elpitična. Senzor za teksturu će na svom izlazu dati vrednost 1 ako je površina voćke glatka, i -1 ako je površina voćke naborana (neravna). Senzor za težinu će na svom izlazu dati vrednost 1 ako je voćka teža od 500g, i -1 ako je težina voće manja od 500g.

Izlazi iz tri senzora potom se vode na ulaz neuralne mreže. Zadatak mreže je da odredi koja vrsta voćke se nalazi na traci i na osnovu toga voćka se prosleđuje u određenu gajbu. Kako bi zadatak bio još jednostavniji prepostavimo da na traci stižu samo dve vrste voća: jabuke i narandže.
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Prilikom prolaska pored senzora, svaka voćka može se reprezentovati pomoću trodimenzionalnog vektora. Prvi element vektora predstavljaće oblik, drugi element će predstavljati teksturu, dok će treći element predstavljati težinu.
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Na osnovu toga, prototip narandže predstavljamo sa
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dok prototip jabuke predstavljamo sa
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Neuralna mreža će na svom ulazu prihvatiti trodimenzionalni ulazni vektor za svaku voćku koja stiže na traci i na osnovu toga mora da donese odluku da li se radi o narandži (p1) ili jabuci (p2).

5.2. Perceptron

Ovaj problem rešićemo sa perceptronom. Slika 5.1. ilustruje jednoslojni perceptron sa simetričnom odskočnom funkcijom hardlims.
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Slika 5.1. Jednoslojni perceptron

5.2.1. Perceptron sa dva ulaza
Pre nego što se posvetimo problemu prepoznavanja narandže i jabuke (za to će nam trebati perceptron sa tri ulaza, R=3), korisno je grafički analizirati mogućnosti dvoulaznog perceptrona (R=2). Perceptron sa dva ulaza prikazan je na Slici 5.2.
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Slika 5.2. Dvoulazni perceptron

Perceptron sa jednim neuronom mogu klasifikovati ulazne vektora u dve odvojene kategorije. Na primer, za perceptron sa dva ulaza ako je 
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Ako je proizvod matrice sa težinama (vektor vrsta u ovom slučaju) i ulaznog vektora veći od –b, izlaz će biti 1. Ako je proizvod matrice sa težinama i ulaznog vektora manji od –b, izlaz će biti 
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. Na taj način ulazni prostor podeljen je na dva dela. Slika 3.3 ilustruje ovaj slučaj kad je 
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. Kosa linija na slici predstavlja sve tačke za koje je ulaz u mrežu n jednak 0:
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Treba primetiti da će granična linija odlučivanja uvek biti ortogonalna na matricu sa težinama, i da se položaj granične linije može pomerati promenom parametra b. (U opštem slučaju, matrica W sastoji se od više vektora vrsta. Za svaku vrstu matrice W postojaće jedna granična linija.) Osenčeni deo Slike 5.3. sadrži sve ulazne vektore za koje će izlaz mreže biti jednak 1. Izlaz će biti 
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 za sve ostale ulazne vektore.
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Slika 5.3. Granica odlučivanja kod perceptrona

Ključna osobina perceptrona sa jednim neuronom je da može da razdvoji ulaze vektore u dve kategorije. Granica odlučivanja između kategorija određena je jednačinom
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Pošto granica mora biti linearna, perceptron sa jednim neuronom može se koristiti samo za prepoznavanje linearno razdvojivih uzoraka.

5.2.2. Primer za prepoznavanje uzoraka
Sada ćemo se posvetiti problemu za prepoznavanje jabuka i pomorandži. Pošto ulazne uzorke treba razdvojiti u samo dve odvojene kategorije, možemo koristiti perceptron sa samo jednim neuronom. Ulazni vektori su trodimenzionalni 
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, tako da će jednačina perceptrona imati oblik
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Želimo da odredimo bias b i elemente matrice sa težinama tako da perceptron  bude u mogućnosti da razdvoji jabuke od pomorandži. Na primer, želimo da izlaz perceptrona bude1 kad je na ulazu jabuka, a da izlaz perceptrona bude 
[image: image107.wmf]1
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 kad je na ulazu pomorandža. Korišćenjem principa koji je ilustrovan na Slici 3.3, treba da pronađemo linearnu granicu koja razdvaja jabuke od pomorandži. Dva vektora prototipa prikazana su na Slici 5.4. Na osnovu slike vidi se da je simetrična granica koja razdvaja ova dva vektora ravan 
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Slika 5.4. Prototip vektori

Ravan 
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 koja će biti granica odlučivanja može se opisti jednačinom
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Težine i bias imaće vrednosti
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Matrica sa težinama je ortogonalna na granicu odlučivanja i pokazuje prema oblasti koja sadrži prototip vektor 
[image: image115.wmf]2

p

 (jabuka) za koju želimo da izlaz neuralne mreže bude 1. Bias ima vrednost 0, jer granica odlučivanja prolazi kroz koordinatni početak.

Sada ćemo testirati neuralnu mrežu za klasifikaciju jabuka i pomorandži. Ona će savršeno izvršavati zadatak jer
Narandža:


[image: image116.wmf][

]

(

)

narandža

   

 

0

1

0

hardlims

a

1

0

1

1

1

-

=

÷

÷

÷

ø

ö

ç

ç

ç

è

æ

+

ú

ú

ú

û

ù

ê

ê

ê

ë

é

-

-

=


Jabuka:
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Međutim, šta se dešava kad u klasifikator stavimo ne baš savršenu narandžu? Pretpostavimo da je detektovao pomorandžu sa eliptičkim oblikom. Tada će ulazni vektor biti određen jednačinom
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Odziv mreže u ovom slučaju biće
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Svaki ulazni vektor koji je bliži prototip vektoru narandže nego prototip vektoru jabuke (Euklidsko rastojanje) biće klasifikovan kao narandža.

Za eksperimentisanje sa perceptron mrežom i jabuka/pomorandža klasifikatorom možemo koristiti Neural Network Design Demonstration Perceptron Classification (nnd3pc).
U ovom primeru mrežu smo mogli da dizajniramo grafički biranjem granicu odlučivanja koja jasno razdvaja uzorke. Kakva je situacija sa drugim praktičnim problemima gde ulazi imaju više dimenzija. Tada se moraju koristiti algoritmi za obučavanje za rešavanje kompleksnih problema.

Najvažnija osobina jednoslojnog perceptrona je da ona generiše linearnu granicu odlučivanja za razdvajanje ulaznih vektora. Šta se međutim dešava, ukoliko imamo uzorke koji se ne mogu razdvojiti linearnom granicom? Tada se rešenje traži uvođenjem višeslojnog perceptrona koji može da reši problem bilo koje složenosti.
6. Pravila za obučavanje perceptrona
Jedan od pitanja koje se postavljalo u prethodnom odeljku je bilo: Kako odrediti matricu sa težinama i bias za perceptron mrežu za mnogo ulaza gde je nemoguće vizualizovati granice odlučivanja? U ovom odeljku opisaćemo algoritam za obučavanje perceptron mreže kako bi naučili da rešavaju probleme klasifikacije. Počećemo sa objašnjenjem pravila za obučavanje i izvešćemo pravila za obučavanje perceptrona. U završnom delu razmotrićemo prednosti i ograničenja neuralne mreže sa samo jednim slojem neurona.

Davne 1943 godine, Warren McCulloch i Walter Pitts predstavili su prvi veštački neuron. Glavna osobina njihovog modela neurona bila je da se ponderisana suma ulaznih signala upoređuje sa unapred zadatim pragom kako bi se odredio izlaz neurona. Kada je suma veća ili jednaka od praga pragu, izlaz će biti 1. Kada je suma manja od praga, izlaz će biti 0. Autori su pokazali da mreže ovakvih neurona mogu izračunati vrednost bilo koje aritmetičke ili logičke funkcije. Za razliku od bioloških neurona, parametri njihove mreže treba da se projektuju pošto metode za obučanje još nisu bili poznate. Već u to vreme veza između biologije i digitalnih računara izazvala je veliko interesovanje.

Kasnih pedesetih godina prošlog veka Frank Rosenblatt i mnogi drugi istraživači razvili su klasu neuralnih mreža koje se nazivaju perceptroni. Neuroni u ovim mrežama bili su slični onima koje su izumeli McCullock i Pitts. Rosenblatt-ov ključni doprinos bio je uvođenje pravila za obučavanje za perceptron mreže za rešavanje problema klasifikacije uzoraka. On je dokazao da će njegova pravila za obučavanje uvek konvergirati prema pravim težinama mreže (ukoliko takve težine postoje). Obučavanje je bilo jednostavno i izvršavalo se automatski. Mreži su bili prikazani primeri za pravilno ponašanje, a mreža je “učila“ na osnovu svojih grešaka. Perceptron je čak mogao da bude obučen i u slučaju kada je(su) težine bile inicijalizovane slučajno.

Na žalost, perceptron mreža je ograničena. Ograničenja su bila objavljena u knjizi Perceptrons čiji su autori bili Marvin Minsky i Seymour Papert. Oni su pokazali da perceptron mreža nije u mogućnosti da reši implementaciju elementrarnih funkcija. Ova ograničenja su prevaziđena tek 80-ih godina prošlog veka uvođenjem poboljšanih perceptron mreža i pravila obučavanja.

U današnje vreme perceptron i dalje važi za veoma važnu neuralnu mrežu. Ova mreža i dalje važi za veoma pouzdanu za one klase problema koje može da reši. Takođe, razumevanje operacija kod perceptrona omogućava dobru osnovu za razumevanje složenijih mreža.

6.1. Pravila za obučavanje
Pre nego što pređemo na pravila za obučanje perceptrona, uopšteno ćemo razmotriti pravila obučavanja. Pod pravilom obučavanja podrazumevamo promenu vrednosti težina i bias-a u jednoj mreži. Cilj pravila za obučavanje je da omogući neuralnoj mreži da izvrši neki zadatak. Postoji mnogo tipova pravila za obučavanje neuralnih mreža i oni spadaju u jednu od tri kategorije: obuka sa nadzorom, obuka bez nadzora i reinforcement obuka.

6.2. Arhitektura perceptrona

Pre nego što pređemo na pravila za obučavanje perceptrona, uvešćemo neke dodatne pojmove u perceptron meržu. Opšta perceptron mreža prikazana je na Slici 6.1. 
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Slika 6.1. Perceptron mreža

Izlaz iz mreže određen je sledećom formulom:
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U toku izvođenja perceptron pravila obuke korisno je imati mogućnost pristupa svakom individualnom izlaznom elementu ponaosob. Poći ćemo od matrice sa težinama:
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Definisaćemo vektor koji je sastavljen od elemenata i-te vrste matrice W:
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Sada možemo podeliti matricu sa težinama:
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Gornja notacija omogućava nam da i-ti izlazni element mreže napišemo kao
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Podsetimo se da je hardlim prenosna funkcija definisana kao

	[image: image126.png]a = hardlim (n)
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Ako je unutrašnji proizvod i-te vrste matrice sa težinama sa ulaznim vektorom veći ili jednak od 
[image: image128.wmf]i

b

-

, izlaz će biti 1, a u suprotnom slučaju, izlaz će biti 0. Tako da svaki neuron mreže razdvaja ulazni prostor u dve oblasti. Veoma je korisno istražiti granicu između ovih oblasti. Počećemo  jednostavnim slučajem dvoulaznog neurona.

6.3. Perceptron sa jednim neuronom (Single-Neuron perceptron)
Dvoulazni perceptron sa jednim neuronom prikazan je na Slici 6.2:
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Slika 6.2. Perceptron sa dva ulaza i jednim izlazom

Izlaz iz ove mreže određen je relacijom:
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Granica odlučivanja određena je ulaznim vektorima za koje je ulaz u mrežu n jednak nuli:
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Za bolje razumevanje ovog primera, težinama i bias-u ćemo dodeliti sledeće vrednosti:
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Tada je granica odlučivanja
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Poslednja jednačina definiše liniju u ulaznom prostoru. Na jednoj strani linije izlaz mreže imaće vrednost 0; na liniji i na drugoj strani linije izlaz će imati vrednost 1. Ako želimo da nacrtamo liniju, treba da nađemo tačke preseka sa osama p1 i p2. Za nalaženje preseka p2, p1 ćemo postaviti na nulu (p1=0):
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Analogno tome, za nalaženje preseka p1, stavićemo p2=0:
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Granica odlučivanja nacrtana je na Slici 6.3.
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Slika 6.3. Granica odlučivanja za dvoulazni perceptron

Ako želimo da saznamo koja strana linije odgovara izlazu 1, treba samo da testiramo jednu tačku. Za ulaz 
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Zaključujemo da će izlaz iz mreže biti 1 za oblast desno iznad granice odlučivanja. Ova oblast je osenčena na Slici 6.3.

Granica odlučivanja se takođe može odrediti i grafički. Prvi korak je da primetimo da je granica uvek ortogonalna na 
[image: image139.wmf]w

1

, kao što je prikazano na sledećim slikama.
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Granica je uvek ortogonalna na 
[image: image142.wmf]w
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Granica je definisana relacijom:
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(*)
Za sve tačke koje su na granici, unutrašnji proizvod ulaznog vektora sa vektorom težina je isti. Iz toga proizilazi da će svi ovi ulazni vektori imati istu projekciju na vektor težina, tako da moraju da leže na liniji koja je ortogonalna na vektor težina. Treba još primetiti da će bilo koji vektor koji se nalazi u osenčenoj oblasti na Slici 6.3, imati unutrašnji proizvod koji je veći od 
[image: image144.wmf]b
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, a vektori u neosenčenoj oblasti imaće unutrašnji proizvod koji je manji od 
[image: image145.wmf]b
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. Zato će vektor težina 
[image: image146.wmf]w
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 uvek pokazivati prema oblasti gde je izlaz neurona 1.

Nakon što smo izabrali vektor sa težinama sa ispravnim orijentacijama, bias se može izračunati izborom tačke na grnici i zadovoljavanjem jednačine (*).

Sada ćemo dosadašnja saznanja primeniti na projektovanje perceptron mreže za ostvarivanje jednostavne I (AND) logičke funkcije. Ulazno izlazni parovi za logičko I kolo su:
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Sledeća slika grafički ilustruje zadati problem. Prikazuje ulazni prostor, pri čemu je svaki ulazni vektor obeležen u skladu sa svojim izlazom. Ispunjeni kružić ● označava da željeni cilj ima vrednost 1, a prazan kružić ○ označava da željeni cilj ima vrednost 0.
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Prvi korak je uvek izbor granice odlučivanja. Želimo da imamo liniju koja razdvaja ispunjeni kružić od praznih kružića. Za ovaj problem postoji beskonačno rešenja. Čini se razumnim izabrati graničnu liniju tako da ona prolazi “na pola puta“ između dve kategorije ulaza, kao što je prikazano na slici desno.

U sledećem koraku treba da izaberemo vektor težina, tako da bude ortogonalan na granicu odlučivanja. Vektor težina može imati bilo koju dužinu, tako da ima beskonačno mogućnosti, od kojih je jedna:
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Ovaj vektor je takođe prikazan na desnoj slici.

U poslednjem koraku treba odrediti bias b. To se može uraditi izborom neke tačke na granici odlučivanja koja zadovoljava jednačinu (*). Ako uzmemo 
[image: image151.wmf][

]

T

p

0

5

.

1

=

 dobijamo


[image: image152.wmf][

]

.

3

   

    

0

3

0

5

.

1

 

2

2

1

-

=

Þ

=

+

=

+

ú

û

ù

ê

ë

é

=

+

b

b

b

b

p

w

T


Sada možemo testirati mrežu  jednim od parova ulaz/izlaz. Ako na ulaz mreže dovedemo p2, izlaz će biti
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Ovo odgovara zadatim kriterijumima. Ostavlja se čitaocu da samosatlno proveri ostale parove ulaz/izlaz.

Za eksperimentisanje granicama odlučivanja može se koristiti Neural Network Design Demonstration Decision Boundaries (nnd4db).

6.4. Perceptron sa više neurona
Za perceptron sa više neurona (Slika 6.1.), za svaki neuron će postojati jedna granica odlučivanja. Granica odlučivanja za neuron i definisana je sa
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Perceptron sa samo jednim neuronom može razvrstati ulazne vektore u dve odvojene kategorije, pošto njegov izlaz može biti ili 0 ili 1. Perceptron sa više neurona, ulazne vektore može razvrstati u mnogo kategorija. Svaka kategorija reprezentovana je sa različitim izlaznim vektorom. Pošto svaki element izlaznog vektora može biti ili 0 ili 1, ukupno postoji 2S kategorija, pri čemu S označava broj neurona.

6.5. Pravilo za obučavanje perceptrona
Nakon što smo ispitali performanse perceptron mreža, možemo preći na perceptron pravilo obuke. Ovaj način obuke je primer za obuku sa nadzorom, gde se pravilo obučavanja sastoji od parova koji označavaju pravilno ponašanje mreže:
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Sa pQ je obeležen ulaz u mrežu, a sa tQ je obeležen odgovarajući izlaz. Na mrežu se dovodi svaki od ulaza, a izlaz mreže se upoređuje sa željenim ciljem. Nakon toga pravilo obučavanja podešava težine i bias mreže, kako bi se izlaz mreže što više približio željenom izlazu.

6.6. Test problem
Počećemo jednostavnim test problemom i eksperimentisaćemo sa mogućim pravilima kako bismo stekli intuiciju o tome kako pravila rade. Parovi ulaz/cilj za naš test problem su:

[image: image156.wmf]þ

ý

ü

î

í

ì

=

ú

û

ù

ê

ë

é

-

=

þ

ý

ü

î

í

ì

=

ú

û

ù

ê

ë

é

-

=

þ

ý

ü

î

í

ì

=

ú

û

ù

ê

ë

é

=

0

,

1

0

 

0

,

2

1

 

1

,

2

1

3

3

2

2

1

1

t

p

t

p

t

p


Problem je grafički prikazan na sledećoj slici, pri čemu su ulazni vektori čiji odgovarajući izlazi imaju vrednost 0 obeleženi sa praznim kružićem ○, a ulazni vektori čiji odgovarajući izlazi imaju vrednost 1 obeleženi sa punim kružićem ●. Ovaj problem je veoma jednostavan, rešenje bismo mogli da odredimo samo posmatranjem grafika.
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Mreža koja rešava ovaj problem treba da se sastoji od dva ulaza i jednog izlaza. Kako bismo još više pojednostavili izvođenje pravila obučavanja, počećemo sa mrežom koja nema bias. Ova mreža imaće samo dva parametra w1,1 i w1,2 kao što je prikazano na Slici 6.4.
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Slika 6.4. Mreža za rešavanje test problema

Izostavljanjem bias-a dobijamo mrežu čija granica odlučivanja sugurno prolazi kroz koordinatni početak. Ipak, treba da budemo sigurni da je mreža sposobna da reši test problem. Mora postojati granica odlučivanja koja prolazi kroz koordinatni početak i razdvaja vektore p2 i p3 od vektora p1. Sledeća slika pokazuje da postoji beskonačno mnogo takvih pravi.
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Sledeća slika prikazuje vektore težina koji odgovaraju dozvoljenim granicama odlučivanja (setimo se da je vektor sa težinama ortogonalan na granicu odlučivanja). Želimo da nađemo pravilo obučavanja koje će pronaći vektor težina koji pokazuje ka jednom od prikazanih pravaca. Setimo se još i toga, da ne treba obraćati pažnju na dužinu vektora sa težinama, već je bitan samo pravac.

6.7. Konstrukcija pravila za obučavanje
Obučavanje počinje dodeljivanjem nekih inicijalnih vrednosti parametrima mreže. U našem konkretnom slučaju obučavamo mrežu sa dva ulaza i sa jednim izlazom bez bias-a, tako da treba samo da inicijalizujemo dve težine. Sada dodeljujemo vektoru 
[image: image160.wmf]w
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 sledeće slučajno generisane vrednosti
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U sledećem koraku počinjemo da dovodimo ulazne vektore na mrežu. Počećemo sa p1: 
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Mreža nije vratila željenu vrednost. Izalz mreže je 0, dok je željeni izlaz 
[image: image163.wmf]1
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Na sledećem dijagramu vidimo šta se desilo. Inicijalni vektor sa težinama rezultovao je pogrešno postavljenom granicom odlučivanja, i vektor p1 je pogrešno klasifikovan. Potrebno je da promenimo vektor sa težinama tako da pokazuje više prema p1 , pa da po mogućstvu u sledećem koraku ispravno klasifikuje sve vektore.
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Jedan od mogućih pristupa bio bi da postavimo 
[image: image165.wmf]w
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 tako da bude jednak p1. To bi obezbedilo da p1 u budućnosti bude ispravno klasifikovan. Na žalost, nije teško konstruisati primer za koji ovo pravilo ne može da pronađe rešenje. Sledeći dijagram pokazuje problem koji ne može da se reši ako vektor sa težinama pokazuje direktno prema jednom od dva crna kružića. Ukoliko bismo primenili pravilo 
[image: image166.wmf]p
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, svaki put će jedan od ova dva vektora biti pogrešno klasifikovan, težine će prosto oscilovati u jednu i drugu stranu, a rešenje nikad neće biti pronađeno.
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Druga mogućnost bila bi sabiranje p1 i 
[image: image168.wmf]w
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. Sabiranjem p1 i 
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, 
[image: image170.wmf]w
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 bi pokazivao više prema p1. Višestruko ponavljanje ovog postupka izazvalo bi da smer 
[image: image171.wmf]w
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 asimptotski teži ka smeru p1. Ovo pravilo matematički se može izraziti kao:

Ako je  t=1  i  a=0,  tada 
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(**)
Ako ovo pravilo primenimo na naš test problem, dobićemo novu vrednost za 
[image: image173.wmf]w
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Ova operacija prikazana je na sledećoj slici.

[image: image175.png]



Sada treba da pređemo na sledeći ulazni vektor i nastavićemo da menjamo težine. Ovaj ciklus nastavićemo  dok sve ulazne vrednosti ne budu ispravno klasifikovane.

Sledeći ulaz je p2. Kada ga dovedemo na ulaz mreže, dobijamo
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Cilj t2 koji odgovara ulazu p2 je 0, dok je izlaz a jednak 1. To znači da je vektor iz klase 0 bio pogrešno klasifikovan kao 1.

Pošto sad želimo da pomerimo vektor težina 
[image: image177.wmf]w
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 od ulaza, možemo jednostavno da promenimo sabiranje u oduzimanje u jednačini (**):

Ako je  t=0  i  a=1,  tada 
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(***)
Ako primenimo ovo pravilo na test problem, dobijamo:
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Što je ilustrovano na sledećoj slici.
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Sada na ulaz mreže dovodimo vektor 
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Trenutna vrednost 
[image: image183.wmf]w
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 rezultuje granicom odlučivanja koja će pogrešno klasifikovati vektor 
[image: image184.wmf]3

p

. Za ovu situaciju već imamo pravilo, tako da ćemo 
[image: image185.wmf]w
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 ponovo apdejtovati prema jednačini (***):
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Sledeći dijagram pokazuje da je perceptron naučio da ispravno klasifikuje ulazne uzorke. Ako dovedemo bilo koji od ulaznih vektora na neuron, on će biti pravilno klasifikovan.
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To nas dovodi do trećeg, a ujedno i poslednjeg pravila: ako je i ovo pravilo ispunjeno, više ništa ne treba menjati.

Ako  t=a  tada 
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Sada slede sva tri pravila koja pokrivaju sve moguće kombinacije:

Ako je  t=1  i  a=0,  tada 
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Ako je  t=0  i  a=1,  tada 
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Ako je  t=a  tada 
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6.8. Objedinjeno pravilo obučavanja

Sva tri pravila iz prethodne jednačine mogu se napisati kao samo jedan izraz. Prvo ćemo uvesti novu promenljivu, grešku perceptrona e.
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Sada slede jednačine:

Ako je  e=1  tada 
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Ako je  e= 
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  tada 
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Ako je  e=0  tada 
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Ako pažljivo pogledamo prva dva pravila iz gornje jednačine vidimo da je znak p isti kao i znak greške e. Takođe, odsustvo p u trećem pravilu odgovara greški 0. Tako možemo da objedinimo sva tri pravila u samo jedan izraz:
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Ovo pravilo može se proširiti da se obuči i bias jer bias nije ništa drugo nego težina čija je ulazna vrednost uvek jednaka 1. Možemo da zamenimo ulaz p u prethodnoj jednačini  sa bias-om (koji je jednak 1). Kao rezultat dobijamo perceptron pravilo za bias:
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6.9. Obučavanje perceptrona sa više neurona
Perceptron pravilo obučavanja apdejtuje vektor težina perceptrona sa samo jednim neuronom. Ovo pravilo možemo generalizovati za perceptron sa više neurona (Slika 6.1.). Za apdejtovanje i-te vrste matrice sa težinama koristimo formulu:
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Za apdejtovanje i-tog elementa bias-a koristimo:


[image: image200.wmf]i

old

i

new

i

e

b

b

+

=


Perceptron pravilo obučavanja može se napisati i u matričnoj formi:
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Za testiranje perceptron pravila obuke razmotrićemo ponovo problem prepoznavanja jabuke i narandže iz prethodnog poglavlja. Ulazni/izlazni prototip vektori su:
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Treba primetiti da za narandže koristimo izlaznu vrednost 0 umesto -1 kao što je bilo u prethodnom odeljku. To je zato što koristimo hardlim prenosnu funkciju umesto hardlims funkcije.

Težine i bias su tipično inicijalizovani na male slučajne vrednosti. Pretpostavimo da počinjemo od inicijalnih težina i bias-a koji iznose:
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U prvom koraku na ulaz mreže dovodimo prvi ulazni vektor 
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Zatim izračunavamo grešku:
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Nove vrednosti težina su:
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Nova vrednost bias-a je:
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Sa ovim smo završili prvu iteraciju.

Druga iteracija ima sledeći tok:
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.

0

1

5

.

0

=

+

-

=

+

=

e

b

b

old

new


Treća iteracija ponovo počinje sa prvim ulaznim vektorom:
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Nakon ove iteracije oba ulazna vektora će korektno biti klasifikovana, tako da možemo da kažemo da je algoritam konvergirao ka rešenju. Granica odlučivanja nije ista kao u prethodnom odeljku, iako obe granice pravilno klasifikuju oba ulazna vektora.

Za eksperimentisanje sa perceptron pravilom obuke možemo koristiti Neural Network Design Demonstration Perceptron Rule (nnd4pr).

6.10. Ograničenja
Perceptron pravilo obuke garantuje da će rešenje biti pronađeno u konačnom broju koraka ukoliko ono postoji. Ovo nas dovodi do važnog pitanja. Koje probleme je perceptron sposoban da reši? Podsetimo se da perceptron sa jednim neuronom može da podeli ulazni prostor na dva dela. Granica između oblasti definisana je jednačinom
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Gornja jednačina predstavlja linearnu granicu. Perceptron može da se koristi za klasifikaciju ulaznih vektora koji se mogu razdvojiti linearnom granicom. Takve vektore nazivamo linearno separabilnim vektorima. Logička I funkcija predstavljala je dvodimenzionalni primer linearno separabilnih vektora. Prepoznavanje jabuke/pomorandže bio je trodimenzionalan problem.

Na žalost, mnogi problemi nisu linearno separabilni. Klasičan primer za to je XOR problem. Ulazno/izlazni parovi za XOR logičku kapiju su 
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Ovaj problem grafički je ilustrovan na levoj Slici 6.6. Slika 6.6. takođe prikazuje dva druga linearno nerazdvojiva problema. Ako pokušamo da nacrtamo pravu liniju koja bi razdvajala pune od praznih kružića, uvidećemo da je to nemoguće.

Nemogućnost osnovnog perceptrona da reši tako jednostavne probleme bio je glavni razlog za smanjeno interesovanje za neuralne mreže početkom sedamdesetih godina prošlog veka. Rosenblatt je pokušao da istraži složenije mreže, za koje je mislio da će prevazići ograničenja običnog perceptrona, ali nikad nije uspeo da proširi pravilo obučavanja perceptrona na takve složenije mreže.
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Slika 6.6. Linearno nerazdvojivi problemi

6.11. Rešeni zadaci

1. Rešiti tri jednostavna problema klasifikacije sa Slike 6.7. ucrtavanjem granica odlučivanja. Naći vrednosti težina i bias u slučaju perceptrona sa jednim neuronom i izabranim granicama odlučivanja.
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Slika 6.7.. Jednostavni problemi klasifikacije

Prvo nacrtamo liniju između skupa praznih i popunjenih kružića
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Sledeći korak je pronalaženje težina i bias-a. Vektor težina mora biti ortogonalan na granicu odlučivanja, i da pokazuje u smeru tačaka koje su klasifikovane kao 1 (popunjeni kružići). Vektori težina mogu imati bilo koju dužinu.
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Jedan od mogućih izbora za vektore težina:
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Sada treba da nađemo vrednost bias-a za perceptron izborom tačke na granici odlučivanja koja zadovoljava jednačinu (*).
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Tako dobijamo sledeća tri bias-a:
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Sada možemo da proverimo rešenje sa originalnim tačkama. Testiraćemo prvu mrežu sa ulaznim vektorom 
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Možemo koristiti MATLAB za automatizaciju procesa testiranja i da probamo nove tačke. Koristićemo prvu mrežu za klasifikaciju tačke, koja nije bila deo originalnog problema.

w = [-2 1]; b = 0;

a = hardlim(w*[1;1]+b)

a = 

0
2. Zadati problem klasifikacije pretvoriti u ekvivalentan problem koji se sastoji od nejednačina.
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Svaka ciljna vrednost 
[image: image231.wmf]i

t

 označava da li je odziv mreže na ulazni vektor 
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 manji od 0, ili je veći ili jednak nuli. Na primer, pošto je 
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 jednak 1, znamo da ulaz u mrežu koji odgovara 
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 mora biti veći ili jednak od 0. Tako dolazimo do sledeće nejednakosti:
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Primenom istog postupka na ostale parove ulaz/izlaz za 
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 dobijamo sledeći skup nejednačina:
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Rešavanje skupa nejednačina je teži zadatak od rešavanja skupa jednačina. Rešavanje nejednačina je složenije, jer se često dešava da postoji beskonačno mnogo rešenja (kao što ima beskonačno mnogo linearnnih granica odlučivanja kod linearno razdvojivih problema).

Ipak, zbog jednostavnosti zadatog problema, rešenje možemo naći grafičkim putem crtanjem nejednačina. Treba primetiti da se 
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 pojavljuje samo u nejednačinama (ii) i (iv), a da se 
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 pojavljuje u nejednačinama (i) i (iii). Svaki par nejednačina možemo nacrtati sa uz pomoć dva grafika.
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Svaka težina i bias koji pripadaju obema osenčenim oblastima rešiće problem klasifikacije. Jedno od mogućih rešenja je:
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3. Zadat je problem klasifikacije sa četiri klase ulaznih vektora. Klase su
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Projektovati perceptronmrežu koja će rešiti zadati problem.
Za rešavanje problema sa 4 klase ulaznih vektora biće nam potreban perceptron sa najmanje dva neurona, jer perceptron sa S neurona može razvrstati 
[image: image244.wmf]S

2

 klasa. Perceptron sa dva neurona prikazan je na Slici 6.8.
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Slika 6.8. Perceptron sa dva neurona

Počećemo sa prikazivanjem ulaznih vektora, Slika 6.9. Prazni kružići ○ označavaju vektore iz klase 1, prazni kvadratići □ označavaju vektore iz klase 2, puni kružići označavaju vektore iz klase 3, dok puni kvadratići ■ označavaju vektore iz klase 4.

Perceptron sa dva neurona generiše dve granice. Kako bismo podelili ulazni prostor u 4 odvojene kategorije, potrebno je da imamo jednu granicu odlučivanja koja će ulazni prostor podeliti na dve oblasti, a druga granica odlučivanja mora da izoluje svaku od klasa. Dve takve granice prikazane su na Slici 6.10. Sada znamo da su uzorci linearno  razdvojivi.
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Slika 6.9. Ulazni vektori

[image: image247.png]



Slika 6.10. Jedan od mogućih načina razdvajanja uzoraka

Vektori težina treba da budu ortogonalni na granice odlučivanja i treba da budu usmereni prema oblasti gde su izlazi neurona 1. U sledećem koraku treba odlučiti sa koje strane granice će izlaz biti 1. Jedan mogući izbor ilustrovan je na Slici 6.11., gde osenčene oblasti označavaju mesta na kojima je izlaz 1. Najtamnija osenčena oblast označava da su izlazi oba neurona jednaka 1. Ovo rešenje odgovara ciljnim vrednostima
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Sada možemo odabrati vektore sa težinama:
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Dužine vektora težina nije od interesa, važna je samo njihova usmerenost. Oni moraju biti ortogonalni na na granice odlučivanja. Sada možemo odrediti bias, izborom tačke na granici koja zadovoljava jednačinu (*):
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Slika 6.11. Oblasti odlučivanja

U matričnoj formi imamo sledeće relacije:
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Ovim je projektovanje neuralne mreže završeno.

4. Rešiti sledeći problem klasifikacije pomoću perceptron pravila obuke. Na ulaz mreže redom dovesti ulaze onoliki broj puta koliko je potrebno da problem bude rešen. Nakon pronalaženja rešenja nacrtati grafik problema.
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Koristiti inicijalne težine i bias:
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Počećemo sa izračunavanjem izlaza perceptrona a za prvi ulazni vektor 
[image: image259.wmf]1

p

 koristeći inicijalne vrednosti težina i bias.
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Izlaz a ne odgovara željenoj vrednosti 
[image: image261.wmf]1

t

, zato koristimo perceptron pravilo da na osnovu greške odredimo nove težine i bias.
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Sada na ulaz mreže dovodimo drugi ulazni vektor 
[image: image265.wmf]2

p

 koristeći nove vrednosti težina i bias.
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Ovog puta izlaz a jednak je željenom izlazu 
[image: image267.wmf]2

t

. Na osnovu perceptron pravila obuke, ne vršimo nikakva podešavanje težina.
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Sada dolazimo do trećeg ulaznog vektora.
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Odziv mreže na ulazni vektor 
[image: image271.wmf]3

p

 jednak je željenom izlazu 
[image: image272.wmf]3

t

, tako da neće biti nikakvih promena. 
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Sada ćemo na ulaz mreže dovesti poslednji ulazni vektor 
[image: image275.wmf]4

p

.
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Ovog puta izlaz a ne odgovara željenom izlazu 
[image: image277.wmf]4

t

. Perceptron pravilo će rezultovati novim skupom vrednosti za W i b.
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Nakon što smo prošli sve ulazne vektore, ponovo ćemo početi od ulaznog vektora 
[image: image281.wmf]1

p

. Ovog puta izlaz a jednak je željenom izlazu 
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Pošto se dobijeni izlaz poklapa sa željenim izlazom, neće biti promena.
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Drugo dovođenje ulaznog vektora 
[image: image286.wmf]2
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 rezultovaće greškom, a nove vrednosti težina i bias-a je:
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Nove vrednosti su:
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U sledeća četiri prolaska (svi uzorci) neće biti greške.
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Pošto za sve ulazne vrednosti dobijamo željene izlaze, zaključujemo da algoritam konvergira. Krajnje rešenje je:
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Sada možemo nacrtati granicu odlučivanja rešenja. Granica odlučivanja određena je jednačinom:
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Presek 
[image: image298.wmf]2
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 i granice odlučivanja nalazimo postavljanjem 
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Presek 
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 i granice odlučivanja nalazimo postavljanjem 
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Rezultujuća granica odlučivanja prikazana je na Slici 6.12.

[image: image306.png]



Slika 6.12. Granica odlučivanja

5. Projektovati neuralnu mrežu koja će uzorke razvrstati u četiri odvojene klase. Projektovanje izvršiti korišćenjem perceptron pravila obuke.
Skup za obučavanje:
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Algoritam ćemo početi sledećim inicijalnim težinama i bias-om: 
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Prva iteracija je
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Druga iteracija je
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Treća iteracija je:


[image: image319.wmf](

)

(

)

(

)

ú

û

ù

ê

ë

é

=

÷

÷

ø

ö

ç

ç

è

æ

ú

û

ù

ê

ë

é

+

ú

û

ù

ê

ë

é

-

ú

û

ù

ê

ë

é

-

-

=

+

=

0

1

0

0

1

2

 

0

1

1

0

hardlim

2

2

hardlim

3

b

p

W

a



[image: image320.wmf]ú

û

ù

ê

ë

é

-

=

ú

û

ù

ê

ë

é

-

ú

û

ù

ê

ë

é

=

-

=

1

1

0

1

1

0

3

a

t

e



[image: image321.wmf](

)

(

)

[

]

ú

û

ù

ê

ë

é

-

-

=

-

×

ú

û

ù

ê

ë

é

-

+

ú

û

ù

ê

ë

é

-

-

=

+

=

1

1

0

2

1

2

1

1

0

1

1

0

2

3

3

T

ep

W

W



[image: image322.wmf](

)

(

)

ú

û

ù

ê

ë

é

-

=

ú

û

ù

ê

ë

é

-

+

ú

û

ù

ê

ë

é

=

+

=

1

1

1

1

0

0

2

3

e

b

b


Od četvrte do osme iteracije težine nije potrebno menjati.
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Deveta iteracija daje sledeći rezultat:
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U ovoj tački algoritam je konvergirao, jer će svi ulazni uzorci biti ispravno klasifikovani. Konačne granice odlučivanja prikazane su na Slici 6.13.
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Slika 6.13. Granice odlučivanja

7. Primer za učenje perceptrona
Za jedno mašinsko učenje tipično (tipično mašinsko učenje, potrebno je) je potrebno više stotina ili čak više hiljada primera,  kako bi perceptron naučio željena znanja. Na primer, ako želimo da mašina nauči da postavlja dijagnozu kod neke konkretne bolesti, gde je zadato da pacijent ima stomačne tegobe, potrebni su nam podaci više hiljada bolesnika. 

Ipak, za prikaz postupka dovoljan je jedan jednostavan primer sa samo nekoliko uzoraka. Upoznaćemo se sa jednim školskim primerom. Pretpostavimo da poznajemo podatke za nekoliko maturanata, i na osnovu tih podataka pokušaćemo da odredimo koji od mlađih đaka mogu da računaju na odličan uspeh. Pretpostavimo da poznajemo sledeće podatke: da li je učenik imao odličan uspeh u prethodnoj godini, da li je učenik vredno radio, da li je muškog pola i na kraju, da li je učenik puno izlazio i pio. Za svakog od ovih učenika znamo da li je ove godine imao odličan uspeh. One učenike koji su imali odličan uspeh smatraćemo da su pozitivni primeri, dok će učenici koji nisu imali odličan uspeh smatraćemo da su negativni primeri. Podaci za šest učenika prikazani su u Tabeli 7.1.

	Učenik
	Da li je bio odličan prošle godine?
	Da li je muškarac?
	Da li vredno radi?
	Da li prekomerno pije?
	Da li će biti odličan ove godine?

	Richard
	da
	da
	ne
	da
	ne

	Alan
	da
	da
	da
	ne
	da

	Alison
	ne
	ne
	da
	ne
	ne

	Jeff
	ne
	da
	ne
	da
	ne

	Gail
	da
	ne
	da
	da
	da

	Simon
	ne
	da
	da
	da
	ne


Tabela 7.1. Podaci učenika

Već na prvi pogled možemo prepoznati nekoliko stvari: dva učenika koji su postigli odličan uspeh (Alan i Gail) i prošle godine su bili odlični, i oba učenika su vredno radila. Možemo primetiti da nijedan od učenika koji nisu postigli odličan uspeh nemaju pomenute osobine. Logično je da ako je neko prošle godine imao odličan uspeh, i ove godine je vredno radio da i ove godine ima odličan uspeh. Međutim, na osnovu tabele mogli bi zaključiti i neka druga pravila. Na primer ako je neko muškog pola i ne pije, ili ako je neko ženskog pola i prekomerno pije, imaće odličan uspeh u školi. Ova pravila važe u slučaju zadatih učenika, ali su veoma čudne, i mnogo su složenije.

U ovom primeru obučavanje ćemo izvršiti sa jednim neuronom (perceptronom) koji je prikazan na Slici 7.1.
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Slika 7.1. Perceptron za određivanje uspeha učenika

Aplikacija koja koristi složenu neuralnu mrežu može zahtevati mrežu koja se sastoji od više stotina ili čak hiljadu neurona. Ali i sa pojedinačnim neuronom možemo postići neko obučavanje. Obučavanje neuralne mreže na osnovu zadatih podataka nije ništa drugo, nego podešavanje težina. Svaki primer određuje jednu izlazno-ulaznu vrednost. Ove primere ispitamo jedan za drugim i ako aktuelna mreža ne daje zadovoljavajući izlaz, onda u maloj meri promenimo težine tako, da povećamo težine koje pripadaju aktivnim vezama ako je stvarni izlaz iz mreže 0, a ciljna vrednost (na osnovu primera) bi bila 1. Težine smanjujemo ako je mreža proizvela izlaznu vrednost 1, a željeni izlaz je trebalo da bude 0. Sve primere dovodimo na mrežu sve dotle, dok na kraju mreža ne konvergira ka tome da za svaki primer daje željeni rezultat. 

Na ulaze perceptrona dovešćemo četiri parametra iz tabele (da li učenik vredno radi, da li pije, ...), a na izlazu ćemo ispitivati da li je učenik postigao odličan uspeh i ove godine. Svaku osobinu ćemo reprezentovati jednim ulazom. Na primer, 
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 znači da je učenik prošle godine bio odličan, 
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 znači da je osoba muškog pola, i tako dalje. Izlazna vrednost zavisi od toga da li je učenik i ove godine bio odličan. Ako je izlaz jednak 1, to znači da jeste. Na početku ćemo sve težine podesiti na neke slučajne male vrednosti. Zbog jednostavnosti, pretpostavimo da na početku sve težine imaju istu vrednost 0.2. Takođe treba odrediti i vrednost praga t, neka u ovom slučaju bude 0.5. Vrednosti težina uvek menjamo za neku malu vrednost d, u našem primeru neka to bude 0.05. Slika 7.2. prikazuje početno stanje sa podacima prvog učenika (Richard).
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Slika 7.2. Podaci za Richard-a

Bez ikakvog obučavanja izlaz mreže biće 1, jer je ulaz u neuron 1x0.2+1x0.2+0x0.2+1x0.2=0.6, što je veće od praga t koji ima vrednost 0.5. Ali Richard nije bio odličan. Tako da vrednosti svih aktivnih veza (ulazi sa vrednošću 1) treba smanjiti za iznos d. Nove vrednosti težina su 0.15, 0.15, 0.2, 0.15. Sledeći ulazni uzorak je Alan. Ulazne vrednosti su 1, 1, 1 i 0. Aktuelna mreža će dati na izlazu 0 (ulazi pomnoženi sa težinama u zbiru daju tačno 0.5), ali pošto je Alan imao odličan uspeh, željeni izlaz treba da bude 1. Sada treba povećati odgovarajuće težine za iznos d, tako da one postaju: 0.2, 0.2, 0.25, 0.15. Već nakon prva dva koraka možemo primetiti da je težina koja je povezana sa vrednim radom veća od ostalih, dok je težina koja je povezana sa prekomernim konzumiranjem alkohola manja od ostalih.

Sve ostale učenike treba analizirati na isti način. Težine ne menjamo u slučaju Aloison-a, Jeff-a i Gail-a, ali ispitivanjem Simon-a težine menjamo na 0.2, 0.15, 0.2 i.0.1.

Ovim se obučavanje još nije završilo. Sve uzorke treba ponovo i ponovo ispitati, dok mreža ne bude dala onoliko tačnih rezultata koliko je moguće (minimizacija greške). U našem primeru posle drugog kruga težine će imati vrednosti 0.25, 0.1, 0.2 i 0.1. Ove težine će za svaki ulazni uzorak dati ispravan rezultat i nakon trećeg kruga obučavanje sezaustavlja. Mreža je naučila odgovarajuće težine, jer je perceptron za svaki ulazni uzorak dao ispravnu izlaznu vrednost.

U slučaju novog učenika, za predviđanje njegovog rezultata koristimo već naučene težine. Na primer, Michael je prošle godine bio odličan, vredno radi, muškog je pola, ali voli da pije. Tada može predvideti da će i ove godine imati odličan uspeh.

U ovom primeru možemo dodeliti određen značaj težinama: težina koja odgovara uspehu iz prethodne godine i težina koja odgovara vrednom radu, na kraju obučavanja imaju veće vrednosti što znači da su ti parametri značajniji u odnosu na pol učenika i na to da li učenik voli da pije alkohol.

Osnovni algoritam za izvršavanje postupka obučavanja je sledeći:

· Slučajno postaviti početne vrednosti težina.

· Za svaki ulazni uzorak ponoviti sledeće:

1. ako je aktuelni izlaz 1, a željeni izlaz bi trebalo da bude 0, onda treba smanjiti vrednosti težina aktivnih veza za d.

2. ako je aktuelni izlaz 0, a željeni izlaz bi trebalo da bude 1, onda treba povećati vrednosti težina aktivnih veza za d.

dok mreža ne bude davala tačne izlaze (ili dok ne istekne neko vremensko ograničenje).
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Slika 7.3. Prvi „prolaz“ učenika kroz neuralnu mrežu
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Slika 7.4. Drugi „prolaz“ učenika kroz neuralnu mrežu
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Slika 7.5. Treći „prolaz“ učenika kroz neuralnu mrežu

Slike 7.3., 7.4. i 7.5. korak po korak detaljno prikazuju postupak obučavanja neuralne mreže. Na izlazu iz mreže prikazana je vrednost koja se dobija množenjem ulaza sa odgovarajućim vrednostima, trenutni izlaz i željeni izlaz (u zagradi). Ukoliko se aktuelni i željeni izlaz podudaraju, neće doći do promena težina. Ako se aktuelni i željeni izlaz ne slažu, težine će se promeniti u skladu sa pravilima koja su malopre navedena.
8. Vršenje logičkih operacija pomoću neuralnih mreža
Pretpostavimo da je zadata funkcija sa svojim ulazima i izlazom. U našem konkretnom slučaju funkcija ima dva ulaza (X i Y) i jedan izlaz (Z), kao što je prikazano na Slici 8.1. 
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Slika .8.1. Funkcija sa dva ulaza i jednim izlazom

Tabela 8.1. prikazuje kako gornja funkcija preslikava ulaze na izlaz. Ova funkcija se naziva “ILI” funkcija, a tabela prikazuje dobro poznatu tablicu istinitosti. Tabela 8.2. prikazuje tablicu istinitosti „I“ funkcije. 

	X
	Y
	Z

	0
	0
	0

	0
	0
	1

	1
	0
	1

	1
	1
	1


Tabela 8.1. Tablica istinitosti logičke ILI funkcije

	X
	Y
	Z

	0
	0
	0

	0
	0
	0

	1
	0
	0

	1
	1
	1


Tabela 8.2. Tablica istinitosti logičke I funkcije
Treba primetiti da su numeričke vrednosti za X, Y i Z iz skupa 0 ili 1, tako da se radi o binarnim, to jest Bulovim promenljivama. 

Do sada smo smatrali da je blok „Funkcija“ sa Slike 8.1. crna kutija koja ostvaruje željenu logičku operaciju. Matematička operacija koja opisuje unutrašnjost funkcije može se opisati sledećom jednačinom:

Z:=(0.75×X+0.75×Y>=1.0)

gde znak „:=“ obeležava operaciju dodeljivanja. Deo jednačine u zagradi je ili tačan (true) ili netačan (false). Izraz 0.75×X+0.75×Y je ili veći ili jednak od 1.0 ili nije. Pošto će desna strana jednačine biti tačno ili netačno zavisnosti od X i Y, promenljiva Z će imati upravo vrednost „tačno“ ili „netačno“. 

Kako bismo utvrdili izlaz Z, probajmo sada da zamenimo binarne vrednosti za X i Y.

Za   X=0   i   Y=0:

Z := (0.75 × 0.0 + 0.75 × 0.0 >= 1.0)

Z := (0.0 >= 1.0)

Z := netačno

Z := 0

Za   X = 0   i   Y = 1:

Z := (0.75 × 0.0 + 0.75 × 1.0 >= 1.0)

Z := (0.75 >= 1.0)

Z := netačno

Z := 0

Za   X=1   i   Y=0:

Z := (0.75 × 1.0 + 0.75 × 0.0 >= 1.0)

Z := (0.75 >= 1.0)

Z := netačno

Z := 0

Za   X=1   i   Y=1:

Z := (0.75 × 1.0 + 0.75 × 1.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := tačno

Z := 1

Kao što vidimo, izlaz Z će biti tačan samo ako su oba ulaza logička jedinica, što upravo odgovara logičkoj „I“ funkciji, tako da jednačina Z:=(0.75×X+0.75×Y>=1.0) opisuje „I“ logičku funkciju. Ova jednačina naziva se još i „funkcija prenosa“ (transfer function) jer prenosi ulaze X i Y na izalz Z. 

U našoj jednačini ulazi X i Y su pomnoženi sa 0.75. Množioci 0.75 su poznati pod imenom „težine“ (weights), jer direktno utiču na ulaze (što su veći, ulaz postaje „teži“). U našem primeru ulazi su pomnoženi sa 0.75, pa su nakon toga sabrani. Izraz 0.75×X+0.75×Y je poznat pod imenom „težinska suma“. U našem primeru težinska suma je trebala da bude veća od 1.0 kako bi izlaz Z postao tačan. Vrednost 1.0 nazivamo pragom (threshold value) za bilo koju vrednost izlaza koja je manja od praga, Z će biti netačno. U našem primeru Z je mogao da bude tačan (1) ili netačan (0). U terminologiji neuralnih mreža izlaz Z je aktivan ako je tačan (1), ili pasivan ako je natačan (0).

Sada se jednačina Z:=(0.75×X+0.75×Y>=1.0) može preformulisati na sledeći način: „Izlaz je aktivan ako je težinska suma ulaza veća ili jednaka od vrednosti praga. U suprotnom slučaju, izlaz je pasivan“.

Šta će se desiti ako promenimo vrednosti težina u našoj jednačini sa 0.75 na 1.5? 
Z := (1.5 × X+1.5 × Y >= 1.0)

Za   X = 0   i   Y = 0:

Z := (1.5 × 0.0 + 1.5 × 0.0 >= 1.0)

Z := (0.0 >= 1.0)

Z := netačno

Z := 0

Za   X = 0   i   Y = 1:

Z := (1.5 × 0.0 + 1.5 × 1.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := tačno

Z := 1

Za   X = 1   i   Y = 0:

Z := (1.5 × 1.0 + 1.5 × 0.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := tačno

Z := 1

Za   X = 1   i   Y = 1:

Z := (1.5 × 1.0 + 1.5 × 1.0 >= 1.0)

Z := (3.0 >= 1.0)

Z := tačno

Z := 1

Rezultati su prikazani u Tabeli 8.3. i Tabeli 8.4.

	X
	Y
	Z

	0
	0
	0

	0
	1
	1

	1
	0
	1

	1
	1
	1


Tabela 8.3. Tablica istinitosti za logičku ILI funkciju

	X
	Y
	Z

	0
	0
	1

	0
	1
	0

	1
	0
	0

	1
	1
	0


Tabela 8.4. Tablica istinitosti za logičku NILI funkciju

Kao što vidimo jednačina Z:=(1.5×X+1.5×Y>=1.0) opisuje logičku „ILI“ opercijiu. Prelazak sa „I“ na „ILI“ funkciju ostvaren je jednostavnom promenom vrednosti težina sa 0.75 na 1.5. 

Tabela 8.4. prikazuje tablicu istinitosti za „NILI“ funkciju. 

Neuralna funkcija prenosa za NILI funkciju je Z:=(1.5×X+1.5×Y<=1.0). Ova jednačina je ista kao i za ILI funkciju sa jedinom razlikom što je relacija „>=“ zamenjena relacijom „<=“. Tako da je izlaz Z aktivan samo kada je težinska suma manja ili jednaka pragu. Relacija „<“ može da se zameni relacijom „>“ prostim množenjem jednačine u zagradi sa negativnom vrednošću.

Z := (-1.5 × X + (-1.5) × Y >= -1.0)

Ako dodamo konstantu 2 na obe strane jednačine, dobićemo

Z := (2.0 + (-1.5) × X + (-1.5) ×Y >= 1.0)

Ovim smo postigli da je vrednost praga ponovo postala 1.0. Broj dva se može smatrati konstantnim, nepromenljivim ulazom čija je težina 1.0. 

Z := (2.0 × 1.0 + (-1.5) × X + (-1.5) × Y >= 1.0)

Ova matematička manipulacija izvedena je iz razloga prirode neurona. Neuroni se u prirodi aktiviraju ako je težinska suma ulaza veća od neke pozitivne vrednosti. Za konstantni ulaz koristićemo slovo „C“ kako bismo ga razlikovali od promenljivih ulaza. 

Z := (2.0 × C + (-1.5) × X + (-1.5) × Y >= 1.0)

Težinu koja množi konstantan ulaz obeležimo sa W0, a težine koje množe ulaze X i Y obeležimo sa W1 i W2 respektivno. Prag obeležimo sa T (threshold). Tada izraz za Z postaje

Z := (W0 × C + W1 × X + W2 × Y >= T)

Nakon uvođenja ovih oznaka, neuralna mreža dobija oblik koji je prikazan na Slici 2.
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Slika 8.2. Neuralna mreža koja sadrži i konstantan ulaz

Neuralna jednačina u zagradi predstavlja jednačinu prave. Izražavanjem promenljive Y dobijamo:

Y >= (-W1/W2) × X + (-W0/W2) × C + T/W2

Y >= M × X + K

gde je sa M obeležen nagib prave (-W1/W2), dok je sa K obeležena tačka u kojoj prava preseca Y osu (-W0/W2)×C+T/W2. 

Ova jednačina za „I“ funkciju ima oblik

Z := (Y >= -1.0 × X + 1.33)

Ova jednačina grafički je prikazana na Slici 8.3. Pošto se radi o nejednačini, Z je tačno kada je Y veće od –X+1.33. Ova oblast je iznad prave koja razdvaja uzorke u X-Y ravni.
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Slika 8.3. Logička I funkcija

Sa slike se jasno vidi da je Z tačno za (X,Y)=(1,1), i da je netačno za bilo koju drugu kombinaciju binarnih promenljivih ((0,0), (0,1) i (1,0)).

Sličan rezultat dobijamo i za „ILI“ funkciju koji je prikazan na Slici 8.4.

Z := (Y >= -1.0 × X + 0.67)
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Slika 8.4. Logička ILI funkcija

Z je netačno za koordinate (0,0), ali je tačno za koordinate (0,1), (1,0) i (1,1), što je i očekivano za „ILI“ funkciju.

Jednačina za „NOR“ funkciju ima oblik:

Z := (Y <= -1.0 × X + 0.67)

[image: image355.jpg]



Slika 8.5. NOR funkcija

Jednačina za „NAND“ funkciju ima oblik:

Z := (Y <= -1.0 × X + 1.33)
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Slika 8.6. NI funkcija

XOR problem
Tabela 8.5. prikazuje tablicu istinitosti XOR funkcije. Kod ove logičke funkcije izlaz će biti 1 ako je jedan od ulaza 1, u suprotnom slučaju izlaz će biti 0. Na žalost, XOR funkcija se ne može implementirati jednačinom koju smo do sada koristili, a koja je glasila: „izlaz je aktivan ako i samo ako je težinska suma ulaza veća ili jednaka od neke pozitivne vrednosti praga“. Dijagram XOR funkcije prikazan je na Slici 8.6. 

	X
	Y
	Z

	0
	0
	0

	0
	1
	1

	1
	0
	1

	1
	1
	0


Tabela 8.5. Tablica istinitosti logičke XOR funkcije
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Slika 8.6. Logička XOR funkcija

Sa slike jasno vidimo da se sive oblasti ne mogu razdvojiti od belih oblasti jednom linijom. Drugom rečima, bez obzira gde postavili liniju, ne može se desiti da sive oblasti budu sa jedne strane linije, a bele oblasti sa druge strane. Ovo je poznati problem linearne inseparabilnosti (nerazdvojivosti). Do sada korišćena neuralna jednačina Z:=(W0×C+W1×X+W2×Y>=T) se ne može primeniti za rešenje XOR problema.

Rešenje problema linearne inseparabilnosti je konstrukcija funkcije koja se dobija kombinacijom ranije upoznatih neuralnih jednačina. Na Slici 8.7. prikazane su ILI i NI funkcije. One imaju pojedine regione gde je u obe funkcije Z aktivno (mesta gde se nalaze jedinice). Presek gde su obe funkcije aktivne prikazan je na Slici 8.8. 
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Slika 8.7. Kombinacija ILI i NI logičke funkcije za dobijanje logičke XOR funkcije (ILI i NI povezuju se logičkom I funkcijom)
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Slika 8.8. Logička XOR funkcija dobijena kombinovanje logičke ILI i NI funkcije

Treba primetiti da smo za spajanje dve funkcije koristili I funkciju, jer izlaz I funkcije ima vrednost 1 ako i samo ako  imaju ulaznu vrednost 1. Spojeni dijagram ima izlaznu vrednost 1 ako i samo ako oba ulaza imaju vrednost 1 na datom položaju.

Iako dijagram na slici 8 ne izgleda isto kao originali dijagram za XOR funkciju, daje isti izlaz Z za sve četiri moguće kombinacije (X,Y) – (0,0), (0,1), (1,0), (1,1).

Do zaključka o spajanju ILI i NI funkcije moglo se doći i posmatranjem tablica istinitosti. Kao rezultat dobijamo tablicu istinitosti za XOR funkciju, kao što je prikazano u Tabeli 8.6.
	X
	Y
	Z1
	
	X
	Y
	Z2
	
	X
	Y
	Z3

	0
	0
	0
	
	0
	0
	1
	
	0
	0
	0

	0
	1
	1
	I
	0
	1
	1
	=
	0
	1
	1

	1
	0
	1
	
	1
	0
	1
	
	1
	0
	1

	1
	1
	1
	
	1
	1
	0
	
	1
	1
	0


Tabela 8.6. Dobijanje XOR logičke funkcije kombinovanjem logičkih ILI i NI operacija

Funkcija XOR sadrži tri neurona. Skup povezanih neurona naziva se „mreža“ neurona, tako da je XOR funkcija napravljena pomoću neuralne mreže.
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Slika 8.9. Neuralna mreža za ostvarivanje logičke XOR funkcije

Jednačina za XOR neuralni mrežu može se dobiti kombinovanjem neuralnih jednačina.

Z1 := X OR Y

Z2 := X NAND Y

Z := Z3 := Z1 AND Z2

Z := (X OR Y) AND (X NAND Y)

Z := (1.5 × X + 1.5 × Y >= 1.0) AND (2.0 + (-0.75 × X) + (-0.75) × Y >= 1.0)

Z := (0.75×(1.5×X + 1.5×Y >= 1.0) + 0.75×(2.0 + (-0.75×X) + (-0.75)×Y >= 1.0)>=1.0)

Čitaocu se ostavlja zadatak da se uveri da za svaku od četiri kombinacije za (X,Y) dobija tablica istinitosti za XOR funkciju.

Neuralnom mrežom može se ostvariti svaka funkcija izborom odgovarajućeg broja neurona i težina na sinapsama. Međutim, određivanje težina u opštem slučaju je veoma složen zadatak. Ako pretpostavimo da neuralna mreža može da ostvari bilo koju od beskonačno mnogo funkcija, dolazimo do zaključka da se i prave težine moraju izabrati iz neograničeno velikog skupa kako bismo dobili željenu funkciju. Upravo iz tog razloga su značajni algoritmi za obuku (trening). Obuka je procedura koja, korak po korak, postavlja težine sve dok se ne dođe do željene funkcije.

Pretpostavimo da imamo neuralnu mrežu sa smo jednim neuronom i želimo da je obučimo za izvršavanje logičke I funkcije. Takođe pretpostavimo da u početku ne znamo da težine treba da budu W1=0.75 i W2=0.75 za dobijanje logičke I funkcije. Težine W1 i W2 u početku možemo postaviti na vrednost 0.0 i menjati ih sa algoritmom obuke dok težine ne dobiju odgovarajuću vrednost. 

Jedan od mogućih algoritama za obuku mogu imati sledeći tok:

· Ulaze (X,Y) postaviti na neku od mogućih vrednosti (0,0), (0,1), (1,0) ili (1.1).

· Za izabrane ulaze (X,Y) izračunati izlaz Z.

· Ako je izlaz Z previše nizak, povećati težine koje su povezane sa ulazima čija je vrednost 1. Ako je izlaz Z previše visok, smanjiti težine koje su povezane sa ulazima čija je vrednost 1.

· Nastaviti sa ovim procesom dok za svaku od mogućih ulaznih kombinacija ne dobijemo željeni izlaz.

Primer za obuku pokazaćemo na logičkoj I funkciji, pri čemu će sve težine u početku biti postavljene na vrednost 0.0. Neuralna jednačina je

Z := (W1 × X + W2 × Y >= T), T = 1.0

Tablice istinitosti imaju oblik:

	Željena I logička funkcija
	
	Loop 1

W1=W2=0
	
	Loop 2

W1=W2=0.375
	
	Loop 1

W1=W2=0.75

	
	
	
	
	
	
	
	
	
	
	
	
	
	
	

	X
	Y
	Z
	
	X
	Y
	Z
	
	X
	Y
	Z
	
	X
	Y
	Z

	0
	0
	0
	
	0
	0
	0
	
	0
	0
	0
	
	0
	0
	0

	0
	1
	0
	
	0
	1
	0
	
	0
	1
	0
	
	0
	1
	0

	1
	0
	0
	
	1
	0
	0
	
	1
	0
	0
	
	1
	0
	0

	1
	1
	1
	
	1
	1
	0
	
	1
	1
	0
	
	1
	1
	1


Tabela 8.7. Obuka za I logičku funkciju

Kao što vidimo, težine su svaki put povećavane za 0.375 dok za ulaze (X,Y)=(1,1) nismo dobili željeni izlaz 1. Za (X,Y) jednako (0,0), (0,1) i (1,0), izlaz Z je uvek bio 0, pa nije bilo potrebe ni za povećavanjem, ni za smanjivanjem težina.
9. Algoritam prostiranja greške unazad
Stotine tipova neuralnih mreža je bilo predloženo u proteklih nekoliko desetina godina. Zbog činjenice da su neuralne mreže veoma detaljno proučene (od strane stručnjaka za računare, elektroničara, biologa i psihologa), neuralne mreže dobile su mnogo različitih imena. U literaturi se mogu naći pod nazivom Veštačke neuralne mreže (Artificial Neural Network – ANN), Konekcioni modeli, Perceptroni sa više slojeva (Multi Layer Perceptron – MLP) i Paralelno distribuirani procesori (Parallel Distributed Processing – PDP).

Ipak, uprkos svim različitim izrazima i tipovima, postoji samo mali broj “klasičnih“ mreža koje su u širokoj upotrebi i na kojima se mnogi drugi zasnivaju. To su: Mreža sa prostiranjem greške unazad (Back Propagation), Hopfild-ova mreža, Takmičarska mreža (Competitive Network) i mreža koja koristi spajki neurone (Spiky Neurons). 

Algoritam
Mrežu sa prostiranjem greške unazad smatraju za esencijalnu neuralnu mrežu. Ipak, prostiranje greške unazad se ne odnosi na tip mreže, nego na način obuke. Korišćena mreža je obično veoma jednostavne strukture, kako je prikazano na Slici 9.1. Ove mreže nazivaju se Feed Forward mrežama, ili Multi Layer Perceptron-ima. Mreža radi na potpuno istim principu kao i mreže koje smo do sada upoznali. Sada ćemo se upoznati sa prostiranjem greške unazad.
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Slika 9.1. Jednostavna neuralna mreža

Neuralna mreža koja za obuku koristi Backpropagation algoritam obučava mrežu na osnovu primera. Algoritmu se zadaje primer šta želimo da učini, a on menja težine u mreži tako da nakon obuke dobijemo traženi izlaz za pojedini ulaz. Backpropagation algoritam je idealan za jednostavno prepoznavanje oblika (Pattern Recognition) i mapiranje (Mapping Tasks). Kao što smo malopre napomenuli, za obučavanje mreže potrebni su nam primeri koji će mreži da ukažu na to šta želimo da dobijemo na izlazu (Target) za pojedine ulaze. Jedan primer je prikazan na Slici 9.2.
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Slika 9.2. Skup uzoraka za treniranje neuračne mreže

Ako na ulaz neuralne mreže dovedemo prvi uzorak, želimo da izlazi budu 0 i 1, kao što je to prikazano na Slici 9.3. Crni piksel je predstavljen sa 1, a beli piksel je predstavljen sa 0. Ulaz i njemu odgovarajući izlaz nazivaju se parom za obuku.
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Slika 9.3. Primena para za obuku neuralne mreže

Kada se jednom izvrši obuka neuralne mreže, ona će dati željeni izlaz za bilo koji ulazni uzorak. Sada ćemo da se upoznamo sa načinom obuke.

Mreža se prvo inicijalizuje postavljanjem svih težina na neku malu pozitivnu vrednost (na primer između -1 i +1). U sledećem koraku dovede se ulazni uzorak i izračunava se izlaz (ovaj korak se još naziva i prostiranjem unapred – forward pass). Pošto su sve težine izabrane slučajno, proračun će dati izlaz koji će verovatno biti pogrešan. Tada proračunavamo grešku svakog neurona na osnovu formule: Željeni izlaz – Aktuelni izlaz (to jest Šta želimo – Šta trenutno imamo). Ova greška se koristi kako bismo matematički promenili težine na način da smanjimo grešku. Drugim rečima, Izlaz svakog neurona približiće se Željenom izlazu (ovaj korak se naziva prostiranjem unazad – reverse pass). Ovaj proces se ponavlja sve dok greška ne postane minimalna.

Algoritam ćemo demonstrirati na jednom primeru. Posmatrajmo samo jednu vezu između neurona iz izlaznog sloja i neurona iz skrivenog sloja (Slika 9.4.).
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Slika 9.4. Obučavanje jedne veze algoritmom Backpropagation

Posmatrajmo vezu između neurona A (skriveni sloj) i neurona B (izlazni sloj) koji ima težinu WAB. Slika prikazuje još jednu vezu između neurona A i C, ali na to ćemo se vratiti kasnije. Algoritam ima sledeći tok:

1. Prvo dovedemo uzorke na ulaz i izračunamo izlaz – podsetimo se da dobijeni izlaz može biti bilo šta, jer su za inicijalne težine odabrani slučajni brojevi.

2. U sledećem koraku određujemo grešku neurona B. Greška se izračunava po formuli Šta želimo – Šta trenutno imamo, tj. drugim rečima:
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Treba primetiti da koristimo izlaz priključenog neurona (neuron A), a ne neurona B. Na ovaj način podešavamo sve težine u izlaznom sloju.

4. Izračunavamo greške (Errors) za skriveni sloj neurona. Za razlliku od izlaznog sloja, ove greške ne možemo da izračunamo direktno (jer nemamo Target), tako da greške prostiremo unazad (Back Propagate) od izlaznog sloja (otud je algoritam dobio ime). Prostiranje unazad se radi tako što se uzimaju greške (Errors) od izlaznih neurona i propuštaju kroz težine kako bismo dobili greške skrivenog sloja. Na primer, ako je neuron A povezan sa neuronima B i C (Slika x), tada na osnovu grešaka neurona B i neurona C izračunavamo grešku neurona A.
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Kao i malopre, član 
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 je prisutan zbog sigmoidalnih aktivacionih funkcija.

5. Nakon izračunavanja greške za neurone iz skrivenog sloja nastavljamo sa korakom 3 kako bismo promenili težine skrivenog sloja. Ponavljanjem opisanog postupka možemo obučiti neuralnu mrežu sa bilo kojim brojem slojeva.

Za bolje razumevanje gornjeg algoritma sva izračunavanja ćemo pokazati na jednoj konkretnoj neuralnoj mreži sa 2 ulaza, 3 skrivena neurona i 2 izlazna neurona kao što je prikazano na Slici 9.5. Sa 
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Slika 9.5. Primer neuralne mreže na kojoj će biti pokazani proračuni za algoritam propagacije greške unazad

1. Izračunavamo greške izlaznih neurona
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2. Menjamo težine izlaznog sloja
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3. Izračunavamo (propuštamo unazad) greške skrivenog sloja
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4. Menjamo težine skrivenog sloja
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Konstanta η (konstanta učenja, nominalno ima vrednost 1) se koristi za ubrzavanje ili usporavanje učenja ukoliko je to potrebno.

Za ilustraciju celog postupka, uradićemo jedan konkretan primer sa brojnim vrednostima.

Primer 1.

Posmatrajmo sledeću jednostavnu neuralnu mrežu:
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Pretpostavimo da svi neuroni imaju sigmoidalnu aktivacionu funkciju.
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. Težine grana su: w1=0.3, w2=0.9, w3=0.1, w4=0.8, w5=0.4, w6=0.6.

(i) Izvršiti propuštanje ulaznih signala kroz mrežu (feed forward).

(ii) Izvršiti propuštanje signala jednom unazad (obučavanje) (target = 0.5).

(iii) Izvršiti još jedno propuštanje unapred i komentarisati dobijeni rezultat.

Rešenje:
(i) Propuštanje ulaznog signala unapred

Ulaz u gornji neuron = (0.35x0.1)+(0.9x0.8)=0.755. Izlaz=0.68.

Ulaz u donji neuron = (0.9x0.6)+(0.35x0.4)=0.68. Izlaz=0.6637.

Ulaz u izlazni neuron = (0.3x0.68)+(0.9x0.6637)=0.80133. Izlaz=0.69.

Apsolutna greška je Željena vrednost – Aktuelna vrednost = 0.5-0.69=-0.19.
(ii) Propuštanje signala unazad

Greška izlaznog neurona je: 
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Nove težine za izlazni sloj su:
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Greške za skriveni sloj su:
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Nove težine za skriveni sloj su:


[image: image401.wmf](

)

09916

.

0

35

.

0

10

406

.

2

1

.

0

3

3

=

×

×

-

+

=

-

+

w



[image: image402.wmf](

)

7978

.

0

9

.

0

10

406

.

2

8

.

0

4

3

=

×

×

-

+

=

-

+

w



[image: image403.wmf](

)

3972

.

0

35

.

0

10

916

.

7

4

.

0

5

3

=

×

×

-

+

=

-

+

w



[image: image404.wmf](

)

5928

.

0

9

.

0

10

916

.

7

6

.

0

6

3

=

×

×

-

+

=

-

+

w


Nakon rekalkulacije težina, stanje je sledeće:

Ulaz u gornji neuron = (0.35x0.09916)+(0.9x0.7978)=0.752726. Izlaz=0.67977.

Ulaz u donji neuron = (0.9x0.5928)+(0.35x0.3972)=0.67254. Izlaz=0.66207.

Ulaz u izlazni neuron = (0.272392x0.67977)+(0.87305x0.66207)=0.763. Izlaz=0.682.

(iii) Zaključak

Nakon podešavanja težina, apsolutna greška je 

Željena vrednost – Aktuelna vrednost = 0.5-0.682=-0.182. 

Kao što vidimo, greška se smanjila.
Primer 2.
Posmatrajmo sledeću neuralnu mrežu:
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Pretpostavimo da svi neuroni imaju sigmoidalnu aktivacionu funkciju.
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(i) Izvršiti propuštanje ulaznih signala kroz mrežu (feed forward).

(ii) Izvršiti propuštanje signala jednom unazad (obučavanje) (target = 1, konstanta učenja=1).

(iii) Izvršiti još jedno propuštanje unapred i komentarisati dobijeni rezultat.

Rešenje:
(i) Propuštanje ulaznog signala unapred

Ulaz u gornji neuron = (0.1x0.1)+(0.7x0.5)=0.36. Izlaz=0.589.

Ulaz u donji neuron = (0.1x0.3)+(0.7x0.2)=0.17. Izlaz=0.5424.

Ulaz u izlazni neuron = (0.2x0.589)+(0.1x0.5424)=0.17204. Izlaz=0.5429.

Apsolutna greška je Željena vrednost – Aktuelna vrednost = 1-0.5429=0.4571..

(ii) Propuštanje signala unazad

Greška izlaznog neurona je: 
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Nove težine za izlazni sloj su:
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Greške za skriveni sloj su:
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Nove težine za skriveni sloj su:
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Nakon rekalkulacije težina, stanje je sledeće:

Ulaz u gornji neuron = (0.3x0.1007326)+(0.7x0.505128)=0.3838. Izlaz=0.5948.

Ulaz u donji neuron = (0.7x0.20318)+(0.1x0.3004547)=0.17227. Izlaz=0.5429.

Ulaz u izlazni neuron = (0.2668x0.5948)+(0.16152x0.5429)=0.24638. Izlaz=0.56128.

(iii) Zaključak

Nakon podešavanja težina, apsolutna greška je 

Željena vrednost – Aktuelna vrednost = 1-0.56128=0.43872.
Kao što vidimo, greška se smanjila.
Izvršavanje algoritma
Sada kada smo se detaljno upoznali sa algoritmom, videćemo kako jedan algoritam sa velikim brojem podataka funkcioniše u praksi. Pretpostavimo da želimo da obučimo mrežu da prepozna prva četiri slova abecede na mreži od 5x7 polja. Karakteri su prikazani na Slici 9.6.
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Slika 9.6. Prva četiri slova abecede

Ispravan način obučavanja mreže je da dovedemo prvo slovo na ulaz i da promenimo SVE težine u mreži JEDNOM. U sledećem koraku na ulaz mreže dovedemo drugo slovo, i učinimo isto. Nakon toga sledi treće slovo, i tako dalje. Kad završimo sa sva četiri slova, i postupak obučavanja počinjemo od početka i obučavanje vršimo sve dok greška ne postane mala (to se dešava kad su sva slova pravilno prepoznata). Slika 9.7. objašnjava kako bi algoritam trebao da radi.
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Slika 9.7. Pravilno izvršavanje algoritma

Jedna od najčešćih grešaka kod početnika je da na ulaz neuralne mreže dovedu prvo slovo i izvršavaju algoritam dok se greška ne smanji, potom na ulaz mreže dovedu drugo slovo i tako dalje. Ako se postupi tako, neuralna mreža će prvo naučiti da prepozna prvo slovo, a onda zaboravi da prepozna prvo slovo kako bi naučila da prepozna drugo, i tako dalje. Na kraju neuralna mreža će umeti da prepoznaje samo poslednje slovo koje je naučilo.

Zaustavljanje obučavanja
Postavlja se pitanje kada se treba zaustaviti sa obučavanjem neuralne mreže? Možemo prekinuti obučavanje, kad mreža nauči uspešno da prepoznaje sva slova, ali se u praksi prvo zahteva da greška padne na neki nizak nivo. To će obezbediti da sva slova budu uspešno prepoznata. Možemo proceniti grešku mreže sabiranjem grešaka svih pojedinačnih neurona. To je prikazano na Slici 9.8.
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Slika 9.8. Ukupna greška mreže

Drugim rečima, mreža nastavlja sa cikličnim obučavanjem svih uzoraka dok ukupna greška ne padne na neku unapred određenu nisku vrednost, a zatim staje. Treba primetiti da se prilikom izračunavanja ukupne greške – u zavisnosti od koje se zaustavlja postupak obuke – (koja je suma svih individualnih neurona za svaki uzorak), treba pobrinuti za to da sve greške budu pozitivne kako bi se one sabrale, a ne oduzele (greška od -0.5 je podjednako loša kao i greška od +0.5).

Kada se neuralna mreža jednom obuči, ona treba da prepozna ne samo perfektne uzorke, nego takođe i oštećene ili zašumljene verzije uzoraka. U stvari, ako namerno dodamo zašumljene varijante uzoraka u skup za obučavanje (na primer jedan od pet uzoraka), možemo poboljšati performanse mreže. Na obučavanje takođe može delovati blagotvorno, ukoliko uzorke dovodimo po nekom slučajnom redosledu.

Ipak, postoji i bolji način za određivanje kriterijuma zaustavljanja obučavanja mreže, a to je korišćenje skupa za validaciju (Validation Set). Tada se sprečava pretreniranje (Overtrainig) mreže (ako mreža postane previše precizna, performanse se smanjuju). To znači da postoji i drugi skup uzoraka koji su zašumljene verzije originalnog skupa uzoraka (nisu korišćeni za obučavanje). Nakon svakog obučavanja mreže ovaj skup (skup za validaciju) se koristi za izračunavanje greške. Kad greška postane mala, obučavanje mreže se zaustavlja. Slika 9.9. prikazuje ovu ideju.
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Slika 9.9. Korišćenje skupa za validaciju

Kada je neuralna mreža potpuno utrenirana, greška skupa za validaciju dostiže svoj minimum. Kad je neuralna mreža pretrenirana (previše precizna), greška skupa za validaciju počinje da se povećava. Ako se mreža pretrenira, ona neće moći dobro da rukuje zašumljenim podacima. 

Problemi sa propagacijom greške unazad
Propagacija greške unazad nosi sa sobom i neke nedostatke. Najpoznatija od ovih mana je „lokalni minimum“. To se dešava, jer algoritam stalno menja težine tako da greška postane što manja. Ali ponekad, greška mora da poraste kako bi kasnije nastavila još više da pada. Ovo je ilustrovano na Slici 9.10. U ovom slučaju algoritam će se zaglaviti (jer ne može da ide „uzbrdo“), i greška se neće dalje smanjivati.
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Slika 9.10. Lokalni minimum

Za ovaj problem postoji nekoliko rešenja. Jedno jednostavno rešenje bilo bi da resetujemo težine na neke slučajne vrednosti  i da obučavanje pokušamo ponovo. Drugo moguće rešenje je da dodamo „momenat“ promeni težina. To dalje znači da promena težine u datoj iteraciji ne zavisi samo od trenutne greške, nego i od prethodnih promena. Na primer:
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Konstanta je < 1.

Kod prostiranja greške unazad postoje i manje zastupljeni problemi. Oni se pretežno javljaju kad veličina mreže raste, ali većina problema može se prevazići ponovnom inicijalizacijom težina na različite početne vrednosti. Treba još napomenuti da je proteklih godina razvijeno mnogo varijacija standardnog algoritma za prostiranje greške unazad koje problem lokalnog minimuma rešavaju veoma efikasno.

Veličina mreže
Uobičajeno pitanje koje se postavlja je koju veličinu mreže odabrati za dati problem. Mreže koje se najčešće koriste imaju ulazni sloj (input layer), jedan skriveni sloj (hidden layer) i izlazni sloj (output layer). Broj neurona u ulaznom sloju određen je vrstom uzorka koji želimo da mreža obradi. Na primer, na Slici 9.2. mreža mora da ima 4 ulaza jer uzorak sadrži 4 piksela. Slično, broj izlaznih neurona određen je brojem uzoraka koje želimo da prepoznamo i time kako želimo da kodiramo ove izlaze. Za mrežu sa Slike 9.2., potrebno nam je dva neurona. Sada još ostaje da se odredi broj neurona u skrivenom sloju. Ne postoji precizno pravilo koje bi utvrdilo koji je pogodan broj neurona u skrivenom sloju i mreža će raditi korektno ukoliko je broj neurona skrivenog sloja u nekom prihvatljivom opsegu. U primeru sa Slike 9.5. gde treba da prepoznamo karaktere koji su projektovani na mrežu veličine 5x7 (35 ulaza), i ako imamo 26 izlaznih neurona (jedan za svako slovo abecede), mreža će biti ispravno obučena ako u skrivenom sloju ima između 6 i 22 neurona. Ako bismo koristili manje od 6 neurona, mreža ne bi imala dovoljno težina za pamćenje svih uzoraka, a iznad 22 neurona mreža postaje nedovoljno efikasna i njene performanse nisu toliko dobre. Zaključak je, da se do broja skrivenih neurona dolazi eksperimentalno, dok se ne dođe do najboljeg rezultata.

10. Principi obučavanja višeslojne neuralne mreže korišćenjem prostiranja greške unazad (backpropagation)
U ovom malo složenijem primeru upoznaćemo se sa obučavanjem višeslojne neuralne mreže metodom prostiranja greške unazad (backpropagation). Za ilustraciju postupka koristićemo neuralnu mrežu sa tri sloja koja ima dva ulaza i jedan izlaz.
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Slika 10.1.. Neuralna mreža sa dva ulaza i jednim izlazom

Svaki neuron sastoji se od dve jedinice (Slika 10.1.). Prva jedinica sabira proizvode težinskih koeficijenata sa njihovim odgovarajućim izlazima. Druga jedinica ostvaruje nelinearnu funkciju, koja se naziva aktivaciona funkcija neurona. Signal e predstavlja sumu ulaza pomnoženih sa odgovarajućim težinama, a y=f(e) je izlaz nelinearnog elementa. Signal y je ujedno i izlaz neurona.
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Slika 10.2. Prikaz neurona koji se sastoji od dva dela: sabirača i nelinearnog elementa

Za obučavanje neuralne mreže potreban nam je skup podataka za obučavanje. Skup za obučavanje sastoji se od ulaznih signala (x1 i x2), i njima je pridružen odgovarajući željeni izlazni signal z. Obučavanje neuralne mreže je iterativan proces. U svakoj iteraciji menjaju se težinski koeficijenti korišćenjem podataka iz skupa za obučavanje. Modifikovani koeficijenti se izračunavaju korišćenjem sledećeg algoritma: u svakom koraku obučavanja signali iz skupa za obučavanje propuštaju se kroz mrežu. Nakon ovog koraka možemo odrediti izlazne signale iz svakog neurona u svakom sloju mreže. Slike 10.3., 10.4. i 10.5. prikazuju kako se signal prostire kroz mrežu. Simboli w(xm)n predstavljaju težinu između ulaza mreže xm i neurona n u ulaznom sloju. Simboli yn reprezentuju izlazne signale iz neurona n. 
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Slika 10.3. Prostiranje signala kroz ulazni sloj

U sledećem koraku signal se prostire kroz skriveni sloj, Simboli wmn označavaju težine između izlaza neurona m i ulaza u neuron n sledećeg sloja.
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Slika 10.4. Propagacija signala kroz skriveni sloj

Na kraju se signal prostire kroz izlazi sloj.
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Slika 10.5. Prostiranje signala kroz izlazni sloj

U sledećem koraku izlazni signal iz mreže y se upoređuje sa željenim izlazom (target) koji je poznat iz skupa za obučavanje. Dobijena razlika između izlaznog signala i željenog izlaza naziva se signalom greške δ izlaznog neurona.
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Slika 10.6. Greška izlaznog neurona

Nemoguće je izračunati grešku za interne neurone direktno jer izlazne vrednosti ovih neurona nisu unapred poznate. Mnogo godina nije bio poznat metod za obučavanje višeslojnih neuralnih mreža. Tek je sredinom osamdesetih godina prošlog veka izrađen algoritam za prostiranje greške unazad. Osnovna ideja je da se signal greške δ (izračunat u svakom koraku obučavanja) propagira unazad prema svim neuronima čiji su izlazi bili ulazi u razmatrane neurone.
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Slika 10.7. Prostiranje greške unazad

Vrednosti koeficijenata wmn prilikom prostiranja greške unazad jednake su koeficijentima koji su korišćeni prilikom prostiranja signala unapred. Promenio se samo smer prostiranja podataka (signali se propuštaju od izlaza prema ulazu jedan za drugim). Ova tehnika koristi se za sve slojeve mreže. Ako propagirane greške stižu od više neurona, one se sabiraju. To je ilustrovano na Slici 10.8.:
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Slika 10.8. Greške koje u povratku stižu od više neurona se sabiraju

Nakon što se izračuna signal greške za svaki neuron, težinski koeficijenti svakog neurona se modifikuju. U formulama na slici x df(e)/de označava izvod aktivacione funkcije neurona (čije težine su promenjene).
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Slika 10.9. Propagiranje greške unazad

Koeficijent η utiče na brzinu obučavanja. Postoji nekoliko tehnika određivanja ovog parametra. Prvi metod je da započnemo proces obučavanja sa velikom vrednošću parametra. U toku podešavanja težinskih koeficijenata, parametar η se postepeno smanjuje. Drugi, komplikovaniji metod započinje obučavanje neuralne mreže sa malom vrednošću parametra η. U toku postupka, nakon što je obučavanje napredovalo (greška se smanjila), parametar η se povećava, a pred kraj obučavanja parametar η se ponovo smanjuje. Započinjanje postupka obučavanja malom vrednošću koeficijenta η omogućava određivanje znaka težinskih koeficijenata.
11. Kohonen-ove (takmičarske) mreže

U ovom poglavlju upoznaćemo se sa jednom drugom vrstom mreža, a to su Takmičarske mreže. One se ponekad nazivaju i Kohonen-ove mreže, Pobednik uzima sve (Winner Takes All) mreže ili Samoorganizirajuće (Self Oragnizing) mreže. One se koriste za identifikaciju uzoraka u podacima, čak i u slučajevima kad programer ne poznaje prirodu uzoraka. Način rada ovih mreža najbolje se može ilustrovati preko jednog primera.
Osnovne operacije
Pretpostavimo da imamo mrežu sa tri neurona prikazanog na Slici 11.1. 
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Slika 11.1. Mreža sa tri neurona

Za sada se nećemo baviti vrednostima težina, samo ćemo reći da one imaju slučajne vrednosti.

U sledećem koraku dovedemo neki uzorak na ulaz i odredimo izlaz. Jedan od neurona (nebitno koji) imaće veću izlaznu vrednost od drugih. Tada kažemo da je taj neuron pobedio, na njegov izlaz prepravljamo na 1, dok ostale izlaze prepravljamo na 0. U sledećem koraku obučavamo samo težine neurona koji je pobedio, tako da u slučaju pojavljivanja istog uzorka na ulazu dobijemo još veći izlaz.

Ako je na primer pobedio 3. neuron, obučićemo samo težine koje su obeležene debljom linijom na Slici 11.2.
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Slika 11.2. Obučavamo težine pobedničkog neurona

Obrazac za obučavanje je veoma jednostavan:
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W+ je nova (obučena) težina. W je inicijalna težina, dok je η konstanta učenja (broj između 0 i 1 koja kontroliše brzinu učenja).

Ukoliko bi na ulaz bio doveden drugi, različiti uzorak, drugi neuron bi imao najveću vrednost (pobeda) i on bi bio obučen. Na taj način mreža samu sebe organizuje za prepoznavanje različitih uzoraka (za različite uzorke drugi neuron će imati najveću vrednost).

Ovakva mreža ima veoma različite osobine od mreže sa propagacijom greške unazad. Korisnik nema pravu kontrolu nad tome, koji od neurona će na izlazu imati nejveću vrednost, ili koji od uzoraka su naučeni. Tako da  (Zato se) se ovaj način obuke naziva obukom bez nadzora. Sa druge strane, mreža može da proneđe uzorke u podacima čak i ako korisnik ne zna da su one tamo.

Detaljnije o operacijama
Sada ćemo se detaljnije upoznati sa načinom rada mreže. Na mreži sa Slike 11.1. postoje dva ulaza. Ovi ulazi mogu se predstaviti kao jedan vektor koji je prikazan na Slici 11.3.
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Slika 11.3. Ulazi prikazani kao vektor

Na osnovu Pitagorine teoreme, dužina vektora L je 
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. Dve težine svakog neurona takođe formiraju vektor. Nacrtajmo vektor težina trećeg (pobedničkog) neurona na isti grafik, Slika 11.4.
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Slika 11.4. Vektor težina prikazan na istoj slici

Kad računamo aktivnost svakog od neurona 
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, mi u stvari računamo skalarni proizvod između težina i ulaza. Jednostavnije rečeno, računamo razliku između vektora težina i vektora ulaza. U slučaju kad su one jednake, izlazna vrednost će biti velika.

Ako u predobradi podataka podesimo ulaze i težine tako da dužine ovih vektora budu jednake 1, tada treba samo da izmerimo ugaone razlike između vektora, Slika 11.5.
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Slika 11.5. Ugaone rezlike između vektora
Podešavanje dužine vektora na jedinicu vrši se deljenjem svake komponente sopstvenom dužinom.

Pobednički neuron je onaj čiji je vektor težina najbliži ulazu. Na Slici 11.5. to je neuron 3. Rezultat obučavanja treba još više da približi vektor težina ulaznom vektoru (ukoliko sličan ulaz dođe na neuron, još je veća verovatnoća da će da pobedi), što je prikazano na Slici 11.6.
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Slika 11.6. Vektori nakon obučavanja

Dosadašnja teorijska razmatranja najbolje ćemo ilustrovati jednim primerom.

Primer
Pretpostavimo da je zadata neuralna mreža sa slučajnim vrednostima težina koja je prikazana na Slici 11.7.
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Slika 11.7. Mreža sa slučajno izabranim težinama

Na Slici 11.8. prikazana su trenutna stanja vektora težina:
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Slika 11.8. Početno stanje vektora težina

Sledeće što treba da postignemo je da sve težine imaju dužinu jedan. To postižemo izračunavanjem njihove težine, i deljenjem komponenti sa njihovim odgovarajućim težinama:

Dužina vektora težina neurona 1: 
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Dužina vektora težina neurona 2: 
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Dužina vektora težina neurona 3: 
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Sada delimo komponente vektora sa njihovim dužinama.

Neuron 1:

Težina 1 = 0.1/0.906 = 0.11

Težina 2 = 0.9/0.906 = 0.99

Neuron 2:

Težina 1 = (-0.5)/0.5831 = -0.86

Težina 2 = 0.3/0.5831 = 0.51
Neuron 3:

Težina 1 = (-0.9)/1.273 = -0.71

Težina 2 = (-0.9)/1.273 = -0.71
Vraćajući ove vrednosti u mrežu, dobijamo:
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Slika 11.9. Težine mreže nakon rekalkulacije

Normalizovane težine prikazane su na Slici 11.10.
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Slika 11.10. Položaj i dužina vektora nakon rekalkulacije

Kao što se vidi sa slike, sada su svi vektori iste dužine.

Na ulaz mreže dovešćemo sledeće vrednosti: Input 1 = 0.8, Input 2 = 0.5. Kao i u slučaju težina i ulaze moramo normalizovati na vrednost 1.

Dužina ulaznog vektora = 
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Novi Input 1 = 0.8/0.9434 = 0.85

Novi Input 2 = 0.5/0.9434 = 0.53

Crtanjem novih vrednosti dobijamo sledeću sliku:
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Slika 11.11. Novi ulazni vektor

Može se uočiti da je Input najbliži vektoru neurona 1, tako da očekujemo da će ovaj neuron da „pobedi“. Odredićemo izlaz mreže da proverimo da li smo u pravu.
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Slika 11.12. Primena normalizovanih ulaza na mrežu

Pošto nas interesuje samo neuron sa najvećim izlazom, nema potrebe da za primenom sigmoidalne ili prag funkcije.

Output 1 = (0.85 x 0.11) + (0.53 x 0.99) = 0.6182

Output 2 = (0.85 x (-0.86)) + (0.53 x 0.51) = -0.4607
Output 3 = (0.85 x (-0.71)) + (0.53 x (-0.71)) = -0.9798
Na osnovu gornjih jednačina vidimo da je zaista Neuron 1 pobedio. U sledećem koraku ćemo obučiti težine ovog neurona sa 
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Izračunajmo novu dužinu vektora težine (obrazac za obučavanje neće sačuvati dužinu).

Dužina = 
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Pošto nova težina nije jednaka 1, ponovo ćemo je skalirati:

Težina 1 = 0.554/0.903 = 0.61

Težina 2 = 0.714/0.903 = 0.79

Sada ćemo ponovo nacrtati grafik da vidimo šta se desilo:
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Slika 11.13. mreža nakon obučavanja

Kao što vidimo, vektor težina se pomerio prema ulazu.
12. Neuralne mreže u MATLAB-u
U ovom poglavlju upoznaćemo se sa Neural Network Toolbom-om programskog paketa Matlab. Ovaj Toolbox nam omogućava konfigurisanje, obučavanje, testiranje neuralne mreže, a ima još mnogo opcija za rad sa neuralnim mrežama. 

Prvo ćemo se upoznati sa perceptronom. Perceptron je neuralna mreža sa samo jednim slojem, čije težine mogu da se obuče da daju željeni izlaz kad na ulaz dovedemo odgovarajući vektor. Perceptron(u) su istraživači posvetili veliku pažnju, jer ima osobinu da generalizuje na osnovu vektora za obučavanje i da uči na osnovu slučajnih inicijalnih težina. Perceptroni su posebno pogodni za rešavanje jednostavnih problema kod prepoznavanja uzoraka. Za probleme koje mogu rešiti, perceptroni su brz i pouzdan način za rešavanje. Razumevanje načina rada perceptrona, olakšava razumevanje funkcionisanja kompleksnijih neuralnih mreža.

U Matlab-u se perceptron može generisati komandom newp. Mreže se mogu inicijalizovati komandama init, sim i train.

Model neurona
Perceptron koji koristi prag funkciju za aktivaciju (hardlim) prikazan je na Slici 12.1.
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Slika 12.1. Perceptron, R je broj elemenata ulaznog vektora

Svaki ulaz se množi sa odgovarajućom težinom 
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  i suma pomnoženih ulaza šalje se „prag“ prenosnu (aktivacionu) funkciju. Ulazu u „prag“ funkciju doprinosi i „bias“ b. Izgled „prag“ funkcije prikazan je na Slici 12.2.
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Slika 12.2. „Prag“ prenosna funkcija (engl. Hard-limit)

Perceptron na svom izlazu daje 1 ukoliko je suma na ulazu veća ili jednaka od nule; u suprotnom, ona na izlazu daje nulu. „Prag“ funkcija daje mogućnost perceptronu da podeli ulazne vektora u dve odvojene klase. Izlaz će biti 0 ako je ulaz n u mrežu manji od 0, ili 1 ako je n veći od 0. Na Slici 12.3. prikazan je prostor koji ima dva ulaza sa težinama 
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Slika 12.3. Prostor koji je podeljen na dva dela

Klasifikacione oblasti formirane su linijom granice odlučivanja L: Wp+b=0. Ova linija je upravna na matricu težina W i pomerena u skladu sa bias-om b. Korisnik izborom težina i bias vrednosti, može da odluči kako da podeli prostor. Neuroni sa „prag“ prenosnom funkcijom bez bias-a uvek će podeliti prostor linijom koja prolazi kroz koordiantni početak.

Program za demonstraciju rada neurona prikazan je na Slici 12.4. Program se poziva kucanjem naredbe nnd4db u komandni prozor.
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Slika 12.4. Izgled programa za demonstraciju rada perceptrona

Program dozvoljava pomeranje linije koja deli prostor na dva dela, kao i pomeranje i dodavanje novih crnih i belih tačaka za konstruisanje različitih zadataka.

Arhitektura perceptrona
Perceptron mreža sastoji se od jednog sloja S perceptron neurona koji su povezani sa R ulaza preko težina 
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 između j-tog ulaza i i-tog neurona. R je broj ulaznih elemenata, a S je broj neurona u sloju.
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Slika 12.5. Arhitektura perceptron neuralne mreže

Pravilo za obučavanje pereceptrona sposobno je da obuči samo neuralnu mrežu sa jednim slojem, tako da ćemo sada razmatrati samo mreže sa jednim slojem.

Generisanje perceptrona (newp)
Perceptron možemo generisati funkcijom newp
>> net=newp(P,T)

Pri čemu su ulazni argumenti:

· P je matrica dimenzija R x Q (Q ulaznih vektora, svaki ima R elemenata).

· T je matrica dimenzija S x Q (Q ciljnih vektora, svaki ima S elemenata).

Obično se koristi „prag“ funkcija (hardlim), tako da je ta funkcija podešena po difoltu. 

Programski kod koji sledi, generiše perceptron neuralnu mrežu sa jednim ulaznim vektorom sa vrednostima 0 i 2 i jednim izlaznim neuronom koji može imati  vrednost 0 ili vrednost 1. 

>> P = [0 2];

>> T = [0 1];

>> net = newp(P,T);
Grafički interfejs (GUI)
Grafički interfejs je dizajniran da bude jednostavan i korisnički orijentisan. Sa grafičkim interfejsom ćemo se upoznati preko jednog primera u kom ćemo kreirati perceptron neuralnu mrežu za izvršavanje logičke AND operacije. Ulazni vektor je p=[0 0 1 1; 0 1 0 1], dok su željeni izlazi t=[0 0 0 1]. Mreži ćemo dati ime ANDNet. Nakon kreiranja, mreža će biti obučena da izvršava željenu funkciju. Za pozivanje grafičkog interfejsa u komandni prozor treba ukucati nntool. Tada će se pojaviti prozor koji je prikazan na Slici 12.6.a.
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Slika 12.6. a) Izgled grafičkog prozora, b) Unos ulaznih podataka

Prvo treba definisati ulaze u mrežu p sa vrednostima [0 0 1 1; 0 1 0 1]. Mreža ima ulaz sa dva elementa i četiri vektora sa dva elemenata za obučavanje. Za definisanje ovih podataka preba kliknuti na New, i pojaviće se novi prozor koji se zove Create Network or Data. Treba izabrati tab Data. Ime (Name) treba podesiti na p, a vrednost (Value) na [0 0 1 1; 0 1 0 1]. Treba se postarati da Tip Podataka (Data Type) bude podešen na Ulaze (Inputs) To je prikazano na slici 6b. Nakon unosa treba kliknuti na Create, a potom na OK. Tada će se u Network/Data Manager prozoru pojaviti p kao ulaz. U sledećem koraku kreiraćemo željene izlaze (Target). Sada za ime treba uneti slovo t, zadati vrednost [0 0 0 1], i pod tipom podataka (Data Type) kliknuti na Target. Potom treba kliknuti na Create i OK. U Network/Data Manager prozoru pojaviće se p kao ulaz i t kao željeni izlazi. 
U sledećem koraku generisaćemo novu neuralnu mrežu i nazvaćemo je ANDNet. Treba izabrati tab Network, i pod imenom (Name) upisati ANDNet. Tip mreže (Network Type) treba postaviti na Perceptron. U ovom primeru koristićemo hardlim prenosnu funkciju (Transfer Function). Za funkciju obučavanja (Learning Function) biramo learnp. Sada prozor Create Network or Data izgleda kao na Slici 12.7.a. Ako želimo da vidimo mrežu, treba kliknuti na View. Vidimo da mreža ima dva ulaza, hardlim prenosnu funkciju i jedan izlaz. Klikom na Create i OK generisaćemo novu mrežu.
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Slika 12.7. a) Izgled prozora Create Network or Data, b) Izgled mreže

Obučavanje perceptrona
Za obučavanje perceptrona treba obeležiti ANDNet klikom na njega, a zatim treba kliknuti na Open. Dolazimo do novog prozora Network: ANDNet. Sada ponovo možemo videti mrežu klikom na tab View. Možemo proveriti i inicijalizovane vrednosti klikom na tab Initialize. Sada treba kliknuti na tab Train. Treba zadati ulaze i izlaze klikom na tab Training Info i biranjem p iz liste ulaza i biranjem t iz liste željenih izlaza. Prozor Network: ANDNet treba da ima izgled kao što je prikazano na Slici 12.8.
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Slika 12.8. Prozor za obučavanje mreže

Uočavamo da polje Training Results Outputs and Errors već unapred ima prefiks ANDNet. To ih čini lako prepoznatljivim kad kasnije eksportujemo podatke u radni prostor. Klikom na Train Network izvršićemo obučavanje mreže. Pojaviće se sledeći rezultati obučavanja.
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Slika 12.9. Rezultati obučavanja mreže

Greška je pala na nulu nakon 6 epoha. Možemo se uveriti da mreža zaista ne pravi grešku korišćenjem ulaza p i simuliranjem mreže. Za simuliranje na prozoru Network: ANDNet treba pritisnuti tab Simulate. U Inputs padajućoj listi treba izabrati p za ulaz, a izlaz treba obeležiti sa ANDNetoutputsSim kako bismo razlikovali od izlaza podataka koje smo koristili za obučavanje. Prvo treba kliknuti na Simulate Network, a zatim i na OK. Ako sada pogledamo Network/Data Manager, videćemo novu promenljivu na izlazu: ANDNetoutputsSim. Duplim klikom na njega pojaviće se mali prozor Data: ANDNet_outputsSim sa vrednošću [0 0 0 1]. Zaključujemo da neuralna mreža zaista vrši logičku AND operaciju.

Dodatak 1. Projektovanje neuralnih mreža pomoću MATLAB-a

Kucanjem komande nnd u MATLAB-ov komandni prozor, otvara se aplikacija kojom se veoma lako i na očigledan način projektuju neuralne mreže. Izgled prozora prikazan je na Slici D.1.1.
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Slika D.1.1. Aplikacija za projektovanje neuralnih mreža

Pritiskom na taster  “Table of contents“ možemo da biramo koju vrstu mreže želimo da projektujemo. Pritiskom na dugme “2-5“ otvara se sledeći prozor (Slika D.1.2).
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Slika D.1.2. Poglavlja 2-5

Biranjem pojedinih padajućih menija, možemo se upoznati sa pojedinim vrstama neuralnih mreža. Počećemo od “Chapter 2 demos – One-input Neuron“. Tada se otvara prozor prikazan na Slici D.1.3.
[image: image489.jpg]Fil

nnd2n1

Edt View Insert Took Deskiop Window Help

Neural Network DESIGN

Input Linear Neuro

N

w

One-Input Neuron

= purelinw'p+b)

Purein v

Alter the weight, bias
and input by dragging
the triangular shaped
indicators.

Pick the transfer
function with the
F menu.

Watch the change to
the neuron function
and ts output

Chapter 2





Slika D.1.3. Neuron sa jednim ulazom

Prozor sa Slike D.1.3. mogao se otvoriti i direktno kucanjem komande nnd2n1 u MATLAB-ov komandni prozor. U ovom prozoru moguće je menjati težinu w, bias b i prenosnu funkciju neurona biranjem željene funkcije iz padajućeg menija F. Možemo birati jednu od sledećih prenosnih funkcija: Hardllim, Hardlims, Purelin, Satlin, Satlins, Logsig i Tansig.

Sledeći primer je “Chapter 2 demos – Two-input Neuron“. Ova neuralna mreža sa dva neurona prikazana je na Slici D.1.4. Ovaj prozor mogao je da se otvori i kucanjem komande nnd2n2 u MATLAB-ov komandni prozor.
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Slika D.1.4. Neuron sa dva ulaza i jednim izlazom

Kod ove mreže moguće je podešavati obe težine, bias, a moguće je i birati željenu prenosnu funkciju iz padajućeg menija F.

Sa demonstracijom klasifikacije jabuka i pomorandži možemo da se upoznamo, ako izaberemo “Chapter 3 demos – Perceptron classification“. Tada nam se otvara prozor koji je prikazan na Slici D.1.5.
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Slika D.1.5. Primer za klasifikaciju jabuka i pomorandži

Pritiskom na taster “Go“ voćka stiže na pokretnu traku, analizira se i u skladu sa dobijenim osobinama (težina, oblik, tekstura) stavlja ili u jednu ili u drugu gajbu. Crvena i žuta tačka prikazuju prototipove jabuke i pomorandže.

Sledeći primer poziva se iz “Chapter 4 demos – Decision boundaries“. Ovaj prozor prikazan je na Slici D.1.6.
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Slika D.1.6.

U ovom primeru, korisnik određuje na kojim položajima će se nalaziti uzorci (crni i beli kružići), koliko će biti jednih i drugih uzoraka i grafički određuje liniju koja predstavlja granicu između klasa. Za svaku konfiguraciju linije razdvajanja automatski se prikazuje kolike su vrednosti težina i bias. Treba primetiti da je vektor težina uvek ortogonalan na liniju razdvajanja.

Poslednji primer poziva se iz menija “Chapter 4 demos – Perceptron rule“ i prikazuje način obučavanja neurona. Slika D.1.7.
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Slika D.1.7. Obučavanje neurona

Korisnik može da izabere da li da se korsti bias ili ne. U levom delu prozora ima tri tastera. Gornje dugme Learn jednom primenjuje perceptron pravilo obuke. Srednje dugme Train primenjuje perceptron pravilo obuke najviše 5 puta (ili manji broj puta ukoliko se rešenje nađe ranije). Donje dugme Random postavlja slučajne vrednost za težine i bias.
Dodatak 2. Pretraživanje
Zadatak 1.
Problem prelaska tri sveštenika i tri ljudoždera preko reke.

Na Slici D.2.1. sa jedne strane reke prikazana su tri sveštenika i tri ljudoždera. Zadatak je da svi sveštenici i svi ljudožderi pređu na drugu obalu reke. Oni na raspolaganju imaju jedan čamac koji može da ponese najviše dve osobe. Ako sa bilo koje obale reke u bilo kom trenutku ostane više ljudoždera nego sveštenika, ljudožderi će pojesti sveštenike.
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Slika D.2.1. Problem tri sveštenika i tri ljudoždera

Rešenje.

Prikazaćemo rešenje pomoću dubinske pretrage (Depth First Search). Stablo za pretragu prikazano je na Slici D.2.2.
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Slika D.2.2. Rešenje prelaska tri ljudoždera i tri sveštenika preko reke, metodom dubinaske pretrage

Sledi kompletan listing .m fajla napisan u MATLAB-u za rešavanje prelaska 3 sveštenika i 3 ljudoždera preko reke.

% Ovaj program ostvaruje prelazak preko reke 3 svestenika
% i 3 ljudozdera. Oni imaju na raspolaganju camac koji moze da ponese
% najvise 2 osobe. Igra se zavrsava kad svi predu na drugu obalu reke. 
% Ni u jednim trenutku ni na jednoj obali ne sme da ostane vise 
% ljudozdera od svestenika jer ce ljudozderi pojesti svestenike.
% Reprezentacija je sledeca: 
% [a, b, c, d, e]
% a - broj ljudozdera na levoj obali
% b - broj svestenika na levoj obali 
% c - broj ljudozdera na desnoj obali
% d - broj svestenika na desnoj obali
% e - polozaj camca (0: leva obala, 1: desna obala)
% pocetno stanje je [3 3 0 0 0], po 3 svestenika i ljudozdera na levoj
% obali, camaca na levoj obali
% Pretraga se vrsi po dubini (DFS)

clear
clc
start_state=[3 3 0 0 0]; goal_state=[0 0 3 3 1]; % 3 sv, 3 lj
% start_state=[4 4 0 0 0]; goal_state=[0 0 4 4 1];
OpenList = [];
ClosedList = [];
OpenList = start_state;
while numel(OpenList)~=0
    temp=OpenList(1,:);
    OpenList(1,:)=[];
    if temp==goal_state
        ClosedList=[ClosedList; temp];
        final_solution=get_path(ClosedList);
        return
    end
    [possible_moves]=find_moves(temp);
% zadrzati samo one vrste koje nisu ni u OpenList ni u ClosedList
    good_rows=find_good_rows(possible_moves,ClosedList);
    ClosedList=[ClosedList; temp];
%     OpenList(1,:)=[];
    OpenList=[good_rows; OpenList];
end    
function [possible_moves] = find_moves(x)
% Ova funkcija nalazi moguce poteze kod prelaska reke
    all_moves = [];
    a=x(1); b=x(2); c=x(3); d=x(4); e=x(5);
    if e==0
        all_moves(1,:)=[a-1 b c+1 d 1];
        all_moves(2,:)=[a-2 b c+2 d 1];
        all_moves(3,:)=[a b-1 c d+1 1];
        all_moves(4,:)=[a b-2 c d+2 1];
        all_moves(5,:)=[a-1 b-1 c+1 d+1 1];
    elseif e==1
        all_moves(1,:)=[a+1 b c-1 d 0];
        all_moves(2,:)=[a+2 b c-2 d 0];
        all_moves(3,:)=[a b+1 c d-1 0];
        all_moves(4,:)=[a b+2 c d-2 0];
        all_moves(5,:)=[a+1 b+1 c-1 d-1 0];
    end
    possible_moves=[];
    j=1;
    for i=1:5
        temp=all_moves(i,:);
        if (temp(1)>=0 && temp(2)>=0 && temp(3)>=0 && temp(4)>=0)
            if temp(2)~=0 && temp(2)>=temp(1) && temp(4)~=0 && … temp(4)>=(temp(3))
                possible_moves(j,:)=temp;
                j=j+1;
            end
            if (temp(2)==0 && temp(4)>=temp(3))
                possible_moves(j,:)=temp;
                j=j+1;
            end
            if (temp(4)==0 && temp(2)>=temp(1))
                possible_moves(j,:)=temp(:);
                j=j+1;
            end
        end
    end
end
function good_rows = find_good_rows(possible_moves,ClosedList)
% Ova funkcija nalazi one vrste matrice koje nisu na ClosedList-u
% temp=possible_moves; % privremeno ovde smestamo dobre vrste
    s1=size(possible_moves);

    s1=s1(1);
    s2=size(ClosedList);
    s2=s2(1);
    indexes=[];
    for i=1:s1
        temp1=possible_moves(i,:);
        for j=1:s2
            temp2=ClosedList(j,:);
            if isequal(temp1,temp2)==1
                indexes=[indexes i];
            end
        end
    end
    clear i j
%     for i=1:length(indexes)
%         possible_moves(indexes(i),:)=[];
%     end
    possible_moves([indexes],:)=[];
    good_rows=possible_moves;
end
function final_solution = get_path(ClosedList)
% Ova funkcija nalazi putanju od krajnjeg cvora do korena stabla.

% U toku razvijanja stabla razvice se i cvorovi koji nisu na putanji 

% konacnog resenja.

    s=size(ClosedList);
    s=s(1);
    indexes=[];
    for i=1:s-1
        if ClosedList(i,5)==ClosedList(i+1,5)
            indexes=[indexes i];
        end
    end
    ClosedList([indexes],:)=[];
    final_solution=ClosedList;
end

Tabela D.2.1. prikazuje inicijalizaciju i prva tri koraka nalaženje rešenja korak po korak na osnovu napisanog algoritma.

	Inicijalizacija

start_state = [3 3 0 0 0]
goal_state = [0 0 3 3 1]

i. OpenList = <empty>

  ClosedList = <empty>

ii. OpenList = [3 3 0 0 0]

iii. OpenList = <empty>
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	2. korak
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Tabela D.2.1. Prva tri koraka algoritma na putu prema rešenju
Ovaj postupak treba nastaviti sve dok ne stignemo do ciljnog stanja. Zadatak može da se reši pretragom u širinu. Čitaocu se preporučuje da samostalno reši zadatak pretragom u širinu.
Zadatak 2.
Problem prelaska vuka, zeca i kupusa preko reke. Na jednoj strani reke nalaze se vuk, zec i kupus. Čamdžija ima zadatak da ih preveze na drugu stranu obale. Uslovi su da u čamac osim čamdžije može da stane još samo neko/nešto (vuk, zec ili kupus) . Ukoliko na jednoj obali bez nadzora čamdžije ostanu vuk i zec, vuk će pojesti zeca. Ako na jednoj obali reke bez nadzora čamdžije ostanu zec i kupus, zec će pojesti kupus.

Zadatak rešiti pretragom u širinu i pretragom u dubinu.

Kao deo rešenja dato je stablo za pretragu dubinskom pretragom.
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Slika D.2.3. Stablo za pretragu za prelazak vuka, zeca i kupusa preko reke metodom dubinske pretrage
Dodatak 3. Lokalna pretraga
Zadatak.
Problem 8 kraljica. Na šahovsku tablu potrebno je postaviti 8 kraljica tako da se međusobno ne napadaju.

Rešenje.
Rešenje ovog zadatka nije jednoznačno. Mi ćemo zadržati prvo rešenje koje pronađemo. Tok rešavanja zadatka je sledeći: U svaku kolonu na slučajno mesto stavimo po jednu kraljicu i u svakom koraku pomerimo jednu kraljicu, tako da nakon tog poteza bude najmanje međusobnih napada. Ciljno stanje je kad broj međusobnih napada padne na nulu.

Na Slici D.3.1. prikazano je jedno od mogućih polaznih stanja, koje je slučajno odabrano. Za to stanje broj međusobnih napada između kraljica je 17. Na slici su takođe prikazani svi mogući potezi i broj napada nakon tog poteza. Najmanji broj na šahovskoj tabli sa Slike x1 je 12, a to je minimalan broj napada nakon prvog poteza. Broj 12 se nalazi na više polja, a to znači da na više načina možemo da pređemo u sledeće najbolje stanje. U ovakvim slučajevima sledeće stanje biramo slučajno od najboljih mogućih stanja.
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Slika D.3.1. Jedno od mogućih polaznih stanja i kvalitet sledećeg poteza

Sledi kompletan programski kod napisan u MATLAB-u za rešavanje ovog problema.

% Ovaj program resava problem 8 kraljica metodom lokalne pretrage.
% Program uvek nalazi sledece stanje tako da trazi stanje sa najmanjim
% brojem napada.
% U sledecem koraku broj napada ne mora da bude manji od broja napada u
% prethodnom koraku.
clear
clc
A=zeros(8);
r=randperm(8);
for i=1:8
    A(r(i),i)=1;
end
show_the_solution(A)
clear i
[u v]=find(A);
num_att=100*A;
q=find_attacks(A);
clear u v r
current_num_att=q;
while q~=0
    for i=1:8
        temp1=1:8;
        f=find(A(:,i)~=0);
        temp1(f)=[];
        for j=1:7
            temp2=temp1(j);
            AA=A;
            AA(f,i)=0;
            AA(temp2,i)=1;
            num_att(temp2,i)=find_attacks(AA);
        end
    end
    [x y z]=find_minimums(num_att);
    s=numel(x);
    s=randperm(s);
    s=s(1);
    x=x(s);
    y=y(s);
    p=find(A(:,y)==1);
    A(p,y)=0;
    A(x,y)=1;
    show_the_solution(A)
    pause(0.1)
    [u v]=find(A);
    q=find_attacks(A);
    current_num_att=[current_num_att z];
end
function number_off_attacks = find_attacks(A)
% This function finds the number of attacks between 8 queens
% vectors a and b contain the positions of the queens
    [a b]=find(A);
    number_off_attacks = 0;
    for i=1:7
        p1=a(i);
        q1=b(i);
        for j=i+1:8
            p2=a(j);
            q2=b(j);
            if ((p1==p2) || (q1==q2) || (abs(p1-p2)==abs(q1-q2))) 
               number_off_attacks=number_off_attacks+1;
            end
        end
    end
end
function [x y z] = find_minimums(AA)
    z=min(min(AA));
    [x y]=find(AA==z);
end
function show_the_solution(result)
    imshow(1-result,'InitialMagnification','fit')
    hold on
    u=[0 9];
    for i=0.5:1:8.5
        v=[i i];
        line(u,v,'color','k')
    end
    v=[0 9];
    for i=0.5:1:8.5
        u=[i i];
        line(u,v,'color','k')
    end
end
Dodatak 4. Igre za dve osobe
Zadatak.
Napisati program u programskom paketu MATLAB za logičku igru Nim.

Rešenje.
Pre pisanja programskog koda navešćemo pravila Nim igre objasniti dobitnu strategiju. Šibice su grupisane u tri odvojene gomile. Dva igrača koji učestvuju u igri naizmenično uzimaju proizvoljan broj šibica sa jedne od gomila. Pobednik je onaj igrač koji poslednji uzme šibicu (šibice). Jedno od stanja igre prikazano je na Slici D.4.1.
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Slika D.4.1. Jedno od mogućih stanja igre

Igra ima dva stanja:

1. Dobitno: Ako igrač može da igra tako da može da pobedi bez obzira na potez protivnika.

2. Gubitno: Ako igrač nema dobitni potez.
Dobitna strategija:

0 0 1 1 = 3

0 1 0 1 = 5

1 0 0 0 = 8

1 1 1 0

XOR
Tvrdnja: gubitna stanja su ona u kojima funkcija XOR ima vrednost nula.

Za dato stanje igrač koji je na potezu ima dobitnu strategiju (pošto je vrednost XOR funkcije po kolonama različit od nule, moguće je uzeti šibice tako da posle poteza XOR funkcija ima vrednost nula). Dobitni potez prvog igrača je uzeti dve šibice sa treće gomile. Tada će novonastalo stanje biti

0 0 1 1 = 3

0 1 0 1 = 5

0 1 1 0 = 6
0 0 0 0

XOR
Pošto je vrednost XOR funkcije 0, drugi igrač će uzimanjem sa bilo koje gomile promeniti vrednost XOR funkcije i ona će biti različita od nule. Tada prvi igrač ponovo ima dobitnu strategiju. Međutim, ako prvi igrač pogreši, tada drugi igrač može da preuzme inicijativu i u daljem toku igre on će imati dobitnu strategiju.

Sledi programski kod napisan u MATLAB-u za Nim igru.

% This program is a NIM game. 

clear

clc

x=input('Computer or human determines the number of beans (c/h)? ','s');

if x=='c'

    r=randperm(7);

    p1=r(1); p2=r(2); p3=r(3);

elseif x=='h'

    p1=input('First pyle: ');

    p2=input('Second pyle: ');

    p3=input('Third pyle: ');

end

p=[p1 p2 p3];

disp(' ')

disp('Computer is Player 1, human is Player 2.')

disp(' ')

% p1=2; p2=3; p3=1;

% p1=1; p2=0; p3=0;

% p=[p1 p2 p3];

% ws = winning strategy

ws=bitxor(bitxor(p1,p2),p3);

if ws==0

    disp('Player 2 has winning strategy.')

    disp(' ')

elseif ws~=0

    disp('Player 1 has winning strategy.')

    disp(' ')

end

fprintf('Pyle 1     %i beans. \n',p1)

fprintf('Pyle 2     %i beans. \n',p2)

fprintf('Pyle 3     %i beans. \n',p3)

disp(' ')

while sum(p)~=0

    disp('Player 1 to play.')

%     waitforbuttonpress

    [p,which_pyle]=computer_play(p);

    fprintf('Computer took from Pyle %i. \n',which_pyle)

    disp(' ')

    fprintf('Pyle 1     %i beans. \n',p(1))

    fprintf('Pyle 2     %i beans. \n',p(2))

    fprintf('Pyle 3     %i beans. \n',p(3))

    disp(' ')

    if sum(p)==0

        disp('Player 1 is the winner.')

        break

    end

    disp('Player 2 to play.')

    x1=input('From which pyle you want to take? ');

    x2=input('How many beans do you want to take? ');

    p(x1)=p(x1)-x2;

    disp(' ')

    fprintf('Pyle 1     %i beans. \n',p(1))

    fprintf('Pyle 2     %i beans. \n',p(2))

    fprintf('Pyle 3     %i beans. \n',p(3))

    disp(' ')

    if sum(p)==0

        disp('Player 2 is the winner.')

        break

    end

end
function [p,i] =computer_play (p)

    if bitxor(bitxor(p(1),p(2)),p(3))==0

        i=find(p);

        i=i(1);

        p(i)=p(i)-1;

    else

        for i=1:3

            if p(i)==0          

                continue        

            end                 

            for j=1:p(i)

                if bitxor(bitxor(p(1),p(2)),p(3))==0

                    return

                else

                    p(i)=p(i)-1;

                end

            end

            if bitxor(bitxor(p(1),p(2)),p(3))==0 

                return                              

            else

                p(i)=p(i)+j;

            end                                     

        end

    end

end

Dodatak 5. Genetski algoritmi
Zadatak.
Napisati program za rešavanje problema 8 kraljica metodom genetskog algoritma.

Rešenje.
Pošto je problem 8 kraljica već objašnjen u ranijem delu skripte, ovde navodimo samo programski kod napisan u MATLAB-u.

% This program creates the population for the 8-queens problem
% to be solved with genetic algorithms. The variable num_pop
% contains the number of individuals.
clear
clc
num_pop=10;             % broj jedinki u populaciji
A=zeros(8,8,num_pop);   % velicina matrice 8x8
for i=1:8               % inicijalno razmestanje kraljica
    for j=1:num_pop     % u svaku kolonu po jedna
        a=randperm(8);
        a=a(1);
        A(a,i,j)=1;
    end
end
t1=clock;
for num_gen=1:5000               % number of generations for the algorithm
    num_attack=zeros(1,num_pop);    % in the beginning the number
                                    % of attacks for each individual
    for i=1:num_pop                 % is 0
        temp=A(:,:,i);
        [p q]=find(temp);
        x=find_attacks(p,q);
        num_attack(i)=x;
    end
    [u v]=min(num_attack);          % u minimal element, v index of the element
    if min(num_attack)==0
        result=A(:,:,v)
    % imshow(1-result,'InitialMagnification','fit')
        show_the_solution(result)
        return;
    end
    B=selection(A,num_attack,num_pop);
    C=recombination(B,num_pop);
     D=mutation(C);
    A=D;
    min(num_attack);
    t2=etime(clock,t1);
end
function number_off_attacks = find_attacks(a,b)
% This function finds the number of attacks between 8 queens
% vectors a and b contain the positions of the queens
number_off_attacks = 0;
for i=1:7
    p1=a(i);
    q1=b(i);
    for j=i+1:8
        p2=a(j);
        q2=b(j);
        if ((p1==p2) || (q1==q2) || (p1-p2==q1-q2) || (p1-p2==q2-q1))
           number_off_attacks=number_off_attacks+1;
        end
    end
%     number_off_attacks=number_off_attacks-1;
end
end
function B = selection(A,num_attack, num_pop)
% Roulette wheel selection for the GA
    avg_value=sum(num_attack)/num_pop;
    fitness_temp=num_attack/avg_value;
    fitness=1./fitness_temp;
    roulette=cumsum(fitness);
    for i=1:num_pop
        rnd_num=max(roulette)*rand;
        for j=1:num_pop
            if roulette(j)>rnd_num
                B(:,:,i)=A(:,:,j);
                break;
            end
        end
    end
end
function C = recombination(B,num_pop)
% recombination of selected individuals
% in this case we use one point crossover of two individuals
    for i=1:2:num_pop-1
        temp1=B(:,:,i);
        temp2=B(:,:,i+1);
        temp_rnd=round(6*rand+1);
        temp3=[temp1(:,1:temp_rnd) temp2(:,temp_rnd+1:8)];
        temp4=[temp2(:,1:temp_rnd) temp1(:,temp_rnd+1:8)];
        C(:,:,i)=temp3;
        C(:,:,i+1)=temp4;
    end
end
function D = mutation(C)
% This function performs the mutation operation after recombination
% We change the position of one queen in the whole population
    temp_rnd_1=round(9*rand+1);
    temp_rnd_2=round(7*rand+1);
    temp_rnd_3=round(7*rand+1);
    C(:,temp_rnd_2,temp_rnd_1)=0;
    C(temp_rnd_3,temp_rnd_2,temp_rnd_1)=1; 
    D=C;
end
function show_the_solution(result)
    imshow(1-result,'InitialMagnification','fit')
    hold on
    u=[0 9];
    for i=0.5:1:8.5
        v=[i i];
        line(u,v,'color','k')
    end
    v=[0 9];
    for i=0.5:1:8.5
        u=[i i];
        line(u,v,'color','k')
    end
end
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