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Előszó
Ez a jegyzet elsődlegesen a Szabadkai Műszaki Szakfőiskola harmadéves informatikus hallgatóinak íródott akik  a Mesterséges Intelligencia tantárgyat hallgatják. Mivel a Mesterséges Intelligencia a Szabadkai Műszaki Szakfőiskolán csak néhány évvel ezelőtt indult, még nem létezik semmilyen oktatási segédlet amely a diákoknak megkönnyítené a tananyag elsajátítását. Ez egyben a legfontosabb ok amiért a jegyzet íródott. A jegyzetet természetesen mások is használhatják akiket érdekel a Mesterséges Intelligencia szakterület.
A jegyzetnek 4 fő része van:
1. Keresőalgoritmusok, 

2. Kétszemélyes játékok, 

3. Genetikus algoritmusok és 

4. Neurális hálózatok. 

A feldolgozott témák közül a legtöbb figyelem a neurális hálózatoknak lett szentelve, úgyhogy ez a terület lett legrészletesebben feldolgozva.

Minden fejezet elején az adott szakmai terület elméleti alapjai vannak megadva, utána kövekteznek a kidolgozott példák,végül pedig az önálló gyakorlásra szánt példák következnek. Az összes példa MATLAB programcsomagban van kidolgozva.
Sajnos a jegyzet írása során elkerülhetetlenek a hibák amelyeket a szerző többszöri olvasás után sem vesz észre. A szerző hálás lesz mindenkinek aki az esetleges hibákra rámutat.
Szabadka, 2012 decembere
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1. Keresés alkalmazása a problémamegoldásnál
Ennek a fejezetnek a célja a heurisztikus keresőmódszerek megismerése és alkalmazása a mesterséges intelligencia problémáinak megoldásában. Bemutatásra kerülnek a tervezés alapelvei, valamint a kétszemélyes játékok. Ennek a fejezetnek a következő céljai vannak:

· különféle keresőalgoritmusok jellemzése, és annak bemutatása, hogy milyen módon lehet egy keresőfát bejárni ezeknek az algoritmusoknak a segiitségével,
· egyszerű feladatok megfogalmazása keresésként,

· az egyes algoritmusok előnyeinek, hátrányainak és korlátainak megismerése 

· az egyszerű tervezés jellemzése,

· a minimax algoritmussal való megismerkedés a kétszemélyes játékoknál, és a módszer javiitása alfa-béta nyeséssel.
1.1. Bevezető
Ebben a részben áttekintjük a legfontosabb keresőtechnikákat a mesterséges intelligencia területén. Az alapötlet mindig az, hogy ismerjük a lehetséges cselekvéseket amelyek a megoldások keresését szolgálják, de nem tudjuk, hogy melyik cselekvés által fogunk közelebb kerülni a megoldáshoz. Ekkor a a lehetséges opciók között keresünk amiig a megoldásig nem jutunk.
Ez az általános ötlet minden tiipusú példánál alkalmazható. Az esetek többségében a feladatot vissza lehet vezetni egy olyan útkeresésre amely a kezdőállapotból indul és a célállatpotban fejeződik.be. Az összes cselekvés közül azt keressük amely a célállapotig vezet.
A fejezet az általános technikák bemutatásával kezdődik. Ezek legnagyobb része általános algoritmusok amelyek gyakran jelentkeznek más számiitástechnikai területeken is. Külön figyelmet fogunk szentelni a gráfelméletnek, mert leggyakrabban éppen a gráfokon fogjuk végezni a keresést.
A jobb érthetőség miatt az alapvető algoritmusokkal való ismerkedést egy térkép-útkeresésen mutatjuk be. Ezután bemutatjuk hogyan lehet ezeket a módszereket alkalmazni egyszerű keresési feladatoknál, és milyen speciális algoritmusok léteznek amelyeket a tervezésnél vagy a játékelméletnél lehet használni.
1.2. Keresőtechnikák
Feltételezzük, hogy egy városban egy utat keresünk amely elvezet minket a kiivánt célig. Ez az 1.1. ábrán van bemutatva.

A keresés könnyiitéséhez a következő megkötéseket vezetjük be: minden úton csak egyszer haladhatunk végig, és ha véletlenül a parkhoz jutunk, onnan nincs visszaút. 

Feltételezzük hogy kezdetben a könyvtárnál állunk (kezdőállapot), és az egyetemig szeretnénk eljutni (célállapot). Ebben az esetben az egyes helyek a feladat állapotai. Rögtön észrevehetjük, hogy az egyetlen út a kórház és az újságárus mellett vezet, de felvetődik a kérdés hogy hogyan végezzünk szisztematikus keresést, különösképpen akkor ha az adottnál összetettebb térképünk van.
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1.1. ábra Egyszerű keresés: Az út felkutatása a térképen
Ilyen egyszerű példa esetén,  az összes út szisztematikus és teljes keresését is elvégezhetünk. Szisztematikusan ellenőrizhetjük az összes egyéni állapotot amelyben a kezdőállapotból juthatunk amiig meg nem találjuk a helyes útvonalat amely elvezet a célig. Az állapotok összessége képezi a keresési teret. Ha a  keresési tér kicsi, használhatunk aránylag egyszerű keresőalgoritmusokat amelyek az összes utat ki fogják próbálni. Ezeket az algoritmusokat szisztematikus, informálatlan vagy vak keresőtechnikáknak nevezzük. Tipikus képviselőjük a mélységi és a szélességi keresés. Összetettebb feladatok esetében a keresési tér túl nagy ahhoz hogy kimeriitő keresést lehessen végezni mert túl nagy a kivizsgálandó állapotok száma. Ekkor lehetetlen minden állapotot kivizsgálni elfogadható időn belül. Ilyen feladatok esetében heurisztikát (hasznos szabályt) kell alkalmazni: ezek a módszerek becsülik, hogy melyik út fog leggyorsabban a megoldáshoz vezetni. A heurisztikákkal egy későbbi fejezetben fogunk foglalkozni.
1.3. Gráfok és fák
A most bemutatásra kerülő keresőtechnikák nagyon általánosak, és szinte minden feladat megoldására alkalmazahtók. Szükségünk van egy absztrakt módszerre mellyel a keresőalgoritmusokat oly módon reprezentálhatjuk, hogy ne legyen szükség új módszer kidolgozására minden új feladatnál. Erre szolgálnak a gráfok. 
Az 1.2. ábráról látszik hogy különböző megnevezések vannak a gráfok és fák használatánál. A gráf csomópontok, vagy ciimkézett csomópontok halmazával rendelkezik melyeket ágak (vonalak, élek) kötnek össze. Az ágak lehetnek irányiitottak (nyilak) vagy nem irányiitottak. Utód alatt azt a szomszédos csomópontot értjük amelyig az adott csomópontból egy ágon keresztül juthatunk el. A gráfban az út olyan csomópontok sorozata amelyben a kezdeti és a végső csomópont ágakkal  van összekötve (például A-B-E). A hurok nélküli gráfokban nincs hurok, illetve olyan út melynek kezdő és végső csomópontja megegyezik.
[image: image2.jpg]I






[image: image3.jpg]A

Ie





Címkézett gráf
Irányított gráf
[image: image4.jpg]A






[image: image5.jpg]




Hurkos irányított gráf


Fa
1.2. ábra. Gráfok és fák
A fa olyan speciális gráf melynél minden csomópontig csak egy út vezet, és általában létezik egy csomópont melyet gyökérnek nevezünk, és a fa csúcsán helyezkedik el. A fa ágai mindig irányiitottak (a nyilakat ki lehet hagyni ha egyértelmű, hogy fáról van szó). A csomópontok közötti viszonyok a családfa megnevezéseiből erednek. Az A csomópont a B és F csomópontok szülője (B és F csomópontok az A csomópont utódja). B és F csomópontok testvérek. Az A csomópont az összes többi csomópont elődje, az összes csomópont pedig az A csomópont utódja. Az utód nélküli csomópontokat (például C vagy I) leveleknek nevezzük.
Az 1.3. ábra az 1.1. ábra absztraktabb változata (a további szövegben keresőfa néven fogunk rá hivatkozni). A fa gyökerének a k kezdőállapotot fogjuk tekinteni, és ez lesz minden keresés kezdeti csomópontja. Ennek a csomópontnak két utódja van: i és h. A kórháznak (h) két utódja van, mivel innen két út vezet a park (p) és az újságárus (ú) felé. 
Ezek a jelölések bevezetése után, ahelyett hogy a könyvtártól keresnénk az  utat az egyetemig, azt mondhatjuk, hogy a k kezdeti csomóponttól keressük az utat az e célcsomópontig. Ugyanez a gráf/fa reprezentáció és megnevezés használható sok más feladatnál is.
1.4. Egyszerű keresőtechnikák: szélességi és mélységi keresés
A két legegyszerűbb keresőtechnika a mélységi és a szélességi keresés. Ezeket a technikákat legegyszerűbben egy fa bejárásával lehet bemutatni.

A két emliitett keresőtechnika a fa csomópontjait különböző sorrendben  járja be, de végül mind a két módszer a fának az összes csomópontját be fogja járni. Az algoritmus mind a két esetben egy olyan listát használ amely a már meglátogatott csomópontokat tartalmazza, és amelyeket továbbra is nyilván kell tartani (mert az utódokat még nem fejtettük ki).
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1.3. ábra. A probléma reprezentációja keresőfával
Ezt a listát feladatok listájának (agenda), vagy adatbázisnak nevezzük. Mi a továbbiakban az adatbázis megnevezést fogjuk használni.
1.5. Szélességi keresés
A szélességi keresésnél a csomópontok látogatásának a sorrendje a következő: először k, utána i, h, gy, p, ú, e, t. Először az 1 hosszúságú utakat vizsgáljuk, utána a 2 hosszúságúakat, és iigy tovább. Ez az 1.4. ábrán van bemutatva.
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1.4. ábra. Szélességi keresés
A szélességi keresés adatbázisként egy sorozatot használ. A sorozat egy speciális lista amelyben az új csomópontokat mindig a lista végére adjuk hozzá, miig a csomópontokat csak a lista elejéről törölhetjük. Kezdetben a lista csak a kezdeti állapotot tartalmazza (például [k]). A keresés minden lépésében eltávoliitjuk a sorozat első elemét, utódjait pedig a lista végére adjuk hozzá. Ezt az eljárást addig ismételjük amiig az első elem lesz a célállapot, vagy a sorozat ki nem ürül. Ha a sorozat első eleme a célállapot, az algoritmus sikeres volt, és leáll. Ellenkező esetben a keresés sikertelen.
A mi esetünkben, a keresés a következőképpen néz ki:

 [k]

k-t kivesszük a sorozatból és meghatározzuk az utódait. Ezek az i és h csomópontok. Ezeket a csomópontokat a sorozat végére helyezzük, miután a sorozatnak a következő alakja lesz:
 [i, h]

A következő lépésben a i-t vesszük ki a listából, és utódait a lista végére helyezzük:
 [h, gy]

h-nak két utódja van, ezek a park (p) és az újságárus (ú). Ezek is a lista végére kerülnek:
 [gy, p, ú]

A gyárnak (gy) nincs utódja (a gyárnál zsákutca van), úgyhogy amikor kitöröljük a gy csomópontot semmit se adunk hozzá a lista végére. Ugyanez a helyzet a p csomóponttal is (park). Ezután a listában csak az ú marad:
 [ú]

Az ú csomópontnak két utódja van, ezeket a lista végéhez adjuk (töröljük az ú csomópontot):
[e, t]

Mivel a kiivánt célállapot az egyetem (e), és mivel e a lista elején van, az algoritmus alapján tudjuk, hogy megtaláltuk a megoldást.
Az algoritmus pszeudokódjának a következő lépései vannak:
1. Kezdetben lista = [kezdőállapot] és a van_megoldás logikai változó= FALSE.

2. WHILE a lista nem üres, és a van_megoldás logikai változó= FALSE, DO:

a. A listából eltávolítani az első csomópontot (N).

b. Ha N a célállapot, akkor van_megoldás = TRUE.

c. Megtalálni az N csomópont összes utódját, és a lista végére helyezni őket.
A leiirt algoritmus csak a van_megoldás marker értékét helyezi TRUE-ra abban az esetben ha megtalálja a célállapotot. Az algoritmust aránylag egyszerűen ki lehet bőviiteni úgy, hogy a megoldáshoz vezető útvonalat is tárolja (amennyiben az létezik).
1.6. Mélységi keresés
A mélységi keresés a következő szisztematikus keresőalgoritmus amely a csomópontok közti útvonal keresésére szolgál. Mélységi keresésnél addig haladunk egyre mélyebbre amiig zsákutcába nem kerülünk. Ezután visszalépünk, hogy az alternatiiv útvonalakat is kipróbáljuk (ezért hiivják ezt az algoritmust még visszalépéses algoritmusnak is, backtrack). A mélységi keresés a csomópontokat a következő sorrendben fejti ki: először k, majd i, gy, h, p, ú, e, t. A sorrend az 1.5. ábrán van bemutatva.
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1.5. ábra. Mélységi keresés
A keresőalgoritmus nagyon hasonliit a szélességi kereséshez, az egyetlen különbség abban van, hogy nem listát hanem vermet használunk, ezért a csomópontok hozzáadása és törlése csak a veremtár elején lehetséges.

Mind a szélességi, mind a mélységi keresés nagyon egyszerű algoritmusok, és meg fogják találni a megoldást ha az létezik (és ha a keresőfa véges). Egyes esetekben az egyik, egyes esetekben a másik módszer találja meg hatékonyabban a megoldást. Az algoritmus kiválasztásánál több kritériumot kell figyelembe venni:
· Ha a legrövidebbb útvonalat keressük, lehet hogy a szélességi keresés jobb opció mert először a rövidebb útvonalakat találja meg.
· Ha a legfontosabb kritérium, hogy minél kevesebb memóriát használjunk, a mélységi keresést kell használni mert jelentősen kevesebb memóriát foglal. 

· Ha a megoldásig a legrövidebb időn belül szeretnénk eljutni, akkor nem egyszerű kiválasztani a megfelelő keresőmódszert. Lehet hogy a mélységi keresés gyorsabb lesz, de csak abban az esetben ha sok olyan út van amely a célig vezet, és ezek közül mindegyik aránylag hosszú. A szélességi kereső akkor gyorsabb ha létezik rövid út a célig, a keresőtér pedig mély és nagy (a többi út hosszú, és sok állapot van).
A mélységi és a szélességi keresésnek is számtalan változata van melyeket az adott helyzetekben alkalmazhatunk. Például meghatározhatunk egy mélységkorlátot, és ha ezt a mélységet elérjük, a keresést visszafelé folytatjuk.
1.7. Heurisztikus keresés
Eddig két olyan keresőalgoritmussal ismerkedtünk meg melyet az egész keresőtér felkutatására használhatunk. Legtöbb esetben azonban nem alkalmas az egész keresőteret felkutatni. (például ha a keresőtér túl nagy). Képzeljük el, hogy Londonban az összes utat felkutatjuk 300 kilométeres körzetben ahhoz hogy megtaláljuk az utat az ismerősünkig aki Manchesterben lakik. Abban az esetben amikor a keresőtér túl nagy, egy olyan függvényt hozunk létre amely fel fogja becsülni hogy melyek az alkalmasabb utak és csomópontok. Így kezdetben azokat a csomópontokat fejtenénk ki amelyek a függvény szemszögéből alkalmasabbak, azok a csomópontok viszont amelyek rosszabbnak tűnnek, csak később kerülnének kifejtésre. Azokat a keresőalgoritmusokat amelyek ilyen kiértékelő függvényeket használnak, heurisztikus keresőalgoritmusoknak nevezzük.
A heurisztikus keresőtechnikák alapötlete az, hogy az összes útvonal kipróbálása helyett, csak azokra koncentrálunk amelyek nagy valósziinűséggel elvezetnek bennünket a célig. Általános esetben nem lehetünk biztosan abban, hogy közelebb kerültünk-e a célhoz, lehet hogy a célig egy komplikált kerülőút vezet. A heurisztika abban segiit, hogy jó becsléseket végezzünk.
A heurisztikus keresőalgoritmusok alkalmazásához szükségünk van egy kiértékelő függvényre amely a csomópontokat annak alapján fogja becsüni, hogy milyen messzinek tűnnek a célállapottól. Ez csupán egy becslés, de ez a becslés nagyon hasznos lehet. Ha például két város között keressük az utat, kiértékelő függvényként az aktuális város és a cél közötti légvonalban mért távolságot használhatjuk. Ily módon, előbb azokat az utakat tárjuk fel amelyek látszólag korábban a célig vezetnek, csak később kerülnek kifejtésre azok a csomópontok amelyek távolodnak a céltól. De lehet hogy ez a stratégia nem válik be, mert megtörténhet, hogy nem létezik közvetlen út az aktuális város és a cél között, és először el kell távolodni a céltól ahhoz, hogy az igazi utat megtaláljuk. 
Nagyszámú heurisztikus keresőalgoritmus létezik. Ebben a fejezetben három algoritmust fogunk részletesen feldolgozni: a hegymászó algoritmust, először a legjobbat (best first), és az A* algoritmust. Feltételezzük, hogy a keresést keresőfa segiitségével fogjuk végezni (nem keresőgráfban, tehát nincsenek hurkok).
1.8. Hegymászó algoritmus
Ennek az algoritmusnak az alapötlete, hogy minden következő lépésben közeeledjünk a legjobb utód felé (de csak abban az esetben ha az utód ”jobb” az aktuális állapotnál). Amint az 1.1. ábrán láttuk, ha az a feladatunk, hogy eljussunk a kórháztól a templomig, és mehetünk az újságárus és a park felé is, akkor az algoritmus alapján az újságárus felé kell haladnunk mert az újságárus közelebb van a templomhoz mint a kórház vagy a park. Az algoritmusnak a következő menete van:
1. Kezdetben az aktuális állapot = kezdőállapot.
2. WHILE az aktuális állapot KÜLÖNBÖZIK a célállapottól, VAGY amiig az aktuális állapot változik, a következőt DO:

· Határozd meg az aktuális állapot utódait, és a kiértékelő függvény alapján minden utódhoz rendelj egy megfelelő értéket.
· Ha valamelyik utódhoz olyan érték van hozzárendelve amelyik jobb az aktuális állapotnál, akkor az új aktuális állapot az az utód lesz, amelyik a legnagyobb értéket kapta. 
Észrevehetjük, hogy az algoritmus nem fogja kipróbálni az összes csomópontot és útvonalat, iigy a kifejtésre váró csomópontokat nem gyűjti egy listába, hanem csak az aktuális csomópontot jegyzi meg. Ha a keresőtérben hurkok is vannak, a hegymászó algoritmus biztosan nem fog “beakadni“.
A hegymászó algoritmus akkor fog befejeződni ha az aktuális csomópontnak nem lesz magánál jobb utódja. Ez a korlátozás sűrűn jelentős gondot okoz. Feltételezzük, hogy a térképen a könyvtártól az egyetemig szeretnénk eljutni, kiértékelő függvényként pedig a légvonalban mért távolságot használjuk. Ekkor kezdetben az aktuális állapot a könyvtár volna, utána a kórház következne, majd végül a park (mivel ez az út az egyetemhez közelebb visz bennünket mint az újságárushoz vezető út). Itt viszont zsákutcába jutunk, és biztosan nem fogjuk megtalálni azt a csomópontot amelyik még közelebb hozna bennünket az egyetemhez. Ebben a konkrét esetben az algoritmus kudarccal végződik. Ugyanez történne abban az esetben is ha az 1.6. ábrán a könyvtártól a parkig próbálnánk eljutni. Ebben az esetben az iskoláig jutottunk volna, de itt kénytelenek lennénk megállni mert nincs olyan csoomópont amelyik a parkhoz közeliitene.
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1.6. ábra. A hegymászóalgoritmus korlátját szemléltető térkép
A fent leiirt probléma a keresőtérben megjelenő lokális makszimumok miatt jelentkezik. A lokális makszimumok olyan pontok amelyek jobbak a saját szomszádaitól, de mégsem a feladat megoldásai. Ha kis mértékben megváltoztatjuk az algoritmust, a lokális makszimumok problémáját részben ki lehet küszöbölni. Az egyik lehetséges megoldás, hogy engedélyezünk egy meghatározott számú lépést visszafelé, vagyis megjegyezzük az utat amelyen visszaléphetünk ha az aktuális útvonal tévesnek bizonyul (backtracking). A másik módszer, hogy enyhiitünk azon a szabályon mely szerint csak olyan csomópontok felé haladhatunk amelyek jobbak az aktuálisnál: lehet hogy a következő csomópont jobb lesz az aktuálisnál. A felsorolt algoritmusok közül egyik sem tökéletes. Az általános hegymászóalgoritmust a feladatoknak csak egy szűk osztályára lehet használni ahol preciiz kiértékelőfüggvényünk van (amely felbecsüli a céltól való távolságot).
1.9. Legjobbat először tiipusú keresés (best first search)

A legjobbat először tiipusú keresés részben a hegymászó algoritusra hasonliit, mert ennél a módszernél is kiértékelő függvényt használunk, és minden lépésben a legjobb értékű csomópont felé haladunk. Ennek ellenére, ez a keresőalgoritmus sokkal alaposabb mert az összes útvonalat kipróbálhatja. Az algoritmus azoknak a csomópontoknak a listáját használja amelyeket még ki kell vizsgálni (akárcsak a szélességi és a mélységi keresésnél), de ezekkel az algoritmusokkal ellentétben ahol a csomópontokat vagy a lista elejére/végére adhatjuk hozzá, és a lista végéről törölhetjük, a legjobbat először minden lépésben a legjobb csomópontot választja a listáról (ez a legnagyobb értékű csomópont). A legjobb csomópont kiválasztása után kiértékeljük az utódjait (számértéket rendelük hozzájuk), és az adott csomópontokat hozzáadjuk az adatbázishoz. Az algoritmusnak a következő menete van:
1. Kezdetben adatbázis = [kezdőállapot]

2. WHILE adatbázis nem üres DO

a. Az adatbázisból válaszd ki a legjobb csomópontot.

b. Ha a kiválasztott csomópont a célcsomópont, akkor a keresés befejeződött.
c. Ellenkező esetben, megkeressük a kiválasztott csomópont utódait. Minden utód-csomóponthoz a kiértékelő függvény alapján értéket rendelünk, és a leosztályozott csomópontokat visszahelyezzük az adatbázisba.
Feltételezzük, hogy a keresést az 1.7. ábrán bemutatott keresőfán végezzük. Az egyes csomópontokból induló ágak az adott csomópontok utódjaihoz vezetnek. Minden csomópont saját ciimkével rendelkezik  (például B:5), ami a csomópont nevét (B), és az adott csomóponttól a célig becsült útköltséget (5) jelöli.
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1.7. ábra. Legjobbat először tiipusú keresés (best first)

Feltételezzük, hogy G a célcsomópont. Ha ebben a keresőfában szélességi keresést végeznénk, a csomópontokat a következő sorrendben kellene kifekteni: A, B, C, D, E, F, G. Mélységi keresés esetén a sorrend A, B, D, E, G volna. Egyik esetben sem vettük figyelembe a csomópontok értékét. Egyszerű hegymászó algoritmussal sose találnánk meg a megoldást (az algoritmus beragadna a C lokális makszimumba). A legjobbat először tiipusú keresés esetén a csomópontok kifejtésének sorrendje: A, C, B, E, G. Gyakorlásként ellenőrizhetjük, hogy az algoritmus valóban ilyen sorrendben kezeli a csomópontokat.
Ha megfelelő kiértékelőfüggvényt választunk, akkor a legjobbat először tiipusú keresés jelentősen csökkenti a kivizsgált csomópontok számát. Lehet hogy nem fogjuk megtalálni a legjobb megoldást (preciizen fogalmazva, nem biztos, hogy az első megtalált megoldás lesz a legjobb), de ha létezik megoldás akkor az algoritmus azt biztosan meg is fogja találni, és jó esélyünk van arra is, hogy a megoldást gyorsan megtaláljuk. Ha a kiértékelő függvény nem megfelelő, akkor nincs semmilyen előnyünk az egyszerűbb algoritmusokkal szemben (mélységi- és szélességi keresés). Ha a kiértékelő függvény túlságosan ”igényes” (a kiértékelés túl hosszú ideig tart), akkor a csökkentett számú kivizsgálással megspórolt idő elveszhet a hosszadalmas kiértékelés miatt.
1.10. A* algoritmus
Az előző fejezetben megismert legjobbat először algoritmus ugyan hasznos lehet, de a következő kifejtésre kerülő csomópont meghatározásánál nem használja azt az adatot hogy mekkora utat tettünk meg az adott csomópontig. Ezért nem biztos, hogy a megtalált megoldás jó lesz. Az A* algoritmus a legjobbat először algoritmus egy változata, amely olyan megoldást próbál találni ahol a teljes úthossz költsége minimális (a ”költség” fogalomnak általános jelentése van, a térkép esetén távolságot is jelölhet).
Az A* algoritmusnál a kiértékelő függvény két részből áll. Az első komponens azon az értéken alapszik amely a kezdeti csomóponttól (a kezdőállapotnak felel meg) az aktuális csomópontig megtett útnak felel meg. A kiértékelő függvény másik komponense az útköltséget becsüli az aktuális állapottól a célállapotig. A két komponens összege adja a kiértékelő függvény értékét. A kiértékelő függvény egyes komponenseit súlyozni is lehet. A kiértékelő függvény a teljes útköltséget becsüli a kezdőcsomóponttól a célcsomópontig amely az aktuális csomóponton keresztül vezet. Ha g-vel jelöljük az útköltséget a kezdeti csomóponttól az aktuális csomópontig, h-val pedig a becsült útköltséget az adott csomóponttól a célcsomópontig, akkor a teljes becsült költség:
f = g + h
Az A* algoritmus elvben nem különbözik az egyszerű legjobbat először algoritmustól, csak összetettebb kiértékelő függvényt használ. (A legjobb csomópontnak lesz a legkisebb értéke). Ahhoz, hogy érzékeljük hogy mit nyertünk az A* algoritmussal, nézzük meg az 1.8. ábrát, ahol az egyes utódokig vezető ágak az egyes útvonalak költségét jelentik az adott szülőtől, miig a csomópontok mellett szereplő értékek a célig becsült költséget jelölik.
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1.8. ábra. A* keresés
Ha az először legjobbat algoritmust használtuk volna, a csomópontok kifejtésének sorrendje a következő volna: A, B, D, E, F. Ha a célállapot F, akkor egy nem túl jó megoldást találunk. Ennek a megoldásnak a költsége 13 (2+4+3+4). Ha A* algoritmust használunk, akkor az algoritmus a csomópontokat a következő sorrendben fejti ki: A, B, C, G, F’, és a célig vezető költség minimális (7). Az A* algoritmus garantálja, hogy a legrövidebb utat fogja megtalálni ha a h nem becsüli túl az útköltséget az aktuális csomóponttól a célig. 
1.11. Problémamegoldás kereséssel
Eddig néhány keresőalgoritmussal ismerkedtünk meg, de még nem tudjuk hogyan használjuk őket konkrét problémamegoldás esetén. A keresőtechnikákat általában olyan cselekvéssorozatok meghatározására használjuk amelyek a kezdőállapottól a célállapotig vezetnek. “Cselekvés“ alatt érthetünk mozgást (ha például az A városból szeretnénk a B városba eljutni, vagy ha egy tárgyat szeretnénk az asztalra tenni), de ennél sokkal absztraktabb dolgokra is vonatkozhat mint például tételbizonyiitási lépések.

Ebben a fejezetben bemutatjuk, hogy milyen egyszerű keresőtechnikákat használunk különféle feladatok megoldására, és miként reprezentálhatjuk a cselekvéseket. Azután bemutatjuk hogyan lehet az elvet kibőviiteni összetettebb tervezési problémákra. Végül meg fogunk ismerkedni a kétszemélyes játékokkal ahol a keresőtérben ellenséges (saját céllal rendelkező) ágens is van.
Az eddig megismert módszereknél, a keresőtérben minden csomópont a feladat egyik állapotának formális leiirása. Egy kétszemlélyes játéknál például, ez egy táblaállásnak felel meg. Az aktuális csomópontok utódai azok az állapotok lehetnek melyet az adott állapotból egy cselekvéssel érhetünk el (például a játék egy lépése). A keresőteret még állapottérnek is nevezzük mivel az összes elérhető állapotot tartalmazza.
1.12. Állapottéri keresőtechnikák
Az egyszerű állapottéri keresőtechnikákat (a keresőtér minden csomópontja a feladat egy állapotát képviseli) olyan példákban használjuk amelyek az intelligeniatesztekre hasonliitanak. Erre egy példa a kancsó-feladat lehet:
Adott két kancsó: egy 4 literes és egy 3 literes. Az egyik kancsón sincs jelölés. Adott még egy csap melyen keresztül tölthetjük a kancsókat. A feladat a 4 literes kancsóba pontosan 2 litert tölteni.

A feladott problémára először azt kell eldönteni hogy fogjuk reprezentálni a probléma egyes állapotait (például mennyi viiz van a kancsókban), mi lesz a kezdeti állapot és a végállapot, és hogyan fogjuk reprezentálni a végrehajtható cselekvéseket. 

	1.
	Megtöltjük a 4 literes kancsót.
	{X, Y} →{4, Y}

	2.
	Megtöltjük a 3 literes kancsót.
	{X, Y} →{X, 3}

	3.
	A 4 literes kancsót kiüriitjük a 3 literesbe. 
	{X, Y} →{0, X+Y} {ha X+Y≤3}

	4.
	A 3 literes kancsót kiüriitjük a 4 literesbe. 
	{X, Y} →{X+Y, 0} {ha X+Y≤4}

	5.
	Feltöltjük a 4 literes kancsót a 3 literesből.
	{X, Y} →{4, X+Y–4} {ha X+Y>4}

	6.
	Feltöltjük a 3 literes kancsót a 4 literesből.
	{X, Y} →{X+Y–3, 3} {ha X+Y>3}

	7.
	Kiüriitjük a 3 literes kancsót.
	{X, Y} →{X, 0}

	8.
	Kiüriitjük a 4 literes kancsót.
	{X, Y} →{0, Y}


1.9. ábra. A kancsó-feladat lehetséges cselekvései
Ennek a logikai játéknak az alapja egy egyszerű megoldástér ahol az egyes állapotokat egy számpárral reprezentálunk amelyik azt fejezi ki, hogy mennyi viiz van a kancsókban (például a {4, 3} számpár azt fejezi ki, hogy a négy literes kancsóban 4 liter, a 3 literes kancsóban pedig 3 liter viiz van). A kezdőállapot {0, 0}, a célállapot pedig {2, P}, P értéke akármennyi lehet. Csupán néhány lehetséges cselekvés létezik (például megtöltjük a 4 literes kancsót), és ezeket 8 szabállyal jellemezhetjük melyek azt fogják megmutatni hogyan változik a probléma állapota az egyes cselekvések végrehajtásának eredményként. A cselekvések az 1.9. ábrán vannak felsorolva. 

Például az {X, Y} → {X, 0} cselekvés azt jelöli, hogy olyan állapotból indulunk amelyben a nagyobb kancsóban X liter viiz van, a kisebb kancsóban pedig Y liter viiz, a cselekvés után a nagyobb kancsó tartalma nem változott, a 3 literes kancsót pedig kiüriitettük. Ha az operátornak feltétele is van (például X+Y≤3, a cselekvést csak akkor hajthatjuk végre ha a feltétel ki van elégiitve). A keresés során csak azokat a cselekvéseket fogjuk figyelembe venni amelyek megváltoztatják az aktuális állapotot.
Ilyen feladatok megoldásánál a cselekvések közül csak azokat vesszük figyelembe amelyek hasznosak a feladatmegoldás szempontjából. A megoldáshoz biztos nem jutnánk el hamarább ha egy tetszőleges viizmennyiséget kiöntenénk mert utána nem tudnánk hogy melyik állapotban vagyunk. A programozó legnehezebb feladata a feladat reprezentációjának a meghatározása, illetve az algoritmus kiválasztása.

Most a már korábban megismert keresőtechnikákat fogjuk alkalmazni. Ebben az esetben az “utód“ fogalma kevésbé világos mint a térkép-keresésnél. Az összes cselekvést le kell ellenőriznünk, és ki kell választanunk azokat amelyek az adott állapotból végrehajthatók. A keresőfa egyes csomópontjai egy-egy állapotot reprezentálnak (például {2, 3}).
Mindez világosabb lesz ha elkezdjük megoldani a feladatot. Mélységi keresést fogunk alkalmazni, az adatbázisban a kezdőállapottól a végállapotig a teljes útvonalat fogjuk őrizni. Ez a megoldás jobb mintha csak az aktuális állapotot őriznénk. A keresés folyamán minden lépésben a hurkokat is ellenőrizni fogjuk. Abban az esetben ha olyan állapotba kerülünk amelyben már voltunk, azt az utat nem fogjuk tovább fejteni. Természetesen a mélységi keresésen kiivül más technikákat is lehet alkalmazni.

Kezdetben mind a két kancsó üres, iigy a kezdőállapot {0, 0}, az adatbázis pedig [[{0, 0}]]. A szögletes zárójelek szükségesek, mivel a {0, 0} az aktuális állapot, az útvonal amely tartalmazza ezt az állapotot [{0, 0}], az adatbázis pedig [[{0, 0}]] (azokank az útvonalaknak a listája amelyekből a célállapotba lehet jutni).
A célállapot {2, P}, a P értéke akármennyi lehet. A keresést úgy kezdjük, hogy az adatbázisból kivesszük az első útvonalat és megkeressük a lehetséges bőviitéseket. Az útvonal bőviitése olyan útvonal melynek kezdete megegyezik az eredeti útvonaléval, de a végén hozzá van adva még egy csomópont amely az útvonal utolső csomópontjának az utóda (successor). Több lehetséges útvonal létezhet.
A kezdőállapotból két lehetséges cselekvést hajthatunk végre. Vagy a 4 literes, vagy a 3 literes kancsót fogjuk megtölteni. A kezdőállapot lehetséges utódai a {4, 0} és {0, 3} állapotok. Ezután az adatbázisnak a következő alakja van:

adatbázis = [[{0, 0}, {4, 0}], [{0, 0}, {0, 3}]]
A {4, 0} állapotból  a keresést a 2, 6 és 8 cselekvésekkel folytathatjuk (táblázat). Az új lehetséges állapotok {4, 3}, {1, 3} és {0, 0}. Észrevehetjük, hogy a {0, 0} állapot egy megismételt állapot, ennek az állapotnak a kiválasztásával hurok keletkezne. Ezérta {0, 0} állapotot nem vesszük figyelembe. Ezután az adatbázisnak a következő alakja van:

adatbázis = [[{0, 0}, {4, 0}, {4, 3}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

Ezután a {4, 3} állapotból a 7. és a 8. cselekvéssel folytathatjuk (táblázat). A 7. cselekvés visszavinne bennünket a {4, 0} állapotba, ezért ezt az útvonalat nem fejtjük tovább. A 8. cselekvés a {0, 3} állapotba vezet, az adatbázis első eleme a [{0, 0}, {4, 0}, {4, 3}, {0, 3}] útvonal lesz. A {0, 3} állapotból a {3, 0}, {4, 3}, {0, 0} állapotok egyikébe folytathatjuk utunkat. Ezek közül csak a {3, 0} új, iigy az adatbázisnak a következő alakja lesz:
adatbázis = [[{0, 0}, {4, 0}, {4, 3}, {0, 3}, {3, 0}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

A {3, 0} állapotból a {0, 3}, {0, 0} vagy {3, 3} állapotok felé folytathatjuk utunkat, ezek közül csak egy új állapotunk van, ez a {3, 3}.

adatbázis = [[{0, 0}, {4, 0}, {4, 3}, {0, 3}, {3, 0}, {3, 3}],

   [{0, 0}, {4, 0}, {1, 3}], [{0, 0}, {0, 3}]].

A {3, 3} állapotból csak az 5. cselekvés az amelyik nem megismételt állapotba vezet ({4, 2}). Ebben a lépésben a kisebb kancsóban a kiivánt viizmennyiség van, de a feladat feltétele szerint a két liter viiz a nagyobb kancsóban kell hogy legyen. A {4, 2} állapotból az egyetlen cselekvés a 8., amely a {0, 2} állapotba vezet (kiöntjük a vizet a nagyobb kancsóból). A 4. (egyetlen lehetséges) cselekvéssel a célállapotba érünk (a nagyobb kancsóban két liter viiz van). A megoldás keresőfája az 1.10. ábrán van bemutatva. Az ágak melletti számok a végrehajtott cselekvést jelentik.
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1.10. ábra. A kancsó-feladat keresőfája
A keresőfa alapján a megoldást szavakkal is leiirhatjuk: megtöltjük a 4 literes kancsót, a 4 literesből megtöltjük a 3 literes kancsót, kiöntjük a 3 literes kancsó tartalmát, a 4 literesből az 1 litert átöntjük a 3 literesbe, megtöltjük a 4 literes kancsót, a 4 literesből 2 literrel feltöltjük a 3 literest, végül pedig kiöntjük a 3 literes kancsó tartalmát.
Az adott algoritmus szisztematikus, de logikus következtetéssel beláthatjuk hogy nem a legrövidebb. Gyorsabb megoldás lenne előbb a 3 literes kancsót feltölteni ({0, 3} állapot), ezután pedig folytatni ahogy az algoritmus előrelátja.

Mivel kezdetben figyelmesen formalizáltuk a problémát, és kizártuk azokat a cselekvéseket amelyek olyan állapotba vezettek amelyben már voltunk, nem kellett túl sokat keresni. Ez az egyszerű példa is elegendő ahhoz, hogy megismerkedjünk a keresőtechnika alkalmazásával. Meg kellett határozni hogyan reprezentáljunk egy állapotot, meg kellett határozni hogy melyek a lehetséges cselekvések, és szisztematikusan le kellett ellenőrizni az összes lehetséges cselekvést ahhoz hogy megtaláljuk a célig vezető utat.

A kancsó-feladat esetében nem volt szükség heurisztikus keresés alkalmazására – a keresőtér annyira kicsi, hogy nem okoz gondot rövid idő alatt az összes állapotot kivizsgálni. Erre a feladatra nagyon nehéz volna megfelelő kiértékelő függvényt találni. Ha a feladat célja hogy a kancsóban két liter viiz legyen, mennyire volnánk közel a megoldáshoz ha a kancsóban 1 vagy 3 liter viiz lenne? Sok feladatra jellemző ez a tulajdonság, hogy egy jobb állapotból előbb egy rosszabb állapotba kell visszatértnünk ha a megoldásig szeretnénk érni. A problémamegoldásnál a heurisztikus keresés gyakran hasznos, de még jobb ha a keresőtér csökkentése miatt figyelmesen formalizáljuk a feladatot, ekkor az egyszrű technikák is sikeresen elvezetnek a megoldáshoz.
1.13. Bonyolultsági problémák
Az eddig megismert keresőtechnikákat nagyszámú feladat megoldásához használhatjuk. Viszont, a mindennapi problémák megoldásánál gyakran nehézségekbe fogunk ütközni. Az egyik fő nehézség a feladat összetettsége. Szisztematikus keresés esetén (szélességi és mélységi keresés) nagyszámú csomópontot kell kivizsgálni amiig a megoldásig jutunk. Például, ha minden csomópontnak n utódja van, és ha a megoldás d mélységi szinten van, szélességi keresés esetén  nd csomópontot kell kivizsgálni. Ha n=20 és d=6, összesen 60 millió (!) csomópontot kell kivizsgálni. Megtörténhet, hogy a mélységi kereséssel több szerencsénk volna, és korábban jutunk el a megoldásig. Ha viszont a megoldás az első mélységi szinten van, a mélységi keresés több csomópont kivizsgálását igényelheti mint a szélességi keresés. A heurisztikus keresőtechnikák hasznosak lehetnek, de csak abban az esetben ha jó kiértékelő függvényt találunk.
A szisztematikus keresésnél fontos fogalom az elágazási tényező. Az elágazási tényező egy csomópont átlagos számú utódját fejezi ki a keresőtérben. Ha hatékony keresést szeretnénk, törődnünk kell azzal, hogy az elágazási tényező minél kisebb legyen. Az elágazási tényező attól is függ, hogy mennyire vagyunk képesek jól formalizálni a problémát. Állapottéri keresés közben az emberi intelligencia segiitségével is csökkenthetjük az elágazási tényezőt, ami annyit jelent, hogy nem vizsgáljuk azokat a csomópontokat amelyek nem a cél felé vezetnek. Az elágazási tényezőt úgy is csökkenthetjük ha helyesen választjuk ki a keresési irányt (a kezdőállapottól a cél felé, vagy a céltól a kezdőállapot felé keresünk). Ha egyiket a felsorolt módszerek közül sem lehet alkalmazni, kombinatorikus robbanással találjuk magunkat szemben. Túl sok csomópontot kell kivizsgálnunk, és minél mélyebben keresünk, a helyzet annál rosszabb lesz. Ez a fő ok amiért összetett feladatoknál az általános keresőtechnikák nem vezetnek megoldásra.
1.14. Játékok
Ebben a fejezetben a keresőtechnikák alkalmazását ismertetjük kétszemélyes játékok esetében. A játékot mindig két személy játsza, és mind a két játékos tisztában van a játék állapotával. Sok ismert játék tatozik ebbe az osztályba – sakk, dámajáték, go (két játékos játszik, és mind a kettő látja a helyzetet a táblán).
A játékok jelentősen különböznek azoktól a feladatoktól melyekkel eddig foglalkoztunk, mert a keresőtérben ellenfél is van aki próbálja meghiúsiitani terveinket. Annak ellenére, hogy mind a két játékos kidolgozhat egy nyerési stratégiát, az ellenfél olyan lépéseket tesz amely gátolja a játékos nyerését. Mind a két játékosnak szüksége van egy stratégiára amely  nyer, függetlenül az ellenfél lépéseitől.

A játékokat azok a feladatok közé sorolhatjuk amelyeket keresőfa segiitségével oldhatunk meg. A 11.1. ábra az amőba játék keresési fájának egy részét mutatja (a játék még iksz-oksz néven ismert). A játékosok felváltva lépnek (először az 1. játékos – O, majd a 2. játékos – X).
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1.11. ábra. Az amőba játék keresési fájának egy része
Az 1.12. ábra egy egyszerű fiktiiv játék teljes játékfáját mutatja. Amint látjuk, a győzelemig mindössze két lépésre van szükség. A játék lehetséges állapotai A–J ciimkékkel vannak jelölve. Felmerül a kérdés, hogy a játékosok melyik stratégia szerint válasszák ki  a megfelelő lépést? Mind a két játékos feltételezi (jogosan), hogy az ellenfél győzni akar. Ha az első játékos a B állapotot választja, a második játékos az F állapotba vezető lépéssel fog válaszolni (és nyerni). Ha az első játékos a C lépést választja, győzni fog függetlenül attól, hogy a második játékos melyik lépést választja. Végül pedig, ha az első játékos a D lépést választja, a második játékos akármelyik lépése biztosiitja neki a győzelmet. Az első játékos szemszögéből nincs kétség hogy a C lépést kell választani, mert ez az egyetlen állapot amely biztosiitja neki a győzelmet.
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1.12. ábra. Egy egyszerű játék keresőfája
1.15. Minimaksz eljárás
Teljes játékfában a következő módon találhatjuk meg az első játékos igazán jó lépéseit. Az első játékos győzelmét +10-zel jelöljük, vereségét –10 -zel, a döntetlent pedig 0-val. Ezután felfelé haladva meghatározzuk a feljebb álló csomópontok érékét. Az 1.13. ábra egy egyszerű játékfát mutat amelyen az emliitett feljebb álló csomópontok is meg vannak jelölve. Az E,F, G és H csomópontokban az első játékos lép. Ő a saját állapotát próbálja makszimalizálni. Az E, F és H csomópontokból az első játékos nyerő helyzetbe kerülhet, ezért ezek a csomópontok a +10 értéket kapják. A G állapotból az első játékos legjobb esetben döntetlent érhet el, ezért ennek a csomópontnak az értéke 0 lesz. Ezután a B és C csomópontokat figyeljük amikor a második játékos lép. A második játékos minimalizálni próbálja az első játékos nyereségét. A B és C csomópontokat minimalizáló, az E, F, G és H csomópontokat makszimalizáló csomópontokak nevezzük. B csomópontban, a második játékos akármelyik lépésére az első játékos fog nyerni. A B csomópont értéke az E és F csomópontok minimuma, de a második játékos vesztére ez az érték +10. A C csomópont értéke 0, mert a második játékos a G csomópontra is léphet, és az első játékost olyan állapotba kényszeriiteni amelyből nem győzhet. Az eddig elmondottak alapján, az első játékos nyugodtan mondhatja, hogy számára a legjobb lépés ha a B csomópontot választja, mert biztos hogy győzhet.
[image: image15.jpg]10 B 0 C
10 E 10 F O/G\ 10 H
I J K L M N O P
10 0 10 -10 -10 0 10 -10

Maksimiziramo vrednosti.

Na potem je 1. igrait
Minimiziramo vrednost.

Na potem je 2. igrail

Maksimiziramo vrednosti.

Ma potem je 1. igrait




1.13. ábra. Minimaksz eljárás keresőfája
A következő függvény rendel értékeket az egyes csomópontokhoz:

határozd meg a csomópont értékét:
· ha a csomópont levél-csomópont, a csomópont értékével kell visszatérni,
· ha a csomópont makszimalizáló, az utódok makszimális értékével kell visszatérni,
· ha a csomópont minimalizáló, az utódok minimális értékével kell visszatérni.
Az összes lépés értékének meghatározása után, az első játékos eldöntheti, hogy melyik lépést fogja választani. Kétszemélyes játékok esetébnen ezt az eljárást minimaksz eljárásnak nevezzük.
1.16. Alfa-béta nyesés
Létezik egy egyszerű trükk mellyel jelentősen javiitható a minimaksz eljárás hatékonysága. A trükk arra az ötletre támaszkodik, hogy ha már a számiitás felén kiderül, hogy egy adott ágon nem jutunk el a megoldásig, akkor nincs szükég azt az ágat tovább fejteni.

Például ha a programozási nyelvek utasiitásait vizsgáljuk, és ha a “HA A>5 VAGY B<0“ kifejezést értékeljük, és ha tudjuk hogy a kifejezés első feltétele teljesiitve van (A>5), akkor felesleges kivizsgálni, hogy a kifejezés második része igaz-e. Hasonlóan, ha a “HA A>5 ÉS B<0“ kifejezést értékeljük, felesleges kivizsgálni a kifejezés második részét ha a kifejezés első része hamis.

Próbáljuk megvizsgálni ezt a technikát az 1.13. ábra segiitségével. Feltételezzük, hogy ismerjük a B csomópont értékét. Mivel az első játékos makszimalizálni próbálja a saját értékét, a C csomópont kiértékelése nélkül is tudjuk, hogy az értéke legalább 10 lesz. Ez azt jelenti, hogy az A csomópont értéke legalább 10 lesz. Feltételezzük, hogy ismerjük a G csomópont értékét is. A második játékos minimalizálni próbálja az első játékos értékét, ezért a C csomópont értéke legfeljebb 0 lehet. Ennek alapján beláthatjuk, hogy nincs értelme meghatározni a H csomópont értékét, mert nem lesz kihatással az A csomópont értékére. Feltételezzük, hogy a H csomópont értéke kisebb mint 0. Ez megváltoztatná a C csomópont értékét, de az A csomópont értéke továbbra is 10 lenne, tehát nem változna. Vizsgáljuk ki hogy mi történne ha a H csomópontnak az értéke nagyobb (vagy egyenlő) lenne mint 0. Akkor a C csomópont értéke nem változna, ezért nem változna az A csomópont értéke sem. Ez az 1.14. ábrán van bemutatva. Arra a következtetésre jutottunk, hogy a H csomópont változásának nincs kihatása a keresőfára, ezért a keresőfa H csomópont alatti részét el lehet hanyagolni (X). 
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1.14. ábra Az alfa-béta vágást használó játék keresőfája
Az alfa-béta nyesés állandóan követi a felső és az alsó határok értékét, és ennek függvényében próbálja spórolni a végrehajtandó műveleteket. Tudjuk, hogy egy makszimalizáló csomópont értéke legalább annyi lehet amennyi az eddig kivizsgált utódok legjobb értéke (ennek az értéknek az őrzésére az α paramétert használjuk). A minimalizáló csomópont értéke legfeljebb annyi lehet amennyi az eddig kivizsgált utódok legrosszabb értéke (ennek az értéknek az őrzésére a β paramétert használjuk). Ha a β paraméter értéke egy minimalizáló csomópontban kisebb mint az α paraméter értéke a szülő-csomópontban, akkor azt a csomópontot a továbbiakban figyelmen kiivül hagyhatjuk. A keresőfát az adott csomópont alatt le lehet nyesni. Ha a makszimalizáló csomópont α értéke nagyobb mint a szülőjének β értéke, hasonlóképpen a csomópontot nem kell tovább vizsgálni, a keresőfa csomópont alatti részét le lehet nyesni. Az alfa-béta nyesést csak a minimaksz eljárás hatékonyságának növelésére használjuk.
1.17. Összetettebb játékok
Összetettebb játékok esetén a teljes játékfát még alfa-béta nyesés használatával sem ismerhetjük. Például, a sakkban több milliárd lehetséges állapot létezik. Viszont, alkalmazhatjuk az alfa-béta nyesés egy variációját. Korlátozzuk a keresőfa mélységét (például 5 lépésre), és a keresőfa e részének leveleit egy heurisztikus függvénnyel kiértékeljük. Sakk esetében egy heurisztikus függvény az ellenfél bábuinak száma lehet ez az 5 lépés után. Ez a stratégia nem biztosiitja a játékosnak a győzelmet (néha bábut kell áldozni), de az esetek nagy részében igen hatékony lehet.
Ezek az aránylag egyszerű (és nem túl intelligens) játéktechnikák kielégiitő eredményeket adnak. Viszont még jobb eredmények eléréséhez azt is tudni kell, hogy mi módon játszanak a profi játékosok. Sakk esetében nagyon fontos a nyitás, és nagyszámú általános nyitás ismert. Ha a keresőrendszer tudást is használ a nyitáshoz, az algoritmus hatékonysága növekedni fog.
2. Egy példa a keresésre
Ha az A ponttól a B pontig szeretnénk jutni, valamilyen fajta keresést kell alkalmaznunk. A keresés azt jelenti, hogy azt az utat keressük amelyik a pillanatnyi helyzetünktől a célig vezet. Sakk esetén az A ponttól a B pontig vezető út a pillanatnyi helyzet és az 5 lépés után aktuális helyzet közti út. Az A és B pontok közötti út minden állapotra különböző lehet. 
A keresés a mesterséges intelligencia problematikájához  tartozik. A mesterséges intelligencia feladata, hogy a számiitógépet gondolkozási képességgel gazdagiitsa, vagyis hogy a számiitógépek emberi módon legyenek képesek gondolkozni, következtetni és döntéseket hozni. A probléma abban van, hogy a számiitógépek (sajnos) nem olyan módon működnek mint az emberi agy. Egy feladat megoldásához a számiitógépeknek egy lépéssorozatra van szükségük ahhoz, hogy megtalálják a megoldást. A programozó feladata, hogy egy összetett feladatot olyan egyszerűbb lépések sorozatává alakiitsa amelyet a számiitógép megoldhat.
2.1. A keresés reprezentációja
Vizsgáljuk ki, hogy emberi intelligenciával hogyan oldanánk meg egy problémát. Először azt kell eldöntenünk, hogy milyen módon fogjuk reprezentálni a keresést. A 2.1. ábra egy keresőfát mutat. A keresőfa egymással összekötött csomópontok sorozata, ezeken a csomópontokon fogjuk a keresést végezni.
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2.1. ábra Példa keresőfára
A 2.1. ábrán bemutatott gráfban a csomópontok közötti összeköttetések egyirányúak. Minden útvonal fentről lefelé vezet. Másszóval, az A csomóponttól vezet út a B és C csomópontok felé, de a B és C csomópontoktól nincs út az A csomópontig. Az ilyen összeköttetést egyirányú útnak tekinthetünk. A keresőfa minden betűvel megjelölt köröcskéjét csomópontnak nevezünk. A csomópont más csomópontokkal ágakkal van összekötve, az összekötött csomópontokat szomszédoknak nevezzük. B és C csomópontok az A csomópont szomszédai. Az E és D csomópontok a B szomszédai, de B nem szomszédja a D és E csomópontoknak. A csomópont távolságát a gyökércsomóponttól mélységnek nevezzük.
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2.2. ábra. Példa keresőfára
A fenti fogalmak bevezetése után leiirhatjuk a csomópont helyzetét a keresőfában. Tudjuk hogy milyen összefüggésben állnak az egyes csomópontok (szomszédok), és megvan a csomópontok mélységének leiirásának módja. Ezeknek az adatokanak az ismerete nincs közvetlen összefüggésben a keresőalgoritmus szerkesztésével, de hozzájárul a probléma jobb megértéséhez.

2.2. Mélységi keresés

A mélységi keresés a következő elv szerint működik: felvesz egy csomópontot, megkeresi a szomszédait, kivizsgálja (kifejti) az elsőt az utódok közül, ellenőrzi hogy a kivizsgált csomópont célállapot-e, és ha nem célállapot, folytatja a következő csomópont kivizsgálásával. Az algoritmus bemutatására a 2.3. ábrán az A és F csomópontok között fogjuk megkeresni az utat.
[image: image19.png]



2.3. ábra. Keresés bemutatása
0. lépés
Az első lépés a gyökércsomópont felvétele:
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Az algoritmus végrehajtása során két listát fogunk használni: Open listát és Closed listát. Az Open lista azokat az adatokat tartalmazza amelyek felett cselekvéseket kell végezni, a Closed lista pedig azt tartja számon, hogy eddig mit hajtottunk végre. Eddig csak az A kezdőcsomópontot vettük fel (nem csináltunk vele még semmit), és hozzáadjuk az Open listára.
· Open lista: A

· Closed lista: <üres>

1.lépés
Most megkeressük az A csomópont szomszédait. Az algoritmus nyelvén “beszélve“, kivesszük az Open lista első elemét, és kivizsgáljuk a szomszédait.
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Az A csomópont szomszédai a B és C csomópontok. Mivel befejeztük a munkát az A csomóponttal, kitöröljük az Open listáról és hozzáadjuk a Closed listára. Az Open listán most két új kivizsgálandó csomópontunk van: B és C. Ezeket az Open listához adjuk hozzá. A listák pillanatnyi állása a következő:
· Open lista: B, C

· Closed lista: A

2.lépés
Most az Open lista két elemet tartalmaz. Mélységi és szélességi keresés esetén, minndig az Open lista első eleme kerül kivizsgálásra. Az Open lista első eleme a B csomópont. Mivel a B csomópont nem célállapot, megkeressük az utódait.
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Mivel kivizsgáltuk a B csomópontot, töröljük az Open listáról, és hozzáadajuk a Closed listához. A B csomópont utódait (D és E) az Open lista elejéhez adjuk hozzá.
· Open lista: D, E, C

· Closed lista: A, B

3.lépés
A következő csomópontot ismét az Open lista elejéről vesszük el, ez a D csomópont. Mivel a D nem célcsomópont, és szomszédai sincsenek, töröljük az Open listáról, és a Closed listára helyezzük. 
· Open lista: E, C

· Closed lista: A, B, D

4.lépés
Ebben a lépésben az Open lista E csomópontja kerül kivizsgálásra. Mivel E nem célcsomópont, megkeressük a szomszédait (F és G). Az F a célállapot, de egyelőre még nem hagyjuk abba a keresést. Az algoritmus csak akkor fejeződik be ha a célcsomópont kerül kifejtésre. 
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Az Open listáról töröljük az E csomópontot, és hozzáadjuk az F és G csomópontokat. Az E csomópontot a Closed listához adjuk. 
· Open lista: F, G, C

· Closed lista: A, B, D, E

5.lépés
Most az F csomópontot fejtjük ki. Mivel ez a célcsomópont, leálliitjuk a keresést.
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Töröljük az F csomópontot az Open listáról és hozzáadjuk a Closed listához. Mivel befejeztük a keresést, nem szükséges kifejteni az F csomópontot és megkeresni a szomszédait. Az Open lista és a Closed lista végső állapotai:
· Open lista: G, C

· Closed lista: A, B, D, E, F

A keresés útvonala megegyezik a Closed lista végső állapotával: A, B, D, E, F.
2.3. Szélességi keresés
A szélességi keresés nagyon hasonliit a mélységi kereséshez. Mélységi keresésnél a vizsgált csomópont utódait az Open lista elejéhez adtuk hozzá. Szélességi keresésnél az utódokat az Open lista végéhez adjuk hozzá. Most kivizsgáljuk, hogy milyen kihatással lesz ez a változás a keresésre. Ugyanazt a keresőfát fogjuk használni mint az előző példában. Ezúttal az a feladat, hogy megtaláljuk az utat az A és E csomópontok között.
0.lépés
Akárcsak az előző példában, most is a gyökércsomóponttal kezdjük:
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Az állapototkat továbbra is az Open lista és a Closed lista segiitségével követjük:
· Open lista: A

· Closed lista: <üres>

1.lépés
Kivizsgáljuk az A csomópont szomszédait. Eddig az algoritmus semmiben sem különbözik a mélységi kereséstől.
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Töröljük az A csomópontot az Open listáról, és hozzáadjuk a Closed listához. Az A csomópont szomszédait (B és C) az Open lista végéhez adjuk hozzá. Mivel az Open lista üres (az A csomópont törlése után), ebben a lépésben még nem fog látszani a különbség az előző példához képest. Ezután az Open és Closed listáknak a következő alakja van:
· Open lista: B, C

· Closed lista: A

2.lépés
Ebben a lépésben kezd az algoritmus különbözni a mélységi kereséstől. Az Open listából kivesszük a B csomópontot, és mivel nem célcsomópont, megkeressük a szomszédait.
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A B csomópontot a Closed listára helyezzük, de ezúttal a B csomópont szomszédait (D és E) az Open lista végere helyezzük.
· Open lista: C, D, E

· Closed lista: A, B

3.lépés
Ebben a lépésben a C csomópontot fogjuk kivizsgálni:

[image: image28.png]



Mivel a C csomópontnak nincsenek utódjai, töröljük az Open listáról és folytatjuk az algoritmust
· Open lista: D, E

· Closed lista: A, B, C

4.lépés
A 3. lépéshez hasonlóan, kivizsgáljuk a D csomópontot. Mivel nem célcsomópont és nincsenek szomszédjai (utódai), töröljük az Open listáról és hozzáadjuk a Closed listához.
· Open lista: E

· Closed lista: A, B, C, D

5.lépés
Mivel az Open listán maradt még egy elem, kivizsgáljuk. Mivel E a célállapot, az algoritmus ebben a lépésben leáll.
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Az Open lista és a Closed lista végsőalakja:
· Open lista: <üres>

· Closed lista: A, B, C, D, E

Pszeudo kód
A mélységi keresés pszeudokódja:

1. Létrehozunk két listát: Open és Closed.

2. A kezdeti csomópontot hozzáadjuk az Open listához.

3. While (Open lista nem üres) Do
a. Kivesszük az első csomópontot az Open listából.

b. Ellenőrizzük, hogy a csomópont célcsomópont-e.
i. Ha a kivett csomópont célcsomópont, befejezzük a ciklust, a csomópontot hozzáadjuk a Closed listához, a megoldás pedig a Closed lista pillanatnyi állapota.
ii. Ha a kivett csomópont nem célcsomópont, folytatjuk a ciklus végrehajtásával (c.).
c. Meghatározzuk a kivett csomópont szomszédait.

d. A szomszédokat az Open lista elejéhez, a kivett csomópontot pedig a Closed lista végéhez adjuk. Folytatjuk a ciklust.
A szélességi keresés pszeudokódja:

1. Létrehozunk két listát: Open és Closed.
2. A kezdeti csomópontot hozzáadjuk az Open listához.
3. While (Open nem üres) Do
a. Kivesszük az első csomópontot az Open listából.
b. Ellenőrizzük, hogy a csomópont célcsomópont-e.
i. Ha a kivett csomópont célcsomópont, befejezzük a ciklust, a csomópontot hozzáadjuk a Closed listához, a megoldás pedig a Closed lista pillanatnyi állapota.
ii. Ha a kivett csomópont nem célcsomópont, folytatjuk a ciklus végrehajtásával (c.).
c. Meghatározzuk a kivett csomópont szomszédait.
d. A szomszédokat az Open lista végéhez, a kivett csomópontot pedig a Closed lista végéhez adjuk. Folytatjuk a ciklust.
2.4. A szélességi és mélységi keresés előnyei és hátrányai
Mind a két keresési módszernek (szélességi és mélységi) megvannak az előnyei és hátrányai. Vizsgáljuk meg még egyszer a keresőfát.
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Mélységi keresés esetén az A és C csomópontok közti út:

A, B, D, E, F, G, H, J, M, K, I, C

Annak ellenére, hogy az A csomópont közvetlen szomszédja, az utolsó kivizsgálásra kerülő csomópont éppen a C csomópont. Szélességi keresés esetén a C csomópontot igen gyorsan megtalálnánk: A, B, C. Ha viszont az A és D csomópontok között keresnénk az utat, a mélységi keresés adna jobb eredményt.

A szélességi és a mélységi keresőalgoritmusok működési elve miatt, a felhasználó a helyes választásnál gyakran téves döntést hozhat. Annak ellenére, hogy a C csomópont csak egy lépésre van a kezdőcsomóponttól, a mélységi keresésnek sok idejébe fog kerülni amiig megtalálja mert a mélységet részesiiti előnyben a szélességgel szemben.
Ezek a hiányosságok azért történnek mert mind a két módszer “vak“ (blind search). A vak keresési algoritmusok a következő állapotnak sincsenek ismeretében, és semmilyen tudásuk sincs arról, hogy merre van a megoldás. Az utak amelyek mentén ezek az algoritmusok fejtik a csomópontokat mehanikusan vannak definiálva. Ha az adottnál létezik jobb útvonal, ezek az algoritmusok nem fogják megtalálni.

Nagy gráfok keresésénél hurkok jelentkezhetnek. Ha a D és A csomópontokat összekötjük egy ággal, a mélységi keresés nem fogja megtalálni a megoldást mert állandóan az A, B és D csomópontokat fogja hozzáadni a listához, és nem lesz lehetősége elhagyni a hurkot.
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A másik potenciális probléma ha a fa bal oldalán több millió csomópont van, a megoldás pedig a fa jobb oldalán van csupán néhány lépésre a gyökércsomóponttól. A mélységi keresés sok csomópontot fog kivizsgálni és sok időt fog vesziiteni mielőtt a keresőfa jobb oldalához érne. 

A szélességi keresésnél a hurkok nem okoznak problémát mert az algoritmus viizszintesen halad minden mélységen belül. A szélességi keresés mindig meg fogja találni a megoldást függetlenül a fa tiipusától, kivéve ha a fának végtelenül sok csomópontja van. Ezzel szemben, ha egy ágnak végtelen a mélysége, a mélységi keresés sose fogja megtalálni a megoldást.
3. Genetikus algoritmusok
A 20. század második felében több – a számiitástechnika területén kutató – tudós vizsgálta az evolúciós rendszereket, azzal a céllal, hogy az evolúció elveit alkalmazzák a mérnöki gyakorlatban jelentkező optimalizációs problémákra. Az emliitett rendszerek közül mindegyik egy olyan populációra támaszkodott amely tartalmazta a probléma lehetséges megoldásait. Az algoritmusok azokra a műveletekre épültek melyek imitálták a genetikai változást és a természetes kiválogatódást (szelekció).

A múlt század 60-as éveiben Rechenberg megalkotta az ún. Evolúciós stratégiát (ES), amely egyes berendezések paramétereinek javiitására szolgált. Az algoritmus minden pillanatban két vektor-paramétert használt: egy elődöt és egy utódot. Az utód az előd mutált változata volt, ami azt jelentette, hogy az utód-vektor néhány paramétere véletlenül meg lett változtatva. Az evolúciós stratégia napjainkig aktiiv kutatási terület maradt. Az evolúciós stratégiát a genetikus algoritmustól függetlenül fejlesztik.
A mai genetikus algoritmusok (GA) atyjának John Holland-ot tekintik. Ő 1975-ben a genetikus algoritmust a biológiai evolúció absztrakciójaként mutatta be, és bevezette a szükséges elméleti alapokat. Ez a publikáció korszakalkotónak számiit a genetikus algoritmusok történetében. A Holland-féle genetikus algoritmusnál a populációból amely kromoszómákból áll (nullákból és egyesekből álló karakterláncok), hozzuk létre a következő populációt természetes szelekció használatával, illetve a rekombináció, mutáció és inverzió műveletekkel. Minden kromoszóma géneket tartalmaz (például biteket). Azok a kromoszómák melyeket a populációból szelekció segiitségével választottunk ki, képesek önmagukat reprodukálni. Azok a kromoszómák amelyek bizonyos mérce szerint jobbak, több utódot hozhatnak létre mint a kevésbé jó kromoszómák. A keresztezés (crossover) művelete a kromoszómákat “elvágja“ egy pontban, a kapott rész-kromoszómákat felcseréli, és ezzel imitálja a biológiai rekombinációt két haploid kromoszóma között. A mutáció (mutation) művelete a kromoszóma egyes bitjein megváltoztatja a géneket, miig az inverzió a kromoszóma egy összefüggő részét fordiitott sorrendben helyezi vissza.
A Holland által kifejlesztett populáció alapú algoritmus (amely bevezette a rekombinációt, mutációt és inverziót) jelentős újiitást jelentett. A  korábbi populáció alapú módszerek gyakran csak egy vagy két egyeddel dolgoztak (például evolúciós stratégia). 

3.1. Példa
Egy egyszerű genetikus algoritmus megvalósiitása nem más mint a bitsztringek másolása, egyes részeinek megváltoztatása, és a bitek változtatása a karakterláncon belül. A genetikus algoritmusokat legjobban egy példán keresztül ismerhetjük meg.

A mi konkrét példánkban az x változó értékét kell meghatározni amely a következő függvényt fogja makszimalizálni:
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Az x változó értéke csak egész számú értékekre van korlátozva. Az 
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 egy sziinuszfüggvény a 0 és π radián közötti tartományban. A függvény makszimális értéke 1, és a független változó π/2 értékére, azaz x=128-ra jelentkezik. A 3.1. ábra az 
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 függvényt mutatja.
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3.1. ábra. Sziinuszfüggvény
Ebben a példában csak egy változó van: x. Feltételezzük, hogy a függvény értékeinek reprezentálására bináris szimbólumokat használunk. Először azt kell eldöntenünk, hogy milyen módon reprezentáljuk a változót. Mivel az x változó csak a 0-255 tarományból vehet fel értékeket, logikus hogy minden egyedet egy 8-bites bináris karakterlánccal reprezentálunk.
A 00000000 bináris szám reprezentálja a 0-t, az 11111111 pedig a 255-öt.

A következő feladat eldönteni, hogy hány egyed fogja képezni a populációt. A populáció mérete általában néhány tiiz és néhány száz egyed között mozog. Ebben az egyszerű példában a populáció csupán 8 egyedből fog állni.
A következő lépés a populáció inicializálása. Ez egy véletlen folyamat, és a 3.1. táblázatban van bemutatva.
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3.1. táblázat. A populáció kezdeti értékei
A 3.1. táblázatban 
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 jelöli az egyedek fitnesz-ét (jóságát).
3.1.1. Szelekció
A fitnesz meghatározása után, a következő lépés a reprodukció. Reprodukció alatt az új populáció létrehozását értjük ugyanannyi egyeddel mint amennyi az előző populációban volt, a pillanatnyi populációból való véletlen szelektálással. Az egyedek kiválasztásának valósziinűsége az egyed fitnesz-étől függ. Minél nagyobb az egyed fitnesze, annál nagyobb az esélye a reprodukcióra. A mi példánkban a kezdőpopuláció egyedei fitneszének összege 5.083. Ha minden fitneszt elosztunk 5.083-mal, az egyed normalizált fitneszét kapjuk. A normalizált fitneszek összege 1. 
A normalizált fitnesz értékeket a “rulettkerék“ eljárásnál használjuk, ahol a rulettkerék minden része egy egyednek felel meg. A rulettkerék egyes részei az egyed fitneszétől függnek. A rulettkerék megforgatásával 8 véletlen számot hozunk létre 0 és 1 között. Ha a véletlen szám 0 és 0.144 között van, a pillanatnyi populációból az első egyedet választjuk a reprodukcióra. Ha a véletlen szám 0.144 és (0.144+0.093)=0.237 között van, a második egyedet választjuk, és iigy tovább. Ha a véletlen szám (1-0.128)=0.872 és 1.0 között van, az utolsó egyedet választjuk. Az egyed kiválasztásának valósziinűsége arányos az egyed fitneszével. 

Megtörténhet az is (habár nagyon kis valósziinűséggel), hogy a legkisebb fitnesszel rendelkező egyed lesz kiválasztva mind a nyolcszor. Nagyobb annak a valósziinűsége, hogy a nagyobb fitnesszel rendelkező egyedek többször lesznek kiválasztva az új populáció létrehozásához. A mi példánkban a nyolc véletlenül kiválasztott szám 0.293, 0.971, 0.160, 0.469, 0.664, 0.568, 0.371 és 0.109. Ezek a számok a 3., 8., 2., 5., 6., 5., 3. és 1. egyednek felelnek meg.

A következő generáció a következő egyedekből áll:
3:   0 1 1 0 0 0 1 1

8:   0 0 1 1 0 1 0 1

2:   1 1 0 1 1 0 0 0

5:   1 0 1 0 1 1 1 0

6:   0 1 0 0 1 0 1 0

5:   1 0 1 0 1 1 1 0

3:   0 1 1 0 0 0 1 1

1:   1 0 1 1 1 1 0 1
3.1.2. Rekombináció
Az új populáció egyedeit véletlenül kiválasztott szülő-párokba rendezzük. Mivel a kiválasztott egyedek sorrendje véletlen, a szülőket kiválasztási sorrendben fogjuk párosiitani. Minden szülő-párra egy véletlen számot fogunk létrehozni amely arról dönt, hogy a reprodukció egyáltalán be fog-e következni. Véletlenül az lett eldöntve, hogy a rekombináció a 4 pár közül 3 esetben fog megtörténni. Azoknak a pároknak az esetében amelyek kereszteződni fognak, a keresztezési pontot véletlenül határozzuk meg. 
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3.2. ábra. (a) a populáció keresztezés előtt és a keresztezési pontok, 

(b) a populáció keresztezés után, (c) x értékei keresztezés után (d) f(x) értékei keresztezés után
A keresztezendő pároknál a két keresztezési pontot véletlenül határozzuk meg. A karakterláncok az első és a második pontok közötti része ki lesz cserélve.

3.1.3. Mutació
Ennek az egyszerű algoritmusnak az utolsó lépése a mutáció. A mutáció a populáció véletlenül kiválasztott biteit egy állandó (kicsi) valósziinűséggel változtatja meg. A mutáció valósziinűsége nagy intervallumban változhat az alkalmazástól és a feladattól függően. A mutáció tipikus értékei 0.001 és 0.01 között mozognak. Mivel a mi példapopulációnkban mindössze 64 bit van (8 darab 8 bites egyed), nagy valósziinűséggeel egy bit sem fog megváltozni. Ezért úgy tekintjük, hogy a (b) ábrán szereplő populáció a végső populáció a genetikus algoritmus egy iterációja után. A teljes genetikai folyamat után nyerjük az új generációt. A (b) ábra reprezentálja az első generációt a véletlen kezdőpopuláció után.
Megjegyzések
Ezek után az új össz-fitnesz 6.313, miig a kezdeti populációban az össz-fitnesz 5.083 volt. Az új populációban két olyan egyed is van melyeknek fitnesze 0.99 fölött van. Az új generációban az átlagos és a makszimális fitnesz is növekedtek. A (b) ábrán látható populáció, és a (d) ábrán látható fitneszek most készen állnak az új reprodukcióra, keresztezésre és mutációra.

IIgy hozzuk létre az új generciókat egészen addig amiig nem teljesül valamilyen megállási (kilépési) feltétel.

Általában a következő kilépési feltételeket használjuk:
1. előre meghatározott makszimális számú iteráció elérése.
2. valamilyen feltétel teljesülése.
3. egymást követő generációk száma fitnesznövekedés nélkül.

4. Neurális hálózatok
4.1. Biológiai háttér
A neurális hálók amelyeket ebben a jegyzetben tárgyalunk csak képletes összefüggésben vannak a megfelelő biológiai neuronokkal. Most röviden az agynak azokat azokat a tulajdonságait ismertetjük amelyek a mesterséges neurális hálózatok kutatását ihlették. 
Az emberi agy nagyszámú (kb. 1011) összekapcsolt elemből áll (elemenként 104 kapcsolat) melyeket neuronoknak nevezünk. Ezek a neuronok három alapösszetevőből állnak: dendrit, sejttest és akszon. A dendritek olyan fára hasonliitó idegszövetek amelyek az elektromos jeleket a sejttest felé továbbiitják. A sejttest a beérkező jeleket összeadja, és összehasonliitja egy küszöbbel. Az akszon egy hoszzú szövet amely a jelet a sejttesttől más neuronok felé továbbiitja. Az egyik sejt akszonja és a másik sejt dendritje közötti kapcsolási pontot szinapszisnak nevezzük. A neurális háló funkcióját a neuronok eloszlása és a szinapszisok erőssége határozza meg. Az emberi testben a teljes folyamat egy bonyolult elektrokémiai reakció. A 4.1. ábra két biológiai neuron kapcsolatának egyszerűsiitett vázlatát mutatja.
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4.1. ábra. Két biológiai neuron egyszerűsiitett shémája
A neurális struktúra egyes részei már születéskor meg vannak határozva. Más részei tanulás révén fejlődnek (a nueronok között új kapcsolatok jönnek létre, régi kapcsolatok pedig megszűnnek). A fejlődés a legkifejezettebb az élet korai szakaszában. Bizonyiitott tény, például, hogy ha egy macska kicsi korában nem használja az egyik szemét, a későbbiek folyamán soha sem fog rendesen látni arra a szemére.

A neurális struktúra egész életen keresztül változni fog. Felnőtt korban a változások általában csak a szinaptikai (szinaptikus) kapcsolatok erősödését vagy gyengülését jelentik. Például, ismert tény, hogy az új memória a meglévő szinaptikai összeköttetések módosiitásával történik. IIgy egy új ismerős arcának memorizálása a megfelelő szinapszisok változásából áll.
4.2. A neuron modellje és a hálózati architektúra
Ebben a fejezetben a neuron egyszerűsiitett matematikai modelljével fogunk megismerkedni, és meglátjuk, hogy milyen módon lehet a neuronokat különféle hálózati architektúrákba kötni. Ezenkiivül, néhány egyszerű példán keresztül meg fogunk ismerkedni a hálózatok alapműveleteivel is. 

4.2.1. A neuron modellje
A 4.2. ábrán egy egybemenetű neuron van bemutatva. A p skaláris bemenet a w skaláris súllyal van összeszorozva, iigy alakul ki a wp szorzat, amelyet az összeadó bemenetére küldünk. A másik bemenetet (értéke állandó: 1) a b biasszal szorozzuk, utána pedig szintén az összeadóra küldjük. Az összeadó kimenetét (n) gyakran a hálózati bemenetnek nevezzük, ezt az értéket átadjuk az f átviteli függvénynek amely a neuron a skaláris kimenetét adja (az átviteli függvényt néha még aktivációs függvénynek nevezik, a biasz-t pedig másnéven offszet-nek hiivják).
Ha ezt az egyszerű modellt összehasonliitjuk a biológiai neuronnal amelyet az előző bekezdésben tárgyaltunk, arra következtetünk, hogy a w súly a szinapszis erejének felel meg, a sejttest megfelelője az összeadó, az átviteli függvény és a neuron kimenete (a) az akszon jelét képviselik.
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4.2. ábra. Egybemenetű neuron
A neuron kimenetét a következő képlet szerint számiitjuk ki:
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Az aktuális kimenet a kiválasztott átviteli függvénytől függ. Az átviteli függvények tiipusa egy következő fejezetben lesznek bemutatva.

Az állandó bemenet (bias) nagyon hasonliit a súlyhoz, azzal a különbséggel, hogy a bemenete mindig 1. Ha a felhasználó a bemeneten nem kiiván bias-t használni, egyszerűen ki lehet csak hagyni. 

Figyeljük meg, hogy a neuron w és b skaláris paraméterei álliithatók. Tipikus esetben az átviteli függvényt a felhasználó választja, utána pedig a w és b paramétereket úgy álliitjuk be, hogy a bemeneti/kimeneti összefüggés valamilyen előre definiált kritériumokat kielégiitsen. Különféle célokra különféle átviteli függvényeket használunk.
4.2.2. Átviteli függvények
A 4.2. ábrán bemutatott neuron átviteli függvénye az n változó lineáris vagy nemlineáris függvénye. A leggyakrabban alkalmazott átviteli függvények az on/off ugrófüggvény (hard limit transfer function), lineáris átviteli függvény (linear transfer function) és a log-szigmoidális átviteli függvény (log-sigmoid transfer function).
Az on/off ugrófüggvény (hard limit transfer function) a 4.3. ábra bal oldalán van bemutatva. Ez a függvény a neuron kimenetére akkor küld nullát ha a függvény argumentuma kisebb mint nulla, egyest pedig akkor ha a függvény argumentuma nagyobb vagy egyenlő mint nulla. Ezt a függvényt olyan neuronok esetében fogjuk alkalmazni amelyek a bemeneti mintákat két osztályba kell hogy sorolják.
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4.3. ábra. On/off átviteli függvény
A 4.3.ábra jobb oldali diagrammja annak az egybemenetű neuron bemeneti/kimeneti jellemgörbéjét mutatja amely on/off átviteli függvényt használ. Az ábrán megfigyelhetjük az offszet hatását a görbére.

A lineáris átviteli függvény kimenete egyenlő a függvény bemenetével (4.4. ábra)
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Azokat a neuronokat amelyek ezzel az átviteli függvénnyel rendelkeznek, ADALINE hálózatnak nevezzük.
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4.4. ábra. Lineáris átviteli függvény
A 4.4. ábra jobb oldali grafikonján a lineáris neuron kimenete van bemutatva a p bemenet függvényében.
A log-szigmoidális átviteli függvény a 4.5. ábrán van bemutatva. 
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4.5. ábra. Log-szigmoidális átviteli függvény
Ez az átviteli függvény a bemeneti tartományt (amely akármilyen értéket felvehet 
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 között) egy szűk 0 és 1 közötti kimeneti intervallumra nyomja össze a következő képlet alapján:
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A log-szigmoidális átviteli függvényt gyakran használjuk az olyan többrétegű hálózatokban amelyeket hibavisszaterjesztés algoritmussal taniitunk (azért mert a függvény deriválható).
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4.1. táblázat. Átviteli függvények
4.2.3. Több bemenettel rendelkező neuron
A neuronnak általában több mint egy bemenete van. Az R bemenettel rendelkező neuron a 4.6. ábrán van bemutatva. A neuron 
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 bemenetei a W súlymátriksz megfelelő 
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 súlyaival vannak beszorozva.
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4.6. ábra. Több bemenettel rendelkező neuron
A neuron egy b biasz-szal is rendelkezik. Ha ezt az értéket a szorzathoz adjuk, a neurális hálózat n bemenetét kapjuk:
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Az utolsó egyenletet mátrikszos alakban is feliirhatjuk
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Ha a hálózat csupán egy neuronból áll, a W mátriksznak csak egy sora lesz. Ezután a neuron kimenetét a következő képlettel iirhatjuk le:
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A súlymátriksz minden elemének két indeksze van. Az első indeksz azt jelöli, hogy melyik neuronnal van az adott bemenet összekötve. A második indeksz a neuronra vezetett jel forrását jelöli. Például, a 
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 a második forrás és az első (és egyetlen) neuron közti súlyt jelöli. Ennek a jelölésmódnak sokkal több értelme van ha több mint egy neuronunk van.

Gyakorlatban általában olyan hálózatunk van amely több neuronnal rendelkezik, és minden neuronnak több bemenete van. Ezenkiivül a hálózatnak általában több mint egy rétege van. Elképzelni is nehéz, hogy mennyire összetett volna egy diagramm ha berajzolnánk az összes egymás közti kapcsolatot. Ezért bevezetjük a kompakt jelölést, amely a 4.7. ábrán van bemutatva.
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4.7. ábra. R bemenettel rendelkező neuron, kompakt jelölés
A bemeneti p vektor a bal oldalon egy vastag vertikális vonallal van jelölve. A p vektor dimenziója a változó alatt látszik (
[image: image62.wmf]1
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) ami annyit jelent, hogy a bemeneti vektor R elemből áll. Ezeket a bemeneteket a W súlymátrikszra vezetjük, amelynek R oszlopa, de egy neuron esetén csak egy sora van. Az 1-es állandó bemenetet a b skaláris biasz szorozza. Az f átviteli függvény bemenetét n jelöli. Ebben a konkrét esetben a neuron a kimenete skalár. Több neuron esetében a kimenet vektor.
4.2.4. Hálózati architektúra
Egy neuron általában nem elegendő egy konkrét feladat megoldására (még akkor sem ha sok bemenete van). Egy feladat megoldására több neuron szükséges. A neuronok egy ilyen csoportját rétegnek nevezzük.

4.2.5. Neuronok rétege
Az S neuront tartalmazó egyrétegű neurális hálózat a 4.8. ábrán van bemutatva. Megfigyelhetjük, hogy mindegyik R bemenet mindegyik neuronnal össze van kötve, ezért a súlymátriksznak S sora van.
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4.8. ábra. S neuront tartalmazó réteg
A neuron-réteg súlymátrikszot, összeadókat, biasz-t (b), átviteli függvényt és kimeneti vektort (a) tartalmaz. A p bemeneti vektor minden eleme a W súlymátrikszon keresztül az összes neruonnal össze van kötve. Minden neuron rendelkezik 
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 biasz-szal, összeadóval, f átviteli függvénnyel, és 
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 kimenettel. A bemenetek száma általában nem egyezik meg a neuronok számával 
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A bemeneti vektor elemei a súlymátrikszon keresztül kerülnek be a hálózatba:
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 együttható indekszei azt jelentik, hogy ez a súly a második bemenet és a harmadik neuron közötti összeköttetés erőssége. Az S neuront tartalmazó R bemenetű egyrétegű hálózat egyszerűsiitett alakban is feliirható, ez a 4.9. ábrán van bemutatva.
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4.9. ábra. S neuront számláló réteg, kompakt jelölés
A változók alatt szereplő szimbólumok azt jelölik, hogy a bemeneti p vektornak a hossza R, a W súlymátriksz mérete 
[image: image70.wmf]R
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, az a és b vektorok hossza pedig S. Amint már emliitettük, a réteg tartalmaz súlyvektort, összeadókat biasz-t, átviteli függvényt és kimeneti vektort.
4.2.6. Többrétegű hálózatok
Ebben a fejeztben a többrétegű hálózatot fogjuk vizsgálni. Minden egyes rétegnek van súlymátriksza (W), biasz-vektora (b), bemeneti vektora (n) és kimeneti vektora (a). A rétegek megkülönböztetése érdekében további jelöléseket kell bevezetni. A változókhoz egy felső indekszet is hozzá fogunk adni amelyek a rétegeket fogják jelölni. Az első réteg súlyvektorát 
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-el jelöljük, a második rétegét pedig 
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-vel. Ez a 4.10. ábrán van bemutatva.
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4.10. ábra. Három réteggel rendelkező hálózat
Amint látjuk, a hálózatnak R bemenete van, az első réteg S1 számú neuront tartalmaz, a második réteg S2 számú neuront, és iigy tovább. Különböző rétegeknek különböző számú neuronja lehet. Az első réteg kimenete egyben a második réteg bemenete, a második réteg kimenete pedig egyben a harmadik réteg bemenete. Ezért a 2. réteget egy egyrétegű hálózatnak is tekinthetjük ahol 
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 neuron, a W2 súlymátriksz mérete pedig 
[image: image76.wmf]2

1

S

S

´

. A második réteg bemenete a1, a kimenet pedig a2. Azt a réteget amely egyben a hálózat kimenete is, kimeneti réteg-nek, a többi réteget pedig rejtett rétegek-nek (hidden layers) nevezzük. A 4.10. ábrán látható hálózatnak egy kimeneti rétege van (3. réteg), és két rejtett rétege (1. és 2. réteg). A 4.10. ábrán látható hálózatot úgyszintén kompakt alakban is lehet ábrázolni, 4.11. ábra.
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4.11. ábra. Háromrétegű hálózat, kompakt jelölés
A többrétegű hálózatok sokkal több lehetőséget kiinálnak mint az egyrétegű hálózatok. Például, egy kétrétegű neurális hálót amelynek az első rétegén szigmoidális átviteli függvény van, a második rétegén pedig lineáris átviteli függvény, betaniitható hogy szinte minden függvényt tetszőleges pontossággal közeliitsen. A gyakorlatban jelentkező hálózatok legnagyobb részének általában két vagy három rétege van. Négy vagy öt réteget nagyon ritkán használunk. Most felmerül a biasz kérdése is. Használhatunk biasz-szal rendelkező, vagy biasz nélküli neuronokat. A hálózatban a biasz egy új változót vezet be, ezért az ilyen hálónak jobb képességei vannak. Ha a hálózat mindegyik p bemenete nulla, a biasz nélküli hálózatok bemenete mindig 0, ami hiányosságot jelenthet.
4.2.7. Rekur(r)ens (visszacsatolt) hálózatok
Mielőtt megismerkednénk a rekurens hálózatokkal, meg fogunk ismerkedni egy egyszerű elemmel amelyből a rekurens hálózatok épülnek. Ezt az elemet késleltetőnek nevezzük, és a 4.12. ábrán van bemutatva.
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4.12. ábra. Késleltető
A késleltető a(t) kimenetét az u(t) bemenet alapján határozzuk meg a következő képlet segiitségével
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Izlaz je jednak ulazu, samo u prethodnom trenutku.

Rekurentna mreža je mreža koja sadrži povratne veze. Neki od izlaza povezani su sa ulazima. Ove mreže se razlikuju od do sada upoznatih mreža (feedforward) kod kojih se signal prostirao od ulaza prema izlazu.Rekurentna mreža sa diskretnim vremenom prikazan je na Slici 4.13.

[image: image80.jpg]Pocetni

Rekurentni sloj

uslov

) - Al
P »w
ot \ n(r+1), a(t+1) a(n)

SxS @ P = D Siid
1 b 4
s Sx1 S
NN ~

a(0)=p

a(t+1) = satlins(Wa(r)+b)




4.13. ábra. Rekur(r)ens (visszacsatolt) neurális hálózat
4.2.8. Megoldott példák
1. Az egybemenetű neuron bemeneti értéke 2.0, a hozzá csatolt súly 2.3, a biasz értéke pedig -3.
a. Mennyi az átviteli függvény bemenete?
b. Mekkora a neuron kimeneti értéke?
Megoldás
a. Az átviteli függvény bemenete 
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b. A neuron kimenetét nem lehet meghatározni mert nincs megadva az átviteli függvény tiipusa.
2. Mekkora a neuron kimenete az előző példából, ha a következő átviteli függvényeket használjuk:
a. On/off (Hard limit)

b. Lineáris
c. Log-szigmoid?

Megoldás
a. Az on/off átviteli függvényre 
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b. A lineáris átviteli függvényre 
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c. A log-szigmoidális átviteli függvényre 
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3. Adott egy kétbemenetű neuron a következő paraméterekkel: b=1.2, 
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. Számiitsuk ki a neuron kimenetét a következő átviteli függvények esetében:
a. Szimmetrikus on/off függvény.
b. Szaturált lineáris átviteli függvény.
c. Hiperbolikus tangens szigmoidális függvény (tansig).
Megoldás
Először az átviteli függvény bemenetét fogjuk kiszámiitani:
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Ezután az egyes átviteli függvények tiipusára kiszámiitjuk a kimeneteket.

a. 
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b. 
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c. 
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4.  Az egyrétegű neurális hálózatnak 6 bemenete és két kimenete van. A kimenetek folytonosak, és a 0 és 1 közötti intervallumra vannak korlátozva. Mit állapiithatunk meg a hálózati architektúráról?

a. Hány neuronra van szükségünk?

b. Mekkora a súlymátriksz dimenziója?

c. Mely átviteli függvényeket lehet alkalmazni?

d. Szükséges-e biasz-t használni?

Megoldás
a. Mivel két kimenet van, két neuronra van szükségünk (minden kimenetre egy neuron).
b. A súlymátriksznak két sora van (mert két neuron van), és hat oszlopa (mert hat bemenet van). A  Wp szorzat kételemű vektor.
c. Az eddig tárgyalt függvényekközül leginkább a logsig átviteli függvény felelne meg.
d. Nincs elég adat ahhoz, hogy eldöntsük, hogy szükséges-e a biasz-ra.
5. Példa neurális hálózatra
Ebben a fejezetben egy egyszerű mintafelismerő példával fogunk megismerkedni, és meglátjuk hogyan kell egy ilyen tiipusú prblémát neurális hálóval megoldani. 

5.1. A probléma definiálása
Feltételezzük, hogy egy kereskedő gyümölcsöt és zöldséget árul. Az áru átvétele során több fajta gyümölcs és zöldség összekeveredhet. A kereskedőnek van egy gépe amelyik a gyümölcsfajtákat szortiirozza. A gyümölcs egy végtelen szalagon érkezik. Ez a szalag olyan szenzorok során halad keresztül amelyek a gyümölcs három jellemzőjét mérik: alak, teksztúra és súly. Az alakot felismerő szenzor akkor ad le 1-est ha a gyümölcs kerek, –1 -et pedig akkor ad le ha a gyümölcs elliptikus alakú. A teksztúrát érzékelő szenzor akkor jelez 1-et ha a gyümölcs felsziine sima, -1-et pedig ha a gyümölcs felsziine érdes. A súly-szenzor kimenetén akkor lesz 1, ha a gyümölcs több mint 500g-ot nyom, ellenkező esetben a szenzor -1-et jelez.
Ezután a három szenzor kimenetét a neurális háló bemenetére vezetjük. A neurális háló feladata megállapiitani, hogy milyen gyümölcs van a szalagon, és a tiipustól függően a megfelelő ládába továbbiitani a gyümölcsöt. Az egyszerűség kedvéért feltételezzük, hogy a szalagon csupán két fajta gyümölcs jelentkezhet: alma és narancs.
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Amikor a szenzorok előtt elhaladnak, minden gyümölcsöt egy 3-dimenziós vektorral lehet reprezentálni. A vektor első eleme a gyümölcs alakját, a második elem a teksztúrát, a harmadik pedig a gyümölcs súlyát jelképezi. 
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Ennek alapján, a narancs prototiipus
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A neurális hálózat a bemenetén minden egyes gyümölcsre fogadja a 3-dimenzionális bemeneti vektort, és annak alapján döntést kell hogy hozzon arról, hogy milyen gyümölcsről van szó: narancsról (p1) vagy almáról (p2).

5.2. Perceptron

Ezt a feladatot egy perceptronnal oldjuk meg. Az 5.1. ábra egy szimmetrikus on/off (hardlims) átviteli függvénnyel rendelkező egyrétegű perceptront illusztrál.

[image: image95.jpg]rdlims (Wp ~b)




5.1. ábra. Egyrétegű perceptron
5.2.1. Kétbemenetű perceptron
Mielőtt a narancs- és almafelismerésre koncentrálnánk (erre 3 bemenetű perceptronra lesz szükségünk, R=3), analizáljuk a kétbemenetű perceptron lehetőségeit (R=2). A kétbemenetű perceptron az 5.2. ábrán van bemutatva.
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5.2. ábra. Kétbemenetű perceptron
Az egy neuronból álló perceptron a bemeneti mintákat két elválaszott kategóriába sorolhatja. Például ha egy kétbemenetű perceptron esetében 
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Ha a súlymátriksz (ebben az esetben  sorvektor) és a bemeneti vektor szorzata nagyobb mint –b, a kimenet 1 lesz. Ha a súlymátriksz és a bemeneti vektor szorzata kisebb mint –b, a kimenet –1 lesz. IIgy a bemeneti tér két részre van osztva. Az 5.3. ábra a 
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 esetet illusztrálja. Az ábrán a ferde vonal azokat a pontokat jelöli melyekre a hálózat n bemenete 0:
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Észrevehető, hogy a választóvonal mindig ortogonális lesz a súlymátrikszra, és hogy a választóvonal helyzete a b paraméter változtatásával mozgatható. (Általános esetben a W mátriksz több sorvektorból áll. A W mátriksz minden sorára egy választóvonal létezik). Az 5.3. ábra árnyékolt része az összes olyan bemenetet tartalmazza melyekre a háló kimenete 0 lesz. A kimenet az összes többi értékre –1 lesz.
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5.3. ábra. A perceptron döntéshatára
Az egy neuronból álló perceptron kulcsfontosságú tulajdonsága, hogy a bemeneti vektorokat képes két osztályba (kategóriába) sorolni. Az osztályok közti döntéshatárt a következő egyenlet határozza meg:
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Mivel a határ lineáris (egyenes), az egy neuronból álló perceptron csak a lineárisan szétválasztható minták osztályozására használható.

5.2.2. Példa a mintafelismerésre
Most folytatjuk az alma és narancs felismerésének problémáját. Mivel a bemeneti mintákat mindössze két osztályba kell sorolni, olyan perceptront használunk amely csak egy neuronból áll. A bemeneti vektorok 3 dimenzionálisak 
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, iigy a perceptron egyenletének a következő alakja van:
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A b biasz és a súlymátriksz elemeinek értékét úgy szeretnénk meghatározni, hogy  a perceptron képes legyen szétválasztani az almákat a narancsoktól. Például, azt szeretnénk hogy a perceptron kimenetén akkor legyen 1 ha a bemeneten alma van, és akkor legyen –1 ha a bemeneten narancs van. Az 5.3. ábrán illusztrált elv szerint, meg kell találni a lineáris határt amely az almákat megkülönbözteti a narancsoktól. A két prototiipus vektor az 5.4. ábrán van bemutatva. Az ábra alapján jól látható, hogy a két vektor közti szimmetrikus határ a 
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5.4. ábra. Prototiipus vektorok
A 
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 siikot a következő egyenlettel jellemezhetjük:
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A súlyok és a biasz értéke
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A súlymátriksz ortogonális a döntéshatárra, és az a tartomány felé mutat amely a 
[image: image113.wmf]2
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 prototiipus vektort tartalmazza (alma). Azt szeretnénk, ha erre a tarományra a neurális háló kimenete 1 legyen. A biasz értéke 0, ezért a döntéshatár áthalad az origón.

Most teszteljük a neurális háló. tA háló tökéletesen fogja végezni feladatát mert

Narancs:
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Alma:
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Mi történik viszont akkor ha a szalagra nem egy tökéletes narancs érkezik? Feltételezzük, hogy a szenzorok elliptikus alakú narancsot detektáltak. Akkor a bemeneti vektort a következő egyenlet határozza meg:
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Ebben az esetben a hálózat válasza
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Minden bemeneti vektor amelyik közelebb áll a narancs-prototiipushoz mint az alma-prototiipushoz (Euklideszi távolság), narancsként lesz felismerve.
Az alma/narancs felismerő perceptronnal Matlab-ban a Neural Network Design Demonstration Perceptron Classification (nnd3pc) parancs hiivásával kiisérletezhetünk.
Ebben a példában a hálót grafikai úton tervezhettük a döntéshatár választásával amely a mintákat két osztályba sorolta. Más gyakorlati feladatok megoldásánál – ahol a bemeneteknek több dimenziója van – betaniitóalgoritmust kell használnunk. 

Az egyrétegű perceptron legfontosabb tulajdonsága, hogy lineáris döntéshatárt képez a bemeneti vektorok szétválasztása céljából. Mi a teendő akkor ha a mintákat nem lehet lineáris határral szétválasztani? Ekkor a megoldást a többrétegű perceptron bevezetésével keressük, amely akármilyen összetettségű problémát képes megoldani.
6. Perceptrontaniitási szabályok
Az előző fejezetben a következő kérdés merült fel: Hogyan határozzuk meg a súlymátrikszot és a biasz-t abban az esetben ha a hálózatnak sok bemenete van, és lehetetlen vizuálisan meghatározni a döntéshatárokat? Ebben a fejezetben a perceptron hálózat betaniitásának módját ismertetjük. A betaniitási szabályokkal kezdjük, és levezetjük a perceptron taniitásának szabályait. A fejezet végén pedig értékelni fogjuk az egyrétegű neurális hálózatok előnyeit és korlátait.

1943-ban Warren McCulloch és Walter Pitts bemutatták az első mesterséges neuront. A neuronmodell összehasonliitotta a súlyozott bemenetek összegét egy előre meghatározott küszöbbel, és ennek alapján állapiitották meg a neuron kimenetét. Abban az esetben ha az összeg nagyobb vagy egyenlő a küszöbnél, a kimenet értéke 1. Ha az összeg kisebb a küszöbnél, a kimenet 0. A szerzők bebizonyiitották, hogy az ilyen neuronhálózatok minden aritmetikai és logikai függvény értékét ki tudják számolni. A biológiai neuronokkal ellentétben, a hálózat paramétereit tervezni kellett, mivel a betaniitási módszerek még nem voltak ismertek. Már abban az időben a biológia és a számiitástechnika közötti kapcsolat nagy érdeklődést keltett.
A múlt század ötvenes éveinek végén Frank Rosenblatt és más kutatók a neurális hálók egy olyan osztályát fejlesztették ki amelyeket perceptronnak neveztek el. Ezeknek a hálóknak a neuronjai hasonlóak voltak a McCullock és Pitts által bemutatott neuronokéhoz. Rosenblatt kulcsfontosságú hozzájárulása a betaniitási szabály bevezetése volt a mintafelismerési problémákban. Ő bebizonyiitotta, hogy a betaniitási szabályai mindig konvergálni fognak a hálózat helyes súlyainak felé (ha léteznek). A betaniitás egyszerű volt, és automatikusan hajtódott végre. A hálózatnak helyes “viselkedési“ példákat mutattak, a hálózat pedig a saját hibái alapján “tanult“. A perceptront akkor is be lehetett taniitani ha a súlyok véletlen értékekre lettek inicializálva. 
Sajnos a perceptron hálózatnak megvannak a maga korlátai is. Ezeket a korlátokat a Perceptrons könyvben jelentették meg Marvin Minsky és Seymour Papert. Ők bebizonyiitották, hogy a perceptron hálózat nem képes az elemi függvények implementációjára. Ezek a hátrányok csak a múlt század 80-as éveiben lettek kiküszöbölve jobb percperton hálók és betaniitási szabályok felfedezésével.
Napjainkban a perceptron még mindig igen fontos neurális hálózatnak számiit. Ez a hálózat továbbra is megbiizható hálózatnak számiit olyan feladatoknál amelyeket képes megoldani. A perceptron hálózatok műveleteinek megértése jó alapul szolgálhat az összetettebb hálók megértéséhez.
6.1. Betaniitási szabályok
Mielőtt rátérnénk a perceptron betaniitási szabályokra, általánosságban meg fogunk ismerkedni a betaniitási szabályokkal. Betaniitási szabály alatt a súlyok és a biasz változtatását értjük egy hálózatban. A betaniitás célja, hogy lehetővé tegye egy hálózatnak, hogy ellásson valamilyen feladatot. Az összes betaniitási algoritmus három kategóriába sorolható: felügyelt taniitás, felügyelet nélküli taniitás és „reinforcement“ taniitás.
6.2. A perceptron architektúrája
Mielőtt rátérnénk a perceptron betaniitási szabályokra, bevezetünk néhány új fogalmat. Az általános perceptron hálózat a 6.1. ábrán van bemutatva.
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6.1. ábra. Perceptron hálózat
A hálózat kimenete a következő egyenlettel van meghatározva:
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A perceptron betaniitás levezetésekor hasznos ha minden elemhez külön-külön hozzáférhetünk. A súlymátriksznak a következő alakja van:
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Az iw vektor a W mátriksz i-edik sorának elemeiből áll: TRANSZPONÁLNI KELL???
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Ezután a súlymátrikszot a következő egyszerűbb alakban iirhatjuk fel: 
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Az imént bevezetett jelölések lehetővé teszik, hogy a hálózat i-edik kimeneti elemét a következő képlettel iirjuk fel: 
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Emlékezzünk vissza a hardlim átviteli függvény definiiciójára
	[image: image124.png]a = hardlim (n)
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Amennyiben a súlymátriksz i-edik sorának és a bemeneti vektornak a belső szorzata nagyobb vagy egyenlő mint 
[image: image126.wmf]i
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, a kimenet 1 lesz, ellenkező esetben pedig 0. Ezért a hálózat minden neuronja a bemeneti teret két részre osztja. Nagyon hasznos felderiiteni a határt ezek a tartományok között.
6.3. Egy neuront tartalmazó perceptron (Single-Neuron perceptron)
Az egy neuront tartalmazó kétbemenetű perceptron a 6.2. ábrán van bemutatva.
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6.2. ábra. Két bemenettel és egy kimenettel rendelkező perceptron
A felső hálózat kimenetét a következő összefüggés határozza meg:
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Granica odlučivanja određena je ulaznim vektorima za koje je ulaz u mrežu n jednak nuli:
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Ahhoz, hogy ezt a példát jobban megértsük, a súlyokhoz és a biasz-hoz a következő értékeket rendeljük:
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Ekkor a döntéshatár
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Az utolsó egyenlet a bemeneti térben egy vonalat definiál. A vonal egyik oldalán a hálózat kimeneti értéke 0, a vonal másik oldalán a hálózat kimeneti értéke 1. Ha le szeretnénk rajzolni a vonalat, meg kell határozni a vonal metszéspontjait a p1 és p2 tengelyekkel. Ahhoz hogy a p2 metszéspontját meghatározzuk, a p1 értékét nullára álliitjuk (p1=0):
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Hasonlóképpen határozzuk meg a p1 metszéspontját (p2=0):
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A döntéshatár a 6.3. ábrán van bemutatva.
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6.3. ábra. A kétbemenetű perceptron döntéshatára
Ahhoz, hogy meghatározzuk, hogy a vonal melyik oldalán lesz a kimenet 1, egy tetszőleges pontot fogunk tesztelni. A 
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 bemenetre, a hálózat kimenete
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Ebből arra következtetünk, hogy az 1-es kimenet a választóvonal feletti területnek felel meg. A 6.3. ábrán ez a terület árnyékolva van.

A döntéshatárt grafikusan is meg lehet határozni. Megfigyelhetjük, hogy a határ mindig ortogonális a 
[image: image137.wmf]w
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-re, mint ahogy a következő ábrák mutatják.
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A határ mindig ortogonális a 
[image: image140.wmf]w
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-re
A döntéshatárt a következő összefüggés adja:
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(*)
Az összes határpontra, a bemeneti vektor és a súlyvektor belső szorzata egyforma. Ebből az következik, hogy az összes ilyen bemeneti vektornak egyforma vetülete lesz a súlyvektorra, ezért muszáj hogy azon a vonalon feküdjenek amely ortogonális a súlyvektorra. Azt is észre kell még venni, hogy akármelyik vektornak amely a 6.3. ábra árnyékolt részében fekszik a belső szorzata nagyobb mint 
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, a nem árnyékolt tartomány vektorainak belső szorzata pedig kisebb mint 
[image: image143.wmf]b
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. Ezért a súlyvektor mindig abba az irányba fog mutatni ahol a neuron kimeneti értéke 1. 
Miután kiválaszottuk a helyes irányú súlyvektort, a biasz-t egy határpont kiválasztásával és a (*) egyenlet kielégiitésével határozzuk meg. 
Az eddigiek alapján megetervezünk egy egyszerű perceptron hálózatot amely a logikai ÉS (AND) műveletet fogja végezni. Az ÉS hálózat bemeneti/kimeneti párjai a következők:
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A következő ábra grafikusan illusztrálja az adott feladatot. A bemeneti tartományban minden bemeneti vektor a kimenetének megfelelően van jelölve. A kitöltött fekete pont ● azt jelöli, hogy a kiivánt kimenet 1, az üres pont ○ pedig azt jelöli hogy a kiivánt kimenet 0.
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Az első lépés mindig a határvonal kiválasztása. Olyan vonalra van szükségünk amely különválasztja a kitöltött pontot az üres pontoktól. Erre végtelenül sok lehetséges megoldás van. Értelmesnek tűnik olyan határvonalat választani amely amely “félúton“ van a két bemeneti kategória között. Ez a fenti ábrán jobbról van bemutatva.

A következő lépésben a súlyvektort kell kiválasztani úgy, hogy ortogonális legyen a döntéshatárra. A súlyvektornak akármekkora hossza lehet, ezért végtelenül sok megoldás lehetséges, melyek közül az egyik:
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Ez a vektor úgyszintén a jobb oldali képen van bemutatva.

Az utolsó lépésben a b biasz értékét kell meghatározni. Ezt úgy érjük el, hogy a határvonalon egy olyan pontot választunk amely kielégiiti a (*) egyenletet. Ha 
[image: image148.wmf][

]

T

p

0

5

.

1

=



[image: image149.wmf][

]

.

3

   

    

0

3

0

5

.

1

 

2

2

1

-

=

Þ

=

+

=

+

ú

û

ù

ê

ë

é

=

+

b

b

b

b

p

w

T


Ezután tesztelhetjük a hálózatot egy bemeneti/kimeneti párral. Ha a bemenetre p2-t vezetünk, a kimenet értéke a következő lesz:
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ami megfelel a megadott feltételeknek. Az olvasó feladata tesztelni a többi bemenet/kimenet párt. 
A határvonallal a Neural Network Design Demonstration Decision Boundaries (nnd4db) parancs hiivásával lehet kiisérletezni.

6.4. Több neuront tartalmazó perceptron
Több neuront tartalmazó perceptron esetén (6.1. ábra), minden neuronnak lesz egy döntéshatára. Az i-dik neuron döntéshatára
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Az egy neuront tartalmazó perceptron a bemeneti vektorokat két osztályba sorolhatja, mivel a kimenete vagy 0 vagy 1. Ha a peceptron több neuront tartalmaz, a bemeneti vektorokat több osztályba sorolhatja. Minden osztályt más kimeneti vektor jelképez. Mivel a kimeneti vektor minden eleme 0 vagy 1, összesen 2S osztály létezik (S a neuronok számát jelöli).
6.5. Perceptronbetaniitási szabályok
Miután megismerkedtünk a perceptron hálózatok képességeivel, áttérhetünk a perceptron betaniitási szabályra. Ez felügyelt taniitási módszer, ahol a taniitási szabály olyan párokból áll amelyek a hálózat helyes működését jellemzik:
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A bemenetek pQ-val vannak jelölve, a megfelelő kimenetek pedig tQ-val. A taniitás úgy törtrénik, hogy a bemeneteket a hálózatra vezetjük, a kimenetet pedig összehasonliitjuk a kiivánt céllal. Ezután a betaniitási szabály megváltoztatja a súlyok és a biasz értékét, hogy a kimenet minél közelebb kerüljön a kiivánt kimenethez.
6.6. Tesztfeladat
Egy egyszerű tesztfeladattal kezdjük, és kiisérletezünk a lehetséges taniitási szabályokkal, hogy belássuk mi módon működnek a szabályok. A bemenet/kimenet párok a következők
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A feladat grafikailag a következő ábrán van bemutatva. Azok a bemeneti vektorok amelyeknek a megfelelő kimeneti értékei 0 üres köröcskével (○) vannak jelölve, azok a bemeneti vektorok pedig amelyeknek a megfelelő kimeneti értékei 1, teli köröcskével (●) vannak jelölve. Ez egy egyszerű feladat, a megoldást akár az ábráról is leolvashatnánk.
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A feladat megoldására olyan hálózatra van szükségünk amelynek két bemenete és egy kimenete van. Ahhoz, hogy a betaniitást még egyszerűbbé tegyük, biasz nélküli hálózattal kezdjük. A hálózatnak csak két paramétere lesz (w1,1 és w1,2), 6.4. ábra.
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6.4. ábra. Tesztfeladat megoldására szolgáló hálózat
A biasz kihagyásával olyan hálózatot kapunk amelynek döntéshatára biztosan az origón keresztül halad. A végtelenül sok megoldás közül azt kell kiválasztani amelyik a p2 és p3 vektorokat különválasztja a p1 vektortól. A következő ábra a lehetséges döntéshatárokat mutatja.
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Sledeća slika prikazuje vektore težina koji odgovaraju dozvoljenim granicama odlučivanja (setimo se da je vektor sa težinama ortogonalan na granicu odlučivanja). Želimo da nađemo pravilo obučavanja koji će pronaći vektor težina koji pokazuje u jednom od prikazanih pravaca. Setimo se još i toga da ne treba obraćati pažnju na dužinu vektora sa težinama, bitan je samo pravac.
6.7. Taniitási szabály képzése
A hálózat betaniitása a hálózat paramétereinek kezdeti értékeinek megadásával kezdődik. A mi konkrét esetünkben biasz nélküli kétbemenetű és egykimenetű hálózatot taniitunk, iigy mindössze két súlyt kell inicializálnunk. A 
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 vektorhoz a következő véletlen értéket rendeljük:
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A következő lépésben a bemeneti vektorokat kezdjük a hálózatra vezetni, először a p1-et:
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A hálózat kimenetén nem a kiivánt érték jelent meg. A hálózat kimenete 0, miig a kiivánt kimenet 
[image: image160.wmf]1
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A következő diagrammon láthatjuk hogy mi történt. Az iniciális súlyvektor tévesen felálliitott döntéshatárt eredményezett, ezért a p1 vektor téves osztályba került. A súlyvektort úgy kell módosiitanunk, hogy jobban a p1 felé mutasson, és hogy a következő lépésben lehetőleg az összes vektort helyesen osztályozza.
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Az egyik lehetséges hozzáállás az volna, hogy a 
[image: image162.wmf]w
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-et úgy álliitsuk be, hogy egyenlő legyen p1-el. Ezzel biztosiitanánk, hogy a p1 bemenet ezután helyesen legyen osztályozva. Sajnos nem nehéz olyan példát kitalálni amelyre ez a szabály nem találna megoldást. A következő diagramm olyan példát mutat amelyet nem lehet megoldani ha a súlyvektor közvetlenül az egyik a két fekete köröcskére mutat. Ha alkalmaznánk a 
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 szabályt, a két vektor közül az egyik mindig tévesen lesz osztályozva, a súlyok oszcillálni fognak, és a megoldást sose találjuk meg.
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A másik lehetőség a p1 és a 
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 összeadása lehetne. A p1 és a 
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 összeadásával az 
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 inkább p1 felé mutatna. Ennek az eljárásnak a többszöri ismétlése azt eredményezné, hogy a 
[image: image168.wmf]w
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 vektor iránya aszimptotikusan p1 felé tartson. Ezt a szabályt a következőképpen lehet kifejezni:
Ha  t=1  és  a=0,  akkor 
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(**)
Ha ezt a szabályt alkalmazzuk a tesztfeladatunkra, 
[image: image170.wmf]w
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 új értékét kapjuk:
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Ezt a műveleltet a következő ábra mutatja:
[image: image172.png]



Ezután áttérünk a következő bemeneti vektorra, és folytatjuk a betaniitást és a súlyok változtatását. Ezt a folyamatot addig folytatjuk amiig amiig az összes bemeneti minta helyesen lesz osztályozva.

A következő bemenet a p2. Miután a p2-t a bemenetre vezetjük, a következőt kapjuk:
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A p2-nek megfelelő t2 kimenet 0, az a kimenet értéke pedig 1. Ez annyit jelent, hogy a  0 osztályhoz tartozó vektor tévesen lett osztályozva mint 1.
Most változtatni szeretnénk a 
[image: image174.wmf]w

1

 súlyvektort, ezért a (**) egyenletben az összeadást egyszerűen kivonásra változtatjuk:

Ha  t=0  és  a=1,  akkor 
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(***)
Ha ezt a szabályt a tesztfeladatra alkalmazzuk, a követkeezőt kapjuk:

[image: image176.wmf]ú

û

ù

ê

ë

é

-

=

ú

û

ù

ê

ë

é

-

-

ú

û

ù

ê

ë

é

=

-

=

8

.

0

0

.

3

2

1

2

.

1

0

.

2

2

1

1

p

w

w

old

new


ami az alábbi ábrán van bemutatva.
[image: image177.png]w




Ezután a bemenetre a 
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 vektort vezetjük:
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A 
[image: image180.wmf]w
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 pillanatnyi értéke olyan döntésthatárt jelöl amely tévesen fogja osztályozni a 
[image: image181.wmf]3
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 vektort. Erre az esetre már van szabályunk, ezért a 
[image: image182.wmf]w
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 vektort ismét a (***) szabály szerint fogjuk módosiitani:
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A következő diagramm mutatja, hogy a perceptron megtanulta helyesen osztályozni a bemeneti mintákat. Akármelyik bemeneti vektort vezetjük a neuronra, helyesen lesz osztályozva.
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Ezzel eljutottunk a harmadik és egyben utolsó szabályig. Ha ez a szabály is ki van elégiitve, többet semmit sem kell változtatni.

Ha  t=a  akkor 
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Most az összes kombinációt lefedő 3 szabály következik:

Ha  t=1  és  a=0,  akkor 
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Ha  t=0  és  a=1,  akkor 
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Ha  t=a  akkor 
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6.8. Általános taniitási szabály
Az előző egyenlet mind a három szabálya egy egyenlet formájában is leiirható. Ehhez be fogunk vezetni egy új változót, a perceptron hibáját (e).
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Most a megfelelő egyenletek következnek:
Ha  e=1  és 
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Ha  e= 
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  akkor 
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Ha  e=0  akkor 
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Az első két szabály alapján megfigyelhető, hogy p előjele megegyezik a hiba (e) előjelével. A harmadik szabályban amikor a hiba értéke 0, a p változó nincs jelen. Ezeknek az észrevételeknek a figyelembe vételével mind a három szabályt egy egyenletbe egyesiithetjük:
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Ezt a szabályt ki lehet bőviiteni a biasz betaniitására is, mert a biasz nem más mint egy súly amelynek a bemeneti értéke mindig 1. Ha p-t a biasz-szal helyettesiitjük, a biasz perceptron szabályát nyerjük:
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6.9. Több neuront tartalmazó perceptron betaniitása
A perceptron taniitási szabály update-eli az egy neuront tartalmazó perceptron súlyvektorát. Ezt a szabályt általánosiithatjuk olyan esetre is amikor több neuronunk van (6.1. ábra). A súlymátriksz i-edik sorának update-jére a következő képletet használjuk:
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A biasz i-edik elemének update-jére a következő képletet használjuk:
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A perceptron taniitási szabályt feliirhatjuk mátriksz alakban is:
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A perceptron taniitási szabály tesztelésére vizsgáljuk meg újra az alma és a narancs felismerésének feladatát. A bemeneti/kimeneti prototiipus vektorok
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Megjegyezzük, hogy a narancsok felismerésére a 0 értéket használjuk -1 helyett (előző fejezet). Ez azért van mert a hardlims átviteli függvény helyett a hardlim átviteli függvényt használjuk.
A súlyok és a biasz tipikusan kis véletlen értékekre vannak inicializálva. Feltételezzük, hogy a súlyok és a biasz kezdeti értékei:
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Az első lépésben a bemenetre a 
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 vektort vezetjük:
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Ezután a hibát számiitjuk ki:
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A súlyok új értékei:
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A biasz új értéke:
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Ezzel befejeztük az első iterációt.

A második iterációnak a következő folyamata van:
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A harmadik iteráció ismét az első bemeneti vektorral kezdődik:
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Ez az iteráció után mind a két bemeneti vektor helyesen lesz leosztályozva, ezért azt mondjuk, hogy az algoritmus konvergált a megoldás felé. A döntéshatár nem egyezik az előző bekezdés döntéshatárával, de ennek ellenére mind a két határ helyesen osztályozza mind a két bemeneti vektort.

A perceptron szabállyal a Neural Network Design Demonstration Perceptron Rule (nnd4pr) paranccsal kiisérletezhetünk.
6.10. Korlátozások
A perceptron taniitási szabály véges számú lépés után garantáltan meg fogja találni a megoldást ha az létezik. Itt viszont felmerül egy fontos kérdés. Mely feladatokat képes megoldani egy perceptron? Jusson eszünkbe, hogy az egy neuront tartalmazó perceptron a bemeneti tartományt két részre osztja. A tartományok közötti határ a következő egyenlettel van definiálva:
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A felső egyenlet lineáris határt definiál. A perceptron olyan bemeneti vektorok osztályozására alkalmas amelyek lineáris határral szétválaszthatók. Az ilyen vektorokat lineárisan szétválasztható (szeparabilis) vektoroknak nevezzük. A logikai ÉS függvény egy példa a kétdimenziós lineárisan szétválasztható vektorokra. Az almák és narancsok példája a háromdimenziós térben történt.
Sajnos, sok feladat lineárisan nem választható szét. Ennek egy klasszikus példája a XOR probléma. A XOR logikai függvény bemeneti/kimeneti párjai:
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Ez a feladat grafikailag a 6.6. ábrán van bemutatva (bal ábra). A 6.6. ábra úgyszintén még két lineárisan nem szétválasztható problémát mutat. Beláthatjuk, hogy lehetetlen olyan vonalat húzni amely különválasztaná a kitöltött köröcskéket az üres köröcskéktől.
Mivel az általános perceptron nem volt képes megoldani ilyen egyszerű feladatokat, a múlt század hetvenes éveiben csökkent a neurális hálózatok iránti érdeklődés. Rosenblatt próbálkozott összetettebb hálózatok kivizsgálásával, de a pereceptron szabályt nem sikerült módosiitani úgy, hogy érvényes legyen összetettebb hálózatokra is.
[image: image217.png]



6.6. ábra. Lineárisan nem szétválasztható minták
6.11. Kidolgozott példák
1. A 6.7. ábrán látható osztályozási feladatokra rajzoljuk be a döntéshatárokat. Határozzuk meg a súlyok és a biasz értékét ha a perceptron csak egy neuront tartalmaz. 
[image: image218.png]



6.7. ábra. Egyszerű osztályozási feladatok
Először az üres és a kitöltött köröcskék közé rajzoljuk be a válaszvonalat

[image: image219.png](a)
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A következő lépés a súlyok és a biasz meghatározása. A súlyvektor ortogonális kell hogy legyen a döntéshatárra, és a kitöltött köröcskék felé kell hogy mutasson (ezeket a mintákat 1-gyel osztályozzuk). A súlyvektoroknak akármekkora hosszuk lehet.
[image: image220.png](a)




A súlyvektorok lehetséges értékei:
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Ezután a perceptron biasz értékét kell meghatározni. A döntéshatár mentén olyan pontot kell kiválasztani amely kielégiiti a (*) egyenletet.
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A következő 3 biasz-t kapjuk:


[image: image224.wmf](

)

[

]

(

)

[

]

(

)

[

]

6

1

2

 

2

2

  

  

,

2

1

0

 

2

0

  

  

,

0

0

0

 

1

2

  

=

ú

û

ù

ê

ë

é

-

-

-

=

-

=

ú

û

ù

ê

ë

é

-

-

-

=

=

ú

û

ù

ê

ë

é

-

-

=

b

c

b

b

b

a


Most leellenőrizhetjük, hogy helyesen számoltunk-e. Az első hálózatot a 
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 bemeneti vektorral fogjuk tesztelni.
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2. Az adott osztályozási feladatot olyan ekvivalens feladattá alakiitani amely egyenlőtlenségekből áll.
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Minden 
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 kimeneti érték azt jelöli, hogy a hálózat válasza a 
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 vektorra kisebb nullánál (<0), vagy nagyobb vagy egyenlő mint nulla (≥). Például, mivel 
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, tudjuk, hogy a hálózat kimenete amely a 
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-nek felel meg, nagyobb vagy egyenlő mint 0. (EZT ELLENŐRIZNI HOGY NAGYOBB VAGY KISEBB!!!) IIgy a következő egyenlőtlenségeket nyerjük:
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Ugyanennek az eljárásnak az alkalmazásával a 
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 bemenet/kimenet párra a következő egyenlőtlenségekt nyerjük:
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Az egyenlőtlenségek megoldása nehezebb feladat az egyenletek megoldásánál. Ennek az az oka, hogy gyakran megtörténik, hogy végtelenül sok megoldás van (ugyanúgy mint ahogy végtelenül sok választóvonal van a lineárisan szétválasztható feladatoknál).
Ebben az egyszerű esetben azonban az egyenlőtlenségek rajzolásával a megoldást grafikai úton is meghatározhatjuk. Megfigyelhetjük, hogy a 
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 csak a (ii) és (iv) egyenlőtlenségekben szerepel, a 
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 pedig csak a (i) és (iii) egyenlőtlenségekben. Mind a két egyenlőtlenség-párt két grafikonnal ábrázolhatunk.
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A feladat megoldása minden súly és biasz amely mind a két árnyékolt tartományhoz tartozik. Egy lehetséges megoldás a következő:
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3. Egy osztályozási feladat négy bemeneti osztállyal van megadva. Az osztályok
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Tervezzünk olyan perceptron hálózatot amely megoldja a feladatot (szétválasztja az osztályokat).

Mivel a bemeneti vektoroknak 4 osztálya van feladva, olyan perceptronra lesz szükségünk amely legalább két neuront tartalmaz mert az S neuront tartalmazó perceptron 
[image: image241.wmf]S

2

 osztályt képes megkülönböztetni. A két neuront tartalmazó perceptron a 6.8. ábrán van bemutatva.
[image: image242.png]Input Hard Limit Layer
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6.8. ábra. Két neuront tartalmazó perceptron
A feladatot a bemeneti vektorok rajzolásával kezdjük, 6.9. ábra. Az üres köröcskék (○) az első osztály vektorait jelölik, az üres négyzetek (□) a második osztály vektorait jelölik, a kitöltött köröcskék (IDE KÖRÖCSKE) a harmadik osztályét, a kitöltött négyzetek (■) pedig a negyedik osztályét.
A két neuront tartalmazó perceptron két határvonalat hoz létre. Ahhoz, hogy a bemeneti tartományt 4 különálló részre oszthassuk, először egy határvonallal két részre kell osztani a bemeneti tartományt, a másik határvonal pedig minden osztályt még két részre kell hogy osszon. Két ilyen határvonal a 6.10. ábrán van bemutatva. Most tudjuk, hogy a minták lineárisan szétválaszthatók.

[image: image243.png]



6.9. ábra. Bemeneti vektorok
[image: image244.png]



6.10. ábra. A minták egy lehetséges szétválasztási módja
A súlyvektorok ortogonálisak kell, hogy legyenek a döntéshatárra, és az a tartomány felé kell hogy mutassanak ahol a neuronok kimenete 1. A következő lépésben azt kell eldönteni, hogy a határ melyik oldalán lesz a kimenet értéke 1. Egy lehetséges választás a 6.11. ábrán van bemutatva, ahol az árnyékolt tartományok jelölik azokat a helyeket ahol a kimenet értéke 1. A legsötétebben árnyékolt tartomány azt jelöli, hogy mind a két neuron kimenete 1. Ez a lehetséges megoldás a következő cél-értékeknek felel meg:
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Ezután kiválaszthatjuk a súlyvektorokat:
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A súlyvektorok hossza jelentéktelen, csak az irányiitásuk a fontos. A súlyvektorok ortogonálisak kell hogy legyenek a döntéshatárra. Most a meghatározzuk a biasz-t úgy, hogy egy olyan pontot választunk a határról amelyik kielégiiti a (*) egyenletet:
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[image: image250.png]



6.11. ábra. Döntési tartományok
Mátrikszos alakban a következő egyenletek kapjuk:
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Ezzel befejeztük a neurális háló taniitását.

4. Perceptron taniitási szabállyal oldjuk meg a következő osztályozási feladatot. A hálózatot adig taniitsuk amiig minden bemeneti értékre helyes kimenetet kapunk. A betaniitás után ábrázoljuk a feladat diagrammját.
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A következő kezdeti súlyokat és biasz-t használjuk:
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A perceptron kimenetének (a) meghatározásával kezdjük az első bemeneti vektor (
[image: image256.wmf]1

p

) esetében. A kezdeti súlyokat és biasz-t használjuk.
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Mivel a nem felel meg a kiivánt 
[image: image258.wmf]1

t

 értéknek, ezért a perceptron taniitási szabályt használjuk, hogy a hiba alapján meghatározzuk az új súlyokat és a biasz-t.
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Ezután a hálózat bemenetére a második bemeneti vektort vezetjük (
[image: image262.wmf]2

p

), de ezúttal az új súlyokat és az új biasz-t használjuk.
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Ezúttal az a kimenet megegyezik a kiivánt 
[image: image264.wmf]2

t

 kimenettel. A perceptron taniitási szabály alapján,ebben az esetben a súlyokat nem változtatjuk.
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Most a harmadik bemeneti vektor következik.
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A hálózat válasza a 
[image: image268.wmf]3

p

 bemeneti vektor esetén megegyezik a kiivánt 
[image: image269.wmf]3

t

 kimenettel, ezért ezúttal sem fogjuk a súlyokat változtatni.
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Utoljára a 
[image: image272.wmf]4

p

 vektort vezetjük a bemenetre.
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Ezúttal az a kimenet nem felel meg a kiivánt 
[image: image274.wmf]4

t

 kimenetnek. Ezért a W-nek és a b-nek is új értékei lesznek.
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Miután az összes vektort átengedtük a hálózaton, ismét a 
[image: image278.wmf]1

p

 vektort vezetjük a bemenetre. A kimenet most megfelel a kiivánt 
[image: image279.wmf]1

t

 értéknek.
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Mivel az aktuális kimenet megfelel a kiivánt kimenetnek, semmit sem változtatunk.
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A 
[image: image283.wmf]2

p

 bemeneti vektor áteresztése a hálózaton hibás kimenetet fog eredményezni, a súlyok és a biasz új értékei:


[image: image284.wmf](

)

(

)

(

)

[

]

(

)

0

1

hardlim

0

2

1

 

1

3

hardlim

5

5

hardlim

2

=

-

=

÷

÷

ø

ö

ç

ç

è

æ

+

ú

û

ù

ê

ë

é

-

-

-

=

+

=

b

p

W

a


Az új értékek:
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A következő négy lépésben nem lesz hiba.
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Mivel minden bemenetre a kiivánt kimenetet kapjuk, arra következtetünk, hogy az algoritmus konvergál. A végső megoldás:
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Ezután lerajzolhatjuk a megoldás döntéshatárát amely a következő egyenlettel van meghatározva:
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A döntéshatár és a 
[image: image295.wmf]2
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 metszetét akkor nyerjük, ha 
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-re nullát helyettesiitünk (
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A döntéshatár és a 
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 metszetét akkor nyerjük, ha 
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-re nullát helyettesiitünk (
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Az eredő döntéshatár a 6.12. ábrán van bemutatva.
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6.12. ábra. Döntéshatár
5. Tervezzünk olyan neurális hálót amely az adott mintákat négy különálló osztályba fogja sorolni. A tervezést perceptron betaniitási szabállyal végezzük.
A betaniitási mintahalmaz a következő:
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Az algoritmust a következő súlyokkal és biasz-szal kezdjük:
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Az első iteráció:
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A második iteráció:
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A harmadik iteráció:
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A negyedik és a nyolcadik iterációk között a súlyokat nem szükséges változtatni.

[image: image322.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

(

)

3

4

5

6

7

8

3

4

5

6

7

8

b

b

b

b

b

b

W

W

W

W

W

W

=

=

=

=

=

=

=

=

=

=


A kilencedik iteráció a következő eredményt adja:
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Ebben a pontban az algoritmus konvergált, mivel az összes bemeneti minta helyesen lett osztályozva. A végső döntéshatárok a 6.13. ábrán vannak bemutatva.

[image: image327.png]



6.13. ábra. Döntéshatárok
7. Egy példa a perceptrontaniitásra
A gépi tanulásra tipikusan több száz, vagy több ezer példára van szükség ahhoz, hogy egy perceptron megszerezze a kiivánt tudást. Ha például azt szeretnénk, hogy egy gép álliitsa fel egy beteg diagnózisát hasfájás esetén, többezer beteg adataira volna szükségünk.

Ahhoz viszont hogy megismerjük a módszert, csupán néhány mintára és egy egyszerű példára van szükségünk. A betaniitást egy “iskola“-példán fogjuk bemutatni. Feltételezzük hogy ismerjük néhány érettségiző diák adatait, és ezek az adatok alapján megpróbáljuk megállapiitani hogy melyik fiatalabb diákok számiithatnak kitűnő eredményre. Tételezzük fel, hogy a következő adatokat ismerjük: a diáknak kitűnő eredménye volt-e az előző évben, a diák szorgalmasan tanul-e, fiú nemű-e, és szeret-e bulizni. A példadiákokról azt is tudjuk, hogy az idén kitűnő eredményt értek-e el. Azokat a diákokat akiknek kitűnő eredményük volt, pozitiiv példának fogjuk tekinteni, azokat a diákokat pedig akiknek nem volt kitűnő eredményük, negatiiv példának fogjuk tekinteni. A hat példadiák adatait a 7.1. táblázat mutatja.
	Tanuló
	Tavaly kitűnő eredményt ért el?
	Férfi nemű-e?
	Szorgalmas?
	Szeret-e bulizni?
	Az idén kitűnő?

	Richard
	igen
	igen
	nem
	igen
	Nem

	Alan
	igen
	igen
	igen
	nem
	Igen

	Alison
	nem
	nem
	igen
	nem
	Nem

	Jeff
	nem
	igen
	nem
	igen
	Nem

	Gail
	igen
	nem
	igen
	igen
	Igen

	Simon
	nem
	igen
	igen
	igen
	Nem


7.1. táblázat. A diákok adatai
Már első látásra észrevehetünk néhány összefüggést. Két diák aki tavaly kitűnő eredményt ért el az idén is kitűnőek lettek (Alan és Gail). Emellett mind a ketten szorgalmasan tanultak. Azt is észrevehetjük, hogy azok a tanulók akik nem értek el kitűnő eredményt, ilyen tulajdonsággal nem rendelkeznek. Logikus, hogy ha valaki tavaly kitűnő eredményt ért el, és az idén is szorgalmasan tanult, hogy az idén is kitűnő eredménnyel végezzen. Viszonnt a táblázat alapján más következtetéseket is le lehetne vonni. Ha valaki férfi nemű és nem bulizik, vagy ha valaki nőnemű és sokat bulizik, kitűnő eredményre számiithat. Ezek a szabályok az adott diákok esetében érvényesek, de nagyon furcsák és sokkal összetettebbek.
Ebben a példában a betaniitást a 7.1. ábrán bemutatott neuronnal (perceptron) fogjuk elvégezni.

[image: image328.jpg]



7.1. ábra. A diákok eredményének meghatározására szolgáló perceptron
Egy alkalmazás amelyik összetett neurális hálót igényel, akár több száz vagy több ezer neuronból is állhat. Viszont egy egyéni neuronnal is elérhetünk bizonyos betaniitást. A neurális háló betaniitása az adott adatok alapján nem más mint a súlyok módosiitása. Minden mintapélda egy kimeneti-bemeneti értéket határoz meg. Ezeket a mintapéldákat egymás után vizsgáljuk, és ha az aktuális hálózat nem ad kielégiitő kimenetet, akkor kis mértékben megváltoztatjuk a súlyokat. 
Aplikacija koja koristi složenu neuralnu mrežu može zahtevati mrežu koja se sastoji od više stotina ili čak hiljadu neurona. Ali i sa pojedinačnim neuronom možemo postići neko obučavanje. Obučavanje neuralne mreže na osnovu zadatih podataka nije ništa drugo nego podešavanje težina. Svaki primer određuje jednu izlazno-ulaznu vrednost. Ove primere ispitamo jedan za drugim, i ako aktuelna mreža ne daje zadovoljavajući izlaz, onda u maloj meri promenimo težine tako da povećamo povećamo težine koje pripadaju aktivnim vezama ako je stvarni izlaz iz mreže 0, a ciljna vrednost (na osnovu primera) bi bila 1. Težine smanjujemo ako je mreža proizvela izlaznu vrednost 1, a željeni izlaz je trebalo da bude 0. Sve primere dovodimo na mrežu sve dotle dok na kraju mreža ne konvergira ka tome da za svaki primer daje željeni rezultat. 

Na ulaze perceptrona dovešćemo četiri parametra iz tabele (da li učenik vredno radi, da li pije, ...), a na izlazu ćemo ispitivati da li je učenik postigao odličan uspeh i ove godine. Svaku osobinu ćemo reprezentovati sa jednim ulazom. Na primer, 
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 znači da je učenik prošle godine bio odličan, 
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 znači da je osoba muškog pola, i tako dalje. Izlazna vrednost zavisi od toga da li je učenik i ove godine bio odličan. Ako je izlaz jednak 1, to znači da jeste. Na početku ćemo sve težine podesiti na neke slučajne male vrednosti. Zbog jednostavnosti, pretpostavimo da na početku sve težine imaju istu vrednost 0.2. Takođe treba odrediti i vrednost praga t, neka u ovom slučaju bude 0.5. Vrednosti težina uvek menjamo za neku malu vrednost d, u našem primeru neka to bude 0.05. Slika 7.2. prikazuje početno stanje sa podacima prvog učenika (Richard).
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7.2. ábra Richard adatai
Bez ikakvog obučavanja izlaz mreže biće 1, jer je ulaz u neuron 1x0.2+1x0.2+0x0.2+1x0.2=0.6, što je veće od praga t koji ima vrednost 0.5. Ali Richard nije bio odličan. Tako da vrednosti svih aktivnih veza (ulazi sa vrednošću 1) treba smanjiti za iznos d. Nove vrednosti težina su 0.15, 0.15, 0.2, 0.15. Sledeći ulazni uzorak je Alan. Ulazne vrednosti su 1, 1, 1 i 0. Aktuelna mreža će dati na izlazu 0 (ulazi pomnoženi sa težinama u zbiru daju tačno 0.5), ali pošto je Alan imao odličan uspeh, željeni izlaz treba da bude 1. Sada treba povećati odgovarajuće težine za iznos d, tako da one postaju: 0.2, 0.2, 0.25, 0.15. Već nakon prva dva koraka možemo primetiti da je težina koja je povezana sa vrednim radom veća od ostalih, dok je težina koja je povezana sa prekomernim konzumiranjem alkohola manja od ostalih.

Sve ostale učenike treba analizirati na isti način. Težine ne menjamo u slučaju Alison-a, Jeff-a i Gail-a, ali ispitivanjem Simon-a težine menjamo na 0.2, 0.15, 0.2 i.0.1.

Ovim se obučavanje još nije završilo. Sve uzorke treba ponovo i ponovo ispitati dok mreža ne bude dala onoliko tačnih rezultata koliko je moguće (minimizacija greške). U našem primeru posle drugog kruga težine će imati vrednosti 0.25, 0.1, 0.2 i 0.1. Ove težine će za svaki ulazni uzorak dati ispravan rezultat, i nakon trećeg kruga obučavanje se zaustavlja. Mreža je naučila odgovarajuće težine jer je perceptron za svaki ulazni uzorak dao ispravnu izlaznu vrednost.

U slučaju novog učenika za predviđanje njegovog rezultata koristimo već naučene težine. Na primer, Michael je prošle godine bio odličan, vredno radi, muškog je pola, ali voli da pije. Tada može predvideti da će i ove godine imati odličan uspeh.

U ovom primeru možemo dodeliti određen značaj težinama: težina koja odgovara uspehu iz prethodne godine i težina koja odgovara vrednom radu, na kraju obučavanja imaju veće vrednosti što znači da su ti parametri značajniji u odnosu na pol učenika i na to da li učenik voli da pije alkohol.

Osnovni algoritam za izvršavanje postupka obučavanja je sledeći:

· Slučajno postaviti početne vrednosti težina.

· Za svaki ulazni uzorak ponoviti sledeće:

1. ako je aktuelni izlaz 1, a željeni izlaz bi trebalo da bude 0, onda treba smanjiti vrednosti težina aktivnih veza za d.

2. ako je aktuelni izlaz 0, a željeni izlaz bi trebalo da bude 1, onda treba povećati vrednosti težina aktivnih veza za d.

dok mreža ne bude davala tačne izlaze (ili dok ne istekne neko vremensko ograničenje).
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7.3. ábra. A diákok első “átmenete“ a neurális hálón
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7.4. ábra. A diákok második “átmenete“ a neurális hálón
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7.5. ábra. A diákok harmadik “átmenete“ a neurális hálón
Slike 7.3., 7.4. i 7.5. korak po korak detaljno prikazuju postupak obučavanja neuralne mreže. Na izlazu iz mreže prikazana je vrednost koja se dobija množenjem ulaza sa odgovarajućim vrednostima, trenutni izlaz i željeni izlaz (u zagradi). Ukoliko se aktuelni i željeni izlaz podudaraju, neće doći do promena težina. Ako se aktuelni i željeni izlaz ne slažu, težine će se promeniti u skladu sa pravilima koji su malopre navedeni.
8. Logikai műveletek végzése neurális hálózatokkal
Feltételezzük, hogy adottak egy függvény bemenetei és kimenete. A mi konkrét esetünkben a függvénynek két bemenete (X és Y) és egy kimenete van (Z), ahogy a 8.1. ábrán látható.
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8.1. ábra. Kétbemenetű és egykimenetű függvény
A 8.1. táblázat azt mutatja, hogy a függvény milyen módon képezi le a bemeneteket a kimenetre. Ezt a függvényt ”VAGY” függvénynek nevezzük, a táblázat pedig a függvény jól ismert igazságtáblázatát mutatja. A 8.2. táblázat az ”ÉS” logikai függvény igazságtáblázatát mutatja.
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8.1. táblázat. A “VAGY“ logikai függvény igazságtáblázata
	X
	Y
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	0
	0
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8.2. táblázat. Az “ÉS“ logikai függvény igazságtáblázata
Jól látható hogy az X, Y és Z numerikus értékei a 0,1 halmazhoz tartoznak, tehát bináris, illetve Boole változókról van szó.

Eddig úgy tekintettük hogy a 8.1. ábrán szereplő “Függvény“ blokk egy fekete doboz amely a kívánt logikai műveletet valósítja meg. A függvény belsejét a következő egyenlettel jellemezhetjük:
Z:=(0.75×X+0.75×Y>=1.0)

ahol a „:=“ a hozzárendelés műveletét jelöli. Az egyenlet zárójelben levő része vagy igaz (true) vagy hamis (false). A 0.75×X+0.75×Y kifejezés vagy nagyobb vagy egyenlő mint 1.0, vagy kisebb mint 1. Mivel az egyenlet jobb oldala vagy igaz lesz vagy hamis (az X és Y függvényében), ezért a Z változó értéke is vagy “igaz“ vagy “hamis“.

Ahhoz hogy megállapítsuk a Z kimenet értékét, próbáljunk az X és Y helyére bináris értékeket helyettesíteni:

Ha   X=0   és   Y=0:

Z := (0.75 × 0.0 + 0.75 × 0.0 >= 1.0)

Z := (0.0 >= 1.0)

Z := hamis
Z := 0

Ha   X = 0   és   Y = 1:

Z := (0.75 × 0.0 + 0.75 × 1.0 >= 1.0)

Z := (0.75 >= 1.0)

Z := hamis
Z := 0

Ha   X=1   és   Y=0:

Z := (0.75 × 1.0 + 0.75 × 0.0 >= 1.0)

Z := (0.75 >= 1.0)

Z := hamis
Z := 0

Ha   X=1   és   Y=1:

Z := (0.75 × 1.0 + 0.75 × 1.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := igaz
Z := 1

Amint látjuk, a Z kimenet csak abban az esetben lesz igaz ha mind a két bemenet logikai egyes ami éppen az “ÉS“ logikai függvénynek felelne meg, ezért a Z:=(0.75×X+0.75×Y>=1.0) egyenlet az “ÉS“ logikai függvényt valósítja meg. Ezt a függvényt még átviteli függvénynek is nevezzük (transfer function) mivel az X és Y bemeneteket képezi le az Y kimenetre.
Az adott egyenletben mind a két bemenet 0.75-tel van beszorozva. A szorzók még “súly“ néven ismertek (weight) mert közvetlen kihatásuk van a bemenetekre (minél nagyobbak, az adott bemenet “súlyosabb“ lesz). A mi példánkban a bemeneteket 0.75-tel szoroztuk, ezután pedig összeadásra került sor. A 0.75×X+0.75×Y kifejezést “súlyozott összeg“-nek nevezzük. Az előző példában ahhoz hogy a Z kimenet értéke “igaz“ legyen, a súlyozott összeg nagyobb kell hogy legyen mint 1.0. Az 1.0 értéket küszöbnek nevezzük (threshold value). A kimenet bármely értékére amely kisebb a küszöbnél, Z értéke hamis lesz. A fenti példában Z értéke lehetett igaz (1) vagy hamis (0). A neurális hálók elméletében a Z kimenet aktív (1) vagy passzív (1).
A Z:=(0.75×X+0.75×Y>=1.0) egyenletet a következőképpen lehet átfogalmazni: “A kimenet akkor aktív ha a bemenetek súlyozott összege nagyobb vagy egyenlő a küszöb értékénél. Ellenkező esetben a kimenet passzív.“
Mi fog történni abban az esetben ha a súlyok értékét 0.75-ről 1.5-re cseréljük?

Z := (1.5 × X+1.5 × Y >= 1.0)

Ha   X = 0   és   Y = 0:

Z := (1.5 × 0.0 + 1.5 × 0.0 >= 1.0)

Z := (0.0 >= 1.0)

Z := hamis
Z := 0

Ha   X = 0   és   Y = 1:

Z := (1.5 × 0.0 + 1.5 × 1.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := igaz
Z := 1

Ha   X = 1   és   Y = 0:

Z := (1.5 × 1.0 + 1.5 × 0.0 >= 1.0)

Z := (1.5 >= 1.0)

Z := igaz
Z := 1

Ha   X = 1   és   Y = 1:

Z := (1.5 × 1.0 + 1.5 × 1.0 >= 1.0)

Z := (3.0 >= 1.0)

Z := igaz
Z := 1

Az eredmények a 8.3. és 8.4. táblázatokban vannak összegezve.
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8.3. táblázat. A “VAGY“ logikai függvény igazságtáblázata
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8.4. táblázat. A “NEMVAGY“ logikai függvény igazságtáblázata
Amint látjuk, a Z:=(1.5×X+1.5×Y>=1.0) egyenlet a logikai “VAGY“ függvényt valósítja meg. Az “ÉS“ függvényről a “VAGY“ függvényre egyszerűen úgy váltottunk át, hogy a súlyok értékét 0.75-ről 1.5-re növeltük.
A 8.4. táblázat a “NEMVAGY“ logikai függvény igazságtáblázatát mutatja.

A “NEMVAGY“ függvényt a Z:=(1.5×X+1.5×Y<=1.0) neurális átviteli függvény jellemzi. Ez az egyenlet megegyezik a “VAGY“ függvénnyel, az egyedüli különbség abban van hogy a „>=“ relációt a „<=“ reláció váltotta fel. Ez azt jelenti hogy a Z kimenet csak akkor aktív ha a súlyozott összeg kisebb vagy egyenlő a küszöb értékénél. A „<“ reláció „>“-ra változtatható ha a zárójelben levő egyenletet negatív számmal szorozzuk.
Z := (–1.5 × X + (–1.5) × Y >= –1.0)

Ha hozzáadunk 2-t az egyenlet mind a két oldalához, a következőt kapjuk:

Z := (2.0 + (–1.5) × X + (–1.5) ×Y >= 1.0)

Ezzel elértük hogy a küszöb értéke újra 1.0. A 2.0-t állandó bemenetnek tekinthetjük melynek súlya 1.0.

Z := (2.0 × 1.0 + (-1.5) × X + (-1.5) × Y >= 1.0)

Ezt a matematikai manipulációt a neuron természete miatt végeztük el. A természetbeli neuronok akkor aktiválódnak ha a súlyozott összeg nagyobb egy előre meghatározott pozitív értéknél. Az állandó bemenetre a “C“ betűt fogjuk használni.

Z := (2.0 × C + (-1.5) × X + (-1.5) × Y >= 1.0)

A súlyt amely az állandó bemenetet szorozza W0-val jelöljük, az X és Y bemeneteket szorzó súlyokat pedig W1-gyel és W2-vel. A küszöböt T-vel (threshold) jelöljük. Ezután a Z kimenetet a következő egyenlet jellemzi:

Z := (W0 × C + W1 × X + W2 × Y >= T)

Ezek a jelölések bevezetése után, a neurális háló a 8.2. ábrán látható alakot kapja.
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8.2. ábra Állandó bemenettel is rendelkező neurális háló
A zárójelben levő neurális egyenlet egy egyenes egyenlete. Az Y kifejezésével a következőt kapjuk:

Y >= (-W1/W2) × X + (-W0/W2) × C + T/W2

Y >= M × X + K

ahol az egyenes meredekségét M jelöli (-W1/W2), K pedig azt a pontot jelöli ahol az egyenes az Y tengelyt metszi: (-W0/W2)×C+T/W2.

Az “ÉS“ függvény egyenletének a következő alakja van:

Z := (Y >= -1.0 × X + 1.33)

Ezt az egyenletet grafikusan a 8.3. ábra mutatja. Mivel egyenlőtlenségről van szó, Z akkor lesz igaz ha Y nagyobb mint –X+1.33 (az egyenesnek a bekarikázott 1-est tartalmazó oldala).
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8.3. ábra Logikai “ÉS“ függvény
Az ábráról jól látszik hogy Z akkor igaz ha (X,Y)=(1,1), és hamis az összes többi bináris kombinációra ((0,0), (0,1) i (1,0)).

Hasonló eredményt kapunk a “VAGY“ logikai függvényre is (8.4. ábra).

Z := (Y >= -1.0 × X + 0.67)
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8.4. ábra Logikai “VAGY“ függvény
Ebben az esetben Z csak a (0,0) kombinációra hamis, de a (0,1), (1,0) i (1,1) kombinációkra igaz ami várható is volt a “VAGY“ függvénytől. 

A “NEMVAGY“ függvénynek a következő alakja van:

Z := (Y <= -1.0 × X + 0.67)
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8.5. ábra Logikai “NEMVAGY“ függvény
A “NEMÉS“ függvénynek a kövektező alakja van:

Z := (Y <= -1.0 × X + 1.33)
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8.6. ábra Logikai “NEMÉS“ függvény
A XOR probléma
A 8.5. táblázat a XOR függvény igazságtáblázatát mutatja. Ennél a logikai függvénynél a kimenet akkor lesz 1 ha a bemenetek egyike 1, ellenkező esetben a kimenet értéke 0. Sajnos a XOR függvényt nem lehet megvalósítani olyan alakú egyenlettel amelyet eddig használtunk: “a kimenet akkor aktív ha a bemenetek súlyozott összege nagyobb vagy egyenlő a küszöb pozitív értékénél.“. A XOR függvény diagrammját a 8.6. ábra mutatja.
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	0
	1
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8.5. táblázat. A XOR függvény igazságtáblázata
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8.6. ábra. XOR logikai függvény
Az ábra alapján könnyen levonhatjuk azt a következtetést hogy a négyzeteket és a háromszögeket nem lehet egyenes vonallal különválasztani. Más szóval ez annyit jelent hogy akárhogy is húznánk meg a vonalat, nem történhet meg hogy a négyzetek az egyik, a háromszögek pedig az egyenes másik oldalán legyenek. Ezt a problémát lineáris szétválaszthatatlanságnak (inszeparabilitás) nevezzük. Az eddig használt neurális egyenlet (Z:=(W0×C+W1×X+W2×Y>=T) nem alkalmazható a XOR probléma megoldására.
A problémát úgy lehet megoldani hogy olyan függvényt szerkesztünk amely az eddig megismert neurális egyenletek kombinációja. A 8.7. ábra a “VAGY“ és a “NEMÉS“ függvényeket mutatja. Vannak olyan helyek ahol mind a két függvénynél Z aktív (ahol az egyesek vannak). A metszetet ahol mind a két függvény aktív a 8.8. ábra mutatja.
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8.7. ábra. A “VAGY“ és “NEMÉS“ logikai függvények kombinációja a “XOR“ függvény megvalósításához
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8.8. ábra. A logikai “XOR“ függvény mint a “VAGY“ és “NEMÉS“ függvények kombinációja
Észre lehet venni hogy a két függvény összekapcsolásához az ÉS függvényt használtuk mert az ÉS függvénynek a kimenete csak akkor 1 ha mind a két bemenet értéke 1. A kombinált ábrán a kimenet csak akkor 1 ha mind a két bemenet értéke 1.
Annak ellenére hogy a 8.8. ábra nem pontosan úgy néz ki mint az eredeti XOR függvény, a XOR függvénynek megfelelő Z kimenetet adja mind a négy (X,Y) kombinációra – (0,0), (0,1), (1,0), (1,1).

A VAGY és NEMÉS függvények összekapcsolására következtethettünk volna az igazságtáblázatok alapján is. Eredményként a XOR igazságtáblázatát kapjuk (8.6. táblázat).
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8.6. táblázat. XOR logikai függvény mint a VAGY és NEMÉS függvények kombinációja
A XOR függvény három neuront tartalmaz. Az összekötött neuronok halmazát hálózatnak nevezzük, így a XOR függvényt neurális hálózattal valósítottuk meg.
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8.9. ábra. A XOR függvényt megvalósító neurális hálózat
A XOR neurális háló egyenletét a következő neurális egyenletek kombinálásával nyerhetjük:
Z1 := X OR Y

Z2 := X NAND Y

Z := Z3 := Z1 AND Z2

Z := (X OR Y) AND (X NAND Y)

Z := (1.5 × X + 1.5 × Y >= 1.0) AND (2.0 + (-0.75 × X) + (-0.75) × Y >= 1.0)

Z := (0.75×(1.5×X + 1.5×Y >= 1.0) + 0.75×(2.0 + (-0.75×X) + (-0.75)×Y >= 1.0)>=1.0)

Az olvasónak marad a feladat hogy megbizonyosodjon arról, hogy mind a négy lehetséges (X,Y) kombinációra helyes XOR értéket kapunk.
Neurális hálózattal minden függvényt meg lehet valósítani ha megfelelő számú neuront használunk megfelelő súlyokkal. Általános esetben, viszont, a súlyok meghatározása nagyon összetett feladat. Ha feltételezzük hogy a neurális háló akármelyik függvényt meg tudja valósítani egy végtelen halmazból, arra a következtetésre jutunk hogy a helyes súlyokat is egy végtelen nagy halmazból kell kiválasztani. Éppen ezért nagyon jelentősek a betanító algoritmusok. A betanítás az a folyamat amely lépésről lépésre állítja be a súlyokat egészen addig amíg a háló a kívánt függvényt valósítja meg.
Feltételezzük, hogy a neurális háló mindössze egy neuronból áll, és arra szeretnénk betanítani hogy a logikai ÉS függvényt végezze. Feltételezzük azt is, hogy kezdetben nem tudjuk hogy a súlyok helyes értékei W1=0.75 és W2=0.75. Kezdetben a W1 és W2 súlyokat 0.0-ra állítjuk, majd a tanítóalgoritmus segítségével addig változtatjuk őket amíg fel nem veszik a megfelelő értéket.

Egy betanító algoritmusnak a következő lépései lehetnek:

· Az (X,Y) bemeneteket tetszőlegesen választjuk a (0,0), (0,1), (1,0), (1,1) halmazból.
· A kiválasztott (X,Y) értékekre kiszámítjuk a Z kimenetet.
· Ha a Z kimenet túl alacsony, azokat a súlyokat kell növelni amelyek 1-es bemenetekre vannak kötve. Ha a Z kimenet túl magas, azokat a súlyokat kell csökkenteni amelyek 1-es bemenetekre vannak kötve.
· A folyamatot addig folytatjuk míg az összes bemeneti kombinációra nem kapjuk meg a kimenet kívánt értékét.
A betanítási példát egy logikai ÉS függvényen fogjuk bemutatni. Kezdetben az összes súly 0.0-ra lesz állítva. A neurális egyenlet:

Z := (W1 × X + W2 × Y >= T), T = 1.0

Az igazságtáblázatoknak a következő alakjuk van:

	Kívánt ÉS logikai függvény
	
	Loop 1

W1=W2=0
	
	Loop 2

W1=W2=0.375
	
	Loop 3
W1=W2=0.75
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8.7. táblázat. Az ÉS logikai függvény betanítása
Amint látjuk, a súlyokat minden lépésben 0.375-tel növeltük amíg az (X,Y)=(1,1) bemeneti kombinációra nem kaptuk meg a kívánt 1-es kimenetet. A másik 3 bemeneti kombinációra - (0,0), (0,1) és (1,0) a Z kimenet mindig helyes volt, úgyhogy nem is volt szükség betanításra.

9. Hibavisszaterjesztés algoritmus (backpropagation)
Az elmúlt néhány évtizedben többszáz típusú neurális hálózatot javasoltak. Mivel a neurális hálókat több szakterület tudósai kutatták (számítástechnika, elektronika, biológia, pszichológia), a neurális hálózatoknak sok különféle neve van. A szakirodalomban a következő nevek jelennek meg: Mesterséges neurális hálózatok (Artificial Neural Network – ANN), Konnekciós modell, Többrétegű perceptron (Multi Layer Perceptron – MLP) és Párhuzamosan elosztott processzor (Parallel Distributed Processing – PDP).

Mégis, a különböző elnevezések és számos típusok ellenére, kevés “klasszikus“ széleskörűen alkalmazott hálózat van. Ezek a Hibavisszaterjesztéses hálózat (Backpropagation network), a Hopfield hálózat, Versenyző hálózat (Competitive Network), és a Spiky neuronokat alkalmazó hálózat.
Algoritmus
A hibavisszaterjesztéses hálózatot egy alapvető neurális hálózatnak tekintik. A hibavisszaterjesztés nem a háló típusára vonatkozik, hanem a betanítási módszerre. Az alkalmazott hálózat általában igen egyszerű szerkezetű ahogy azt a 9.1. ábra mutatja. Ezeket a hálókat Feed Forward hálóknak, vagy Multi Layer Perceptron-nak nevezzük. A hálózat ugyanolyan elvek alapján működik mint az eddig megismert hálózatok. Most meg fogunk ismerkedni a hibavisszaterjesztéssel.
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9.1. ábra Egy egyszerű neurális háló
A neurális háló amely a hibavisszeterjesztési módszert alkalmazza a hálót példák alapján tanítja. Közöljük az algoritmussal hogy az adott bemenetre milyen kimenetet várunk, az algoritmus pedig addig változtatja a súlyokat amíg a kívánt kimenetet meg nem kapjuk. A hibavisszaterjesztés algoritmus ideális az egyszerű alakfelismerésre (Pattern Recognition) és térképezésre (Mapping Tasks). Amint már említettük, a betanításhoz példákra van szükségünk amelyek arra fognak rámutatni hogy az egyes bemenetekre mit várunk a háló kimenetén (Target). Egy ilyen példa a 9.2. ábrán van bemutatva.
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9.2. ábra Mintahalmaz a neurális háló betanítására
Amennyiben a neurális háló bemenetére az első mintát vezetjük, azt szeretnénk hogy a kimenet 0 és 1 legyen ahogy azt a 9.3. ábra mutatja. A fekete pikszel 1-gyel, a fehér pikszel 0-val van jelölve. A bemenetet és a neki megfelelő kimenetet betanítási pár-nak nevezzük.
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9.3. ábra. Betanítási pár alkalmazása a neurális hálóra
Ha egyszer elvégezzük a neurális háló betanítását, az helyes kimenetet fog adni akármelyik bemeneti mintára. Most meg fogunk ismerkedni a betanítási módszerrel.

Kezdetben a hálózatot úgy inicializáljuk, hogy az összes súly értékét egy kis pozitív értékre állítjuk (például -1 és +1 közé). A következő lépésben a bemenetre egy mintát vezetünk, és kiszámítjuk a kimenetet (ezt a lépést még előreterjesztésnek is hívjuk – forward pass). Mivel az összes súlyt véletlenül határoztuk meg, a kimenet valószínűleg téves lesz. Ekkor a Kívánt kimenet – Aktuális kimenet (Mit szeretnénk – Mi van) képlet alapján kiszámítjuk az összes neuron hibáját. Ezek a hibák arra szolgálnak hogy oly módon változtassuk meg a súlyokat, hogy a hiba csökkenjen. Más szóval, minden neuron kimenete közeledni fog a kívánt kimenethez (ezt a lépést visszaterjesztésnek nevezzük – reverse pass). A leírt folyamatot addig ismételjük míg a hiba minimális nem lesz.
Az algoritmust egy példán fogjuk demonstrálni. Vizsgáljunk egy kapcsolatot a neuron kimeneti és rejtett rétegei között, 9.4. ábra.
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9.4. ábra. Egy súly betanítása Backpropagation algoritmussal
Vizsgáljuk az A (rejtett réteg) és B (kimeneti réteg) neuronok közötti összeköttetést melynek súlya WAB. Az ábrán van még egy kötés (A és C között) melyre később fogunk visszatérni. Az algoritmusnak a következő menete van:
1. A mintákat először a bemenetre vezetjük és kiszámítjuk a kimenetet – jusson eszünkbe hogy a kapott kimenet értéke akármennyi lehet mert inicializáláskor véletlen számokat választottunk.
2. A következő lépésben meghatározzuk a B neuron hibáját. A hibát a (Mit szeretnénk – Mi van) képlet alapján számoljuk, illetve:
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 tag azért szükséges az egyenletben mert szigmoidális függvényeket használtunk – ha olyan neuront használtunk volna amelynek egyszerű küszöbe van, a 
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 kifejezést használtuk volna.

3. Megváltoztatjuk a súlyokat. Legyen az új betanított súly 
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Jegyezzük meg, hogy az A neuron kimenetét használjuk, nem pedig a B neuronét. Hasonlóképpen módosítjuk az összes súlyt a kimeneti rétegben.
4. Kiszámítjuk a rejtett réteg neuronjainak a hibáit (Errors). A kimeneti réteggel ellentétben, ezeket a hibákat nem számolhatjuk ki közvetlenül (mert nem ismerjük a célt (Targret)), ezért a hibát visszaterjesztjük (Back Propagate) a kimeneti rétegtől (innen kapta az algoritmus a nevét). A visszaterjesztést úgy végezzük, hogy a kimeneti neuronok hibáit hátrafelé terjesztjük a súlyokon keresztül hogy megkapjuk a rejtett neuronok hibáit. Például, ha az A neuron össze van kötve a B és C neuronokkal (9.4. ábra), a B és C neuronok hibái alapján ki lehet számítani az A neuron hibáját.
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Akárcsak az előző esetben, az 
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 tag a szigmoidális aktivációs függvények miatt van jelen.
5. Miután kiszámoltuk a rejtett réteg neuronjainak hibáit, a 3. lépéssel folytatjuk, és ezzel megváltoztatjuk a rejtett réteg súlyait. Ennek a folyamatnak az ismétlésével akárhány rétegű neurális hálót betaníthatunk.
A bemutatott algoritmus jobb megértéséhez, az összes számítást egy konkrét neurális hálón fogjuk bemutatni. A hálónak két bemenete, 3 kimenete és 2 kimeneti neuronja van, ahogy ez a 9.5. ábrán van bemutatva. Az újraszámított súlyoknak 
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 jelölése van, míg a régi súlyok 
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9.5. ábra. A hibavisszaterjesztés bemutatására szolgáló neurális háló
1. A kimeneti neuronok hibái
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2. Módosiitjuk a kimeneti réteg súlyait
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3. Kiszámiitjuk a rejtett réteg hibáit (visszaterjesztés)
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4. Megváltoztatjuk a rejtett réteg súlyait
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Az η állandónak (betaniitási állandó) a nominális értéke 1. Ezt az állandót szükség esetén a betaniitás gyorsiitására vagy lassiitására használjuk.
A teljes folyamat illusztrálásához egy konkrét példát is ki fogunk dolgozni.

1. példa
Vizsgáljuk a következő egyszerű neurális hálózatot:
[image: image393.jpg]



Feltételezzük hogy az összes neuronnak szigmoidális aktivációs függvénye van.
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. Az ágak súlyai: w1=0.3, w2=0.9, w3=0.1, w4=0.8, w5=0.4, w6=0.6.

(i) Végezzük el a bemeneti jelek áteresztését a hálózaton (feed forward).

(ii) Végezzük el egyszer a jel visszaterjesztését (betaniitás), (target = 0.5).

(iii) Végezzünk el még egy áteresztést és a kapott erdmény alapján vonjuk le a következtetést.
Megoldás:
(i) A bemeneti jel áteresztése
A felső neuron bemenete = (0.35x0.1)+(0.9x0.8)=0.755. Kimenet=0.68.

Az alsó neuron bemenete = (0.9x0.6)+(0.35x0.4)=0.68. Kimenet=0.6637.

A kimeneti neuron bemenete = (0.3x0.68)+(0.9x0.6637)=0.80133. Kimenet=0.69.

Az abszolút hiba: Kiivánt érték – Aktuális érték = 0.5-0.69=-0.19.
(ii) A jel visszaterjesztése
A kimeneti neuron hibája:
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A kimeneti réteg új súlyai:
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A rejtett réteg hibái:
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A rejtett réteg új súlyai:
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A súlyok újraszámiitása után a következő állapotunk van:
A felső neuron bemenete = (0.35x0.09916)+(0.9x0.7978)=0.752726. Kimenet=0.67977.

Az alsó neuron bemenete = (0.9x0.5928)+(0.35x0.3972)=0.67254. Kimenet=0.66207.

A kimeneti neuron bemenete = (0.272392x0.67977)+(0.87305x0.66207)=0.763. Kimenet=0.682.

(iii) Következtetés
A súlyok újraszámiitása után az abszolút hiba 

Kiivánt érték – Aktuális érték = 0.5-0.682=-0.182. 

Amint látjuk, a hiba lecsökkent.
2. példa
Vizsgáljuk a következő neurális hálózatot:
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Feltételezzük hogy az összes neuronnak szigmoidális aktivációs függvénye van.
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. Az ágak súlyai: w1=0.2, w2=0.1, w3=0.1, w4=0.5, w5=0.3, w6=0.2.

(i) Végezzük el a bemeneti jelek áteresztéséta hálózaton (feed forward).

(ii) Végezzük el egyszer a jel visszaterjesztését (betaniitás) (target = 1, betaniitási állandó=1).

(iii) Végezzünk el még egy áteresztést és a kapott eredmény alapján vonjuk le a következtetést.
Megoldás:
(i) A bemeneti jel áteresztése
A felső neuron bemenete = (0.1x0.1)+(0.7x0.5)=0.36. Kimenet=0.589.

Az alsó neuron bemenete = (0.1x0.3)+(0.7x0.2)=0.17. Kimenet=0.5424.

A kimeneti neuron bemenete = (0.2x0.589)+(0.1x0.5424)=0.17204. Kimenet=0.5429.

Az abszolút hiba: Kiivánt érték – Aktuális érték = 1-0.5429=0.4571.
(ii) A jel visszaterjesztése
A kimeneti neuron hibája: 
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A kimeneti réteg új súlyai:
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A rejtett réteg hibái:
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A rejtett réteg új súlyai:
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A súlyok újraszámiitása után a következő állapotunk van:

A felső neuron bemenete = (0.3x0.1007326)+(0.7x0.505128)=0.3838. Kimenet=0.5948.

Az alsó neuron bemenete = (0.7x0.20318)+(0.1x0.3004547)=0.17227. Kimenet=0.5429.

A kimeneti neuron bemenete = (0.2668x0.5948)+(0.16152x0.5429)=0.24638. Kimenet=0.56128.

(iii) Következtetés
A súlyok módosiitása után az abszolút hiba 

Kiivánt érték – Aktuális érték = 1-0.56128=0.43872.
Amint látjuk, a hiba csökkent.
Az algoritmus végrehajtása
Most miután részletesen megismerkedtünk az algoritmussal, megvizsgáljuk hogyan működne egy nagy adatmennyiséget igénylő algoritmus a gyakorlatban. Feltételezzük, hogy egy hálózatot arra szeretnénk megtaniitani, hogy felismerje az ábécé első négy betűjét 5x7 nagyságú rácson. A felismerni kiivánt karakterek a 9.6. ábrán vannak bemutatva.
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9.6. ábra. Az ábécé első négy betűje
A hálózat helyes betaniitási módja a következő: az első betűt a háló bemenetére vezetjük, és EGYSZER módosiitjuk a háló ÖSSZES súlyát. A következő lépésben a második betűt vezetjük a háló bemenetére, és ugyanúgy módosiitjuk a háló súlyait. Ezután a harmadik betű következik, és iigy tovább. Ha végeztünk mind a négy betűvel, a betaniitást elölről kezdjük egészen addig amiig a hiba nem csökken egy alacsony értékre (ez akkor történik meg ha a neurális háló az összes betűt helyesen felismerte). Az algoritmus működését a 9.7. ábra mutatja.
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9.7. ábra. Az algoritmus helyes végrehajtása
A betaniitás folyamatánál kezdőknél az egyik leggyakoribb hiba, hogy először az első betűt vezetik a háló bemenetére, és az algoritmust addig ismétlik amiig a hiba le nem csökken, utána a második betű kerül sorra, és iigy tovább. Ha ilyen módon járunk el, a neurális háló először megtanulja felismerni az első betűt, de miközben megtanulja felismerni a másodikat, el fogja felejteni felismerni az elsőt. Végül a neurális háló csak azt a betűt ismeri fel amelyiket utoljára tanult meg felismerni.

A betaniitás leálliitása
Felmerül a kérdés hogy mikor kell leállni a neurális háló taniitásával? A betaniitást akkor hagyhatjuk abba ha a háló megtanulta felismerni az összes betűt, de a gyakorlatban megköveteljük, hogy a hiba előbb egy alacsony értékre csökkenjen. Ez biztosiitani fogja az összes betű sikeres felismerését. A háló hibáját az egyes neuronok hibáinak összeadásával becsülhetjük fel. Ez a 9.8. ábrán van bemutatva.
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9.8. ábra. A háló hibája
Más szóval, a háló folytatja az összes minta ciklikus betaniitását miig a hiba egy előre meghatározott alacsony értékre nem csökken, ezután a betaniitás leáll. Gondoskodni kell arról, hogy a hiba kiszámiitásakor az összes egyéni neuron hibája pozitiiv legyen. Ez azért fontos, hogy a hibák összeadódjanak (a –0.5 értékű hiba ugyanannyira rossz mint a +0.5 hiba).
Ha a neurális hálót egyszer betaniitjuk, nemcsak a tökéletes mintákat kell hogy felismerje, hanem a sérült és zajos mintákat is. Valójában, ha a taniitási készlethez szándékosan adunk zajos mintát (pl. egyet az ötből), javiithatunk a háló képességein. A hálózat taniitására úgyszintén pozitiiv kihatással lehet ha a mintákat véletlen sorrendben vezetjük a bemenetre.
Létezik azonban jobb módszer is a betaniitás leállási kritériumának meghatározására, az pedig a validációs halmaz (Validation Set) használata. Ekkor csökken a háló túltaniitásának (Overtraining) veszélye (ha a háló túl preciiz, csökkennek a képességei). Ez azt jelenti, hogy létezik még egy mintahalmaz amelyek az eredeti halmaz zajos verziója (nem lettek használva a betaniitásnál). A háló minden betaniitása után a validációs halmazt használljuk a hiba kiszámiitására. A háló taniitása akkor fejeződik be ha a hiba egy kis értékre csökken. A 9.9. ábra szemlélteti ezt az ötletet. 
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9.9. ábra. Validációs halmaz használata
Amikor a neurális háló teljesen be van taniitva, a validációs halmaz hibája minimálisra csökken. Ha a neurális háló túl van taniitva (túl preciiz), a validációs halmaz hibája növekedni kezd. Ha túltaniitásra kerül sor, a háló nem lesz képes a zajos adatok korrekt felismerésére.
A hibavisszaterjesztés algoritmus hiányosságai
A hibavisszaterjesztés algoritmusnak vannak hiányosságai is. A legismertebb hiányosság a “lokális minimum“. Ez azért történik mert az algoritmus állandóan cseréli a súlyokat hogy a hiba minél kisebb legyen. De néha a hibának muszáj növekedni ahhoz, hogy később még jobban le tudjon csökkenni. Ez a 9.10. ábrán van illusztrálva. Ilyen esetben az algoritmus be fog ragadni (mert nem haladhat “hegynek felfelé“), és a hiba nem fog tovább csökkeni.
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9.10. ábra. Lokális minimumok
Ennek a problémának az orvosolására néhány módszer létezik. Egy egyszerű megoldás az volna, hogy reszetáljuk a súlyokat és újrakezdjük a betaniitást. Egy másik lehetséges megoldás, hogy a súlyváltoztatásnak “lendületet“ adjunk. Ez annyit jelentene, hogy a hiba az adott iterációban nem csak a pillanatnyi hibától függ, hanem a korábbi változássáktól is. Például:
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A hibavisszaterjesztésnél vannak kevésbé kifejezett problémák is. Azok akkor jelentkeznek ha a háló nagysága növekszik, de a problémák nagy részét ki lehet küszöbölni a súlyok újrainicializálásával. Meg kell jegyeni, hogy az elmúlt néhány évben a standard algoritmusnak sok variációja született amelyek a lokális minimum problémáját sikeresen kiküszöbölik.

A háló nagysága
A neurális háló tervezésekor egy logikus felmerülő kérdés az, hogy mekkora hálót válasszunk. A leggyakrabban használt hálózatoknak általában egy bemeneti rétegük (input layer), egy rejtett rétegük (hidden layer), és egy kimeneti rétegük (output layer) van. A bemeneti réteg neuronjainak számát a feldolgozni kiivánt minta tiipusa határozza meg. Például, a 9.2. ábrán bemutatott hálónak négy bemenete kell hogy legyen mert a minta 4 pikszelt tartalmaz. Hasonlóan, a kimeneti neuronok számát a felismerni kiivánt minták száma határozza meg. A 9.2. ábrán bemutatott hálózatra két kimeneti neuron szükséges. Ezután még meg kell határozni a rejtett neuronok számát. Nem létezik pontos szabály arra, hogy a rejtett réteg mennyi neuront kell hogy tartalmazzon, és a neurális háló korrektul fog működni ha a rejtett neuronok száma elfogadható keretek között mozog. A 9.5. ábrán bemutatott példában, ahol 26 darab (az angol ábécé betűinek száma) 5x7 nagyságú rácsra vetiitett karaktereket szeretnénk felismerni (35 bemenet), a háló helyesen fog működni ha a rejtett réteg neuronjainak száma 6 és 22 között mozog. Ha a rejtett rétegben kevesebb mint 6 neuront használtunk volna, a hálónak nem volna elegendő memóriája az összes minta memorizálására, ha pedig több mint 22 neuront használtunk volna, a háló képességei csökkentek volna és kevésbé lenne hatékony. Arra következtethetünk, hogy a rejtett réteg neuronjainak számát kiisérleti úton kell meghatározni úgy, hogy a legjobb eredményt kapjuk.
10. Többrétegű neurális háló betanítása hibavisszaterjesztés módszerrel (backpropagation)
Ebben a valamivel összetettebb példában a többrétegű neurális hálózat betanításával fogunk megismerkedni hibavisszaterjesztés módszerrel (backpropagation). A módszer bemutatására egy háromrétegű neurális hálózatot fogunk használni amelynek két bemenete és egy kimenete van.
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10.1.ábra. Kétbemenetű és egykimenetű neurális hálózat
Minden neuron két egységből áll (10.2. ábra). Az első egység összeadja a súlyok és a hozzátartozó bemenetek szorzatát. A második egység egy nemlineáris átviteli függvényt valósít meg, amelyet a neuron aktivációs függvényének nevezünk. Az e jelöli a bemenetek összegét amely be van szorozva a megfelelő súllyal, míg a neuron nemineáris kimenete y=f(e). Az y egyben a neuron kimenete is.
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10.2. ábra. A két részből álló neuron bemutatása: összeadó és nemlineáris elem
A neurális háló betanításához szükségünk van egy tanítási halmazra. A betanító halmaz bemeneti jelekből áll (x1 és x2), és minden bemeneti párhoz hozzá van rendelve egy kívánt kimeneti z jel. A neurális hálózat betanítása egy iteratív folyamat. Minden iterációban változnak az élekhez rendelt súlyok. A módosított súlyokat a következő algoritmus alapján határozzuk meg: minden egyes betanítási lépésben a betanítási halmaz elemeit végigterjesszük a hálózaton. Ez a lépés után minden réteg minden neuronjának ismert a kimenete. A 10.3., 10.4. és 10.5. ábrák a jel terjedését mutatják a hálózaton keresztül. A w(xm)n szimbólumok a hálózat xm bemenete és az n-edik bemeneti neuron közti súlyt jelölik. Az yn szimbólumok az n-edik neuron kimenetét jelölik.
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10.3. ábra A jel terjedése a bemeneti rétegen keresztül
A következő lépésben a jel a rejtett rétegen keresztül terjed. A wmn szimbólumok az m-edik neuron kimenete és a következő réteg n-edik neuronja közti súlyt jelölik.
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10.4. ábra. A jel terjedése a rejtett rétegen keresztül
A  jel végül a kimeneti rétegen keresztül terjed.
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10.5. ábra. A jel terjedése a kimeneti rétegen keresztül
A következő lépésben a hálózat y kimeneti jelét összahasonlítjuk a kívánt kimenettel (target) amelyet az ismert betanító halmazból ismerünk. A valós és a kívánt kimenetek közötti különbséget a kimeneti neuron hibájának nevezzük, és δ-val jelöljük.
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10.6. ábra A kimeneti neuron hibája
A nem-kimeneti neuronok hibáit lehetetlen közvetlenül meghatározni mivel kezdetben ezek az értékek nem ismertek. A múltban, nagyon hosszú ideig nem volt ismert módszer a többrétegű neuronok betanítására. Csak a múlt század nyolcvanas éveiben fedezték fel a hibavisszaterjesztéses módszert. Az alapötlet az hogy a δ hibajelet (amelyet minden betanítási lépésben kiszámolunk) visszaterjesszük a hálózaton keresztül egészen a bemeneti neuronokig.
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10.7. ábra. A hiba visszaterjesztése
A hibavisszaterjesztés lépésben a wmn együtthatók értékei azonosak az együtthatók értékével melyeket az előreterjesztéskor használtunk. Mindössze a terjedési irány változott (a jeleket a kimenettől a bemenet felé terjesszük). Ezt a technikát a hálózat összes rétegére alkalmazzuk. Ha a visszaterjesztett hibák több neurontól érkeznek, ezeket a hibákat összeadjuk. Ez a 10.8. ábrán van bemutatva.
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10.8. ábra. Több neuronból érkező hibák visszaterjesztéskor összeadódnak
Miután minden neuronra kiszámítjuk a hibajelet, minden neuron súlyát módosítjuk. A 10.9. ábrán látható képletekben a df(e)/de jelöli az aktivációs függvény első deriváltját (súlyváltoztatás után).
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10.9. ábra A hiba visszaterjesztése
Az η tényező befolyásolja a betanítás gyorsaságát. Ennek a paraméternek a meghatározására néhány technika létezik. Az első módszer, hogy a betanítási folyamatot nagy értékkel kezdjük, a súlyok módosítása közben pedig a tényezőt fokozatosan csökkentjük. A másik, összetettebb módszer a neurális háló betanítását az η paraméter kis értékével kezdi. A folyamat során, miután a hiba csökkent, az η paramétert növeljük, a betanítás végén pedig ismét csökkentjük. Ha a betanítást kis η értékkel kezdjük, meghatározhatjuk a súlyok előjelét is.
11. Kohonen-féle (versenyző) hálózatok
Ebben a fejezetben egy másfajta neurális hálózattal fogunk megismerkedni, ez pedig a Versenyző háló. Másnéven Kohonen hálózatoknak, Csak a győztes arat hálónak (Winner Takes All), vagy Önszervező hálónak (Self Oragnizing map) hiiják őket. Ezeket a hálókat minták felismerésére használják különféle adatokban. A módszer akkor is használható ha a programozó nem ismeri a minták természetét. Ezeknek a hálózatoknak a működését legjobban egy példán keresztül lehet illusztrálni.
Alapvető műveletek
Feltételezzük, hogy egy három neuronból álló hálózatunk van (11.1. ábra).
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11.1. ábra. Három neuronból álló hálózat
Egyelőre nem foglalkozunk a súlyok értékével, csak annyit mondunk hogy kezdetben véletlen értékekre vannak állítva.

A következő lépésben egy mintát hozunk a bemenetre és meghatározzuk a kimenetet. Az egyik neuronnak nagyobb kimeneti értéke lesz mint a többinek. Arra a neuronra azt mondjuk hogy győzött, a győztes kimenetet 1-re állítjuk, a többit pedig nullára. A következő lépésben csak annak a neuronnak a súlyait tanítjuk amelyik győzött, úgyhogy ha még egyszer ugyanaz a minta érkezik a bemenetre, a neuron még fölényesebben fog győzni.
Például, ha a 3-as neuron győzött, csak azokat a súlyokat fogjuk betanítani amelyek a 11.2. ábrán vastag vonallal vannak jelölve.
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11.2. ábra A győztes neuron súlyait tanítjuk be
A tanítóképlet nagyon egyszerű:
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A W+ az új (betanítitt) súly, W az iniciális (kezdő) súly, az η pedig a betanítási tényező (egy szám 0 és 1 között amely szabályozza a betanítás gyorsaságát).
Abban az esetben ha a bemenetre egy másik, ez elsőtől különböző mintát vezetnénk, egy másik neuronnak volna a legnagyobb a kimenete (győztes), és annak a neuronnak a súlyai lennének betanítva. Ily módon a neurális háló saját magát szervezi a különböző minták felismerésére (különböző mintákra különbözőek a győztes neuronok).

Egy ilyen hálónak a tulajdonságai jelentősen különböznek a hibavisszaterjesztéses hálózattól. A felhasználó nem tudja szabályozni se azt, hogy melyik neuronnak a kimeneti értéke lesz a legnagyobb, se azt hogy melyik neuronok vannak betanítva. Ezért az ilyen típusú tanítást felügyelet nélküli tanításnak nevezzük. Ennek ellenére a háló az adatokban képes megtalálni a mintákat még akkor is ha a felhasználó nem tudja hogy azok ott vannak.
Részletesen a műveletekről
Most részletesebben meg fogunk ismerkedni a hálózat működési elvével. A 11.1. ábrán látható hálózatnak két bemenete van. Ezeket a bemeneteket vektorként ábrázolhatjuk, 11.3. ábra.
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11.3. ábra. A bemenetek vektorként ábrázolva
Pitagorasz tétele alapján Az L vektor hossza 
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. Minden neuron két súlya szintén vektorral ábrázolható. Ábrázoljuk a 11.4. ábrán a harmadik (győztes) neuron súlyvektorát.
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11.4. ábra. A bemeneti vektor és a súlyvektor együttes ábrázolása
Amikor az egyes neuronok súlyait számiitjuk 
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, mi valóban a bemenetek és a súlyok közötti skaláris szorzatot számiitjuk. Egyszerűbben fogalmazva, a bemeneti vektor és a súlyvvektor közti különbséget számiitjuk. Minél kisebb ez a különbség, annál nagyobb lesz a kimeneti érték.
Ha az adatok előfeldolgozásakor a súlyok és bemenetek hosszát 1-re normalizáljuk, csak a vektorok közti szögeltérést kell lemérnünk. Ez a 11.5. ábrán van bemutatva.
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11.5. ábra. A vektorok közti szögeltérés
Ahhoz hogy a vektorok hosszát 1-re állítsuk, minden vektort el kell osztani a saját hosszával (normalizáció).

A győztes neuron az melynek súlyvektora a legközelebb áll a bemenethez. A 11.5. ábrán ez a 3. neuron. A betanítás eredményeként a súlyvektor még közelebb kell hogy kerüljön a bemenethez, hogy hasonló bemenet esetén ez a neuron még fölényesebben nyerjen. Ez a 11.6. ábrán van bemutatva.
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11.6. ábra A vektorok betanítás után
Az eddigi elméletet egy példán fogjuk illusztrálni.

Pálda
Adott egy neurális háló véletlen súlyértékekkel, 11.7. ábra.
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11.7. ábra. Neurális háló véletlen súlyértékekkel
A 11.8 ábrán a súlyvektorok pillanatnyi állása van bemutatva.
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11.8. ábra. A súlyvektorok kezdeti állása
A következő feladat beállítani, hogy az összes súlyvektor hossza 1 legyen. Ezt úgy érjük el, hogy először kiszámítjuk a hosszukat, utána pedig a komponenseket elosztjuk a megfelelő súllyal:
Az 1. neuron súlyvektorának hossza:: 
[image: image455.wmf]906

.

0

9

.

0

1

.

0

2

2

=

+


A 2. neuron súlyvektorának hossza: 
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A 3. neuron súlyvektorának hossza: 
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A vektorok komponenseit elosztjuk a hosszukkal:

Neuron 1:

1. súly = 0.1/0.906 = 0.11

2. súly = 0.9/0.906 = 0.99

Neuron 2:

1. súly = (-0.5)/0.5831 = -0.86

2. súly = 0.3/0.5831 = 0.51
Neuron 3:

1. súly = (-0.9)/1.273 = -0.71

2. súly = (-0.9)/1.273 = -0.71
Az eredeti súlyokat lecseréljük az újonan kapott értékekkel:
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11.9. ábra A súlyok értéke újraszámítás után
A normalizált súlyokat a 11.10. ábra mutatja.
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11.10. ábra. A súlyvektorok hossza és helyzete újraszámítás után
Amint látjuk, az összes vektor azonos hosszúságú. 

A hálózat bemenetére a következő értékeket vezetjük: Input 1 = 0.8, Input 2 = 0.5. Akárcsak a súlyokat, a bemeneteket is 1-re normalizáljuk.

A bemeneti vektor hossza = 
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Új Input 1 = 0.8/0.9434 = 0.85

Új Input 2 = 0.5/0.9434 = 0.53

A kapott értékek a 11.11. ábrán láthatóak.
[image: image461.jpg]



11.11. ábra Az új bemeneti vektor
Amint látjuk, az Input az 1. neuron súlyaihoz áll legközelebb, ezért várhatólag ez a neuron fog “győzni“. A hálózat kimenetének meghatározásával ellenőrizzük hogy jól feltételeztünk-e.
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11.12. ábra. Normalizált bemenetek alkalmazása a hálózatra
Mivel csak a legnagyobb kimenettel rendelkező neuron érdekel bennünket, nincs szükség a szigmoidális vagy más aktivációs függvényt használni.

Output 1 = (0.85 x 0.11) + (0.53 x 0.99) = 0.6182

Output 2 = (0.85 x (-0.86)) + (0.53 x 0.51) = –0.4607
Output 3 = (0.85 x (-0.71)) + (0.53 x (-0.71)) = –0.9798
A felső egyenletek alapján látjuk hogy valóban a Neuron 1 nyert.  A következő lépésben ennek a neuronnak a súlyait fogjuk betanítani 
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Most ki kell számítanunk az új súlyvektor hosszát (a betanítási képlet nem őrzi meg az egységnyi hosszúságot).
Hossz = 
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Mivel az új hossz különbözik 1-től, ismét normalizálni kell:

1. súly = 0.554/0.903 = 0.61

2. súly = 0.714/0.903 = 0.79

Most újrarajzoljuk az ábrát, hogy meglássuk mi történt.
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11.13. ábra. A háló betanítás után
Amint látjuk, a súlyvektor közelebb került a bemenethez.

12. Neurális hálózatok MATLAB környezetben
Ebben a fejezetben a MATLAB programcsomag Neural Network Toolbox-ával fogunk megismerkedni. Ez a Toolbox lehetővé teszi a neurális hálózatok konfigurálását, betaniitását és tesztelését, de ezenkiivül más számos lehetőséget is nyújt.

Először a perceptronnal fogunk megismerkedni. A perceptron olyan neurális háló mely csupán egy réteg neuronból áll, és ha a bemenetre egy vektort vezetünk, a súlyok betaniithatók úgy, hogy a kiivánt kimenetet adják. A kutatók a perccptronnak nagy figyelmet szenteltek, mert a taniitás elvei általánosiithatók nagyobb hálózatokra is. A perceptronok különösen alkalmasak egyszerű minták feelismerésére. Azokat a feladatokat amelyeket képesek megoldani, a perceptronok gyors és megbiizható módon oldják meg. A perceptron működési elvének megértése megkönnyiiti az összetettebb neurális hálók működésének megértését.
Matlab-ban a perceptront a newp paranccsal lehet létrehozni. A hálózatokat az init, sim és train utasiitásokkal inicializálhatjuk.
A neuron modellje
A hardlim aktivációs függvényt használó neuron a 12.1. ábrán van bemutatva.
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12.1. ábra. Perceptron: a bemeneti vektor elemeinek száma R
Minden bemenetet a megfelelő 
[image: image470.wmf]j
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 súllyal szorozzuk, a beszorzott bemenetek összege pedig a hardlim aktivációs függvény bemenetére kerül. Az aktivációs függvény bemenetéhez hozzájárulhat még a b álllandó bemenet is. A hardlim átviteli függvény a 12.2. ábrán van bemutatva.
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12.2. ábra. Hardlim átviteli függvény (ang. Hard-limit)

A perceptron kimenetén akkor jelenik meg 1 ha a bemeneti összeg nagyobb vagy egyenlő nullánál. Ellenkező esetben a kimenet 0. A hardlim függvény lehetővé teszi, hogy a perceptron a bemeneti vektorokat két osztályba sorolja. A kimenet akkor lesz 0 ha a háló n bemenete kisebb mint 0, és akkor lesz 1 ha n nagyobb mint 0. A 12.3. ábrán egy olyan neurális háló van bemutatva melynek súlyai  
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, a kimeneten pedig hardlim függvény van.
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12.3. ábra. Két részre felosztott tér
A területeket az L döntéshatár vonala határozza meg: L: Wp+b=0. Ez a vonal merőleges a W súlymátrikszra, és annyival van elmozdulva az origótól amennyi az állandó b bemenet (biasz). A felhasználó a súlyok és a biasz kiválasztásával dönt arról, hogy milyen módon fogja felosztani a teret. A biasz nélküli hardlim átviteli függvénnyel rendelkező neuronok a teret mindig olyan vonallal fogják felosztani amely tartalmazza az origót.
A neuron működését demonstráló program a 12.4. ábrán van bemutatva. A programot a nnd4db parancs gépelésével hiivhatjuk.
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12.4. ábra.  A  perceptron működését demonstráló program
A program engedélyezi a vonal mozgatását, valamint új fekete és fehér pontok hozzáadását különféle feladatok szerkesztéséhez.

A perceptron architektúrája
A perceptron hálózat 1 réteg S darab perceptronból áll amelyek 
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 súlyokkal vannak összekötve az R bemenettel, amint a 12.5. ábrán látható. Akárcsak eddig, az i és j indekszek a 
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 összeköttetés erősségét jelölik a j bemenet és az i neuron bemenete között. A bemeneti elemek száma R, S pedig a réteg neuronjainak száma.
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12.5. ábra. A perceptron neurális hálózat architektúrája
A perceptron betaniitási szabály csak az egyrétegű neurális hálót képes betaniitani, ezért csak az egyrétegű hálókat fogjuk vizsgálni.

A perceptron létrehozása (newp)
Egy perceptront a newp függvénnyel hozunk létre

>> net=newp(P,T)

A bemeneti paraméterek:

· A P mátriksz dimenziója R x Q (Q bemeneti vektor, mindegyiknek R eleme van).

· A T mátriksz dimenziója S x Q (Q célvektor, mindegyiknek S eleme van).
Általában hardlim függvényt használunk, iigy ez az alapértelmezett függvény.
A most következő programkód egy olyan perceptron neurális hálót hoz létre melynek egy bemeneti vektora van (0 és 2), és egy kimeneti neuronja melynek vagy 0, vagy 1 kimeneti értéke van.

>> P = [0 2];

>> T = [0 1];

>> net = newp(P,T);
Grafikai kezelőfelület (GUI)
A grafikai kezelőfelület úgy van tervezve, hogy egyszerű és falhasználó-orientált legyen. A grafikai környezetet egy olyan példán keresztül fogjuk megismerni amely a logikai ÉS műveletet fogja végezni. A bemeneti vektor  p=[0 0 1 1; 0 1 0 1], a kiivánt kimenetek pedig t=[0 0 0 1]. A hálónak az ANDNet nevet fogjuk adni. Miután létrehoztuk, a hálózatot be fogjuk taniitani a kiivánt függvény végrehajtására. A grafikai felület hiivására az nntool parancsot kell a parancsablakba gépelni. Ekkor a 12.6.a. ábrán bemutatott ablak fog megjelenni.
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a)
b)
12.6. ábra. a) A grafikai ablak kinézete, b) A bemeneti adatok bevitele
Először a hálózat bemeneteinek p értékeit kell definiálni: [0 0 1 1; 0 1 0 1]. A hálónak kételemű bemenete van, valamint négy kételemű taniitóvektora. Eezeknek az adatoknak a definiálására a New gombra kell kattintani, ekkor a Create Network or Data ablak fog megjelenni. A Data fülecskét kell kiválasztani. A nevet (Name) p-re kell álliitani, az értéket (Value) pedig [0 0 1 1; 0 1 0 1]. Gondoskodni kell arról, hogy az adattiipus (Data Type) a bemenetekre legyen álliitva (Inputs). Ez a 12.6.b. ábrán van bemutatva. A bevitel után a Create gombra kell kattintani, ezután az OK-re. Ekkor a Network/Data Manager ablakban p fog megjelenni bemenetként. A következő lépésben létrehozzuk a kiivánt kimeneteket (Target). Most a nevet t betűre álliitjuk, az értéket pedig [0 0 0 1]-re. Az adattiipusok (Data Type) közül a Target-et kell választani. Utána a Create-re, majd az OK-re kell kattintani. A Network/Data Manager ablakban p jelenik meg mint bemenet, t pedig mint a kiivánt kimenet.
A következő lépésben egy új ANDNet nevű neurális hálót fogunk létrehozni. A Network fülecskét kell kiválasztani, és a névhez (Name) ANDNet-et iirni. A hálózat tiipusát (Network Type) Perceptron-ra kell álliitani. Ebben a példában a hardlim átviteli függvényt (Transfer Function) fogjuk használni. A taniitási függvénynek (Learning Function) a learnp függvényt választjuk. Ezután a Create Network or Data ablaknak a 12.7.a. ábrán bemutatott kinézete van. Ha meg szeretnénk tekinteni a hálózatot, a View-ra kell kattintani. Ekkor látjuk hogy a hálózatnak két bemenete van, hardlim átviteli függvénye, és egy kimenete. Az új hálózatot a Create, majd az OK gombra kattintva hozzuk létre.
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12.7. ábra. a) A Create Network or Data ablak kinézete, b) A háló kinézete
A perceptron betaniitása
A perceptron betaniitásához klikkeléssel megjelöljük az ANDNet-et, ezután pedig az Open​-re kell kattintani. Ekkor egy új Network: ANDNet ablak nyiilik. Ha a View-ra kattintunk, ismét láthatjuk a hálózatot. Az Initialize fülecskére kattintva leellenőrizhetjük az iniciális értékeket. Ezután a Train fülecskére kell kattintani. A bemeneteket és a kimeneteket a Training Info fülecske alatt adjuk meg úgy, hogy p-t választjuk a bemenetek listájáról, t-t pedig a kimenetek listájáról. A Network: ANDNet ablaknak a 12.8. ábrán bemutatott kinézete kell hogy legyen.
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12.8. ábra. A háló betaniitása
Észrevehető, hogy Training Results Outputs and Errors mezőnek már ANDNet előtagja van. Emiatt később könnyen felismerhetővé válnak amikor a munkaterületre ekszportáljuk őket. A háló betaniitása a Train Network gombbal történik. Ekkor a következő betaniitási eredmények jelennek meg.
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12.9. ábra. A háló betaniitásának eredménye
A hiba 6 betaniitási ciklus után csökkent nullára. A p bemenet használatával és a háló szimulálásával meggyőződhetünk arról, hogy a háló valóban nem hibázik. A hálót úgy szimulálhatjuk, ha a Network: ANDNet ablakban a Simulate fülecskére kattintunk. Az Inputs lehulló listáról bemenetnek a p-t kell választani, a kimenetet pedig ANDNetoutputsSim-mel kell jelölni, hogy megkülönböztessük a betaniitó jelek kimenetétől. Először a Simulate Network-re kell kattintani, utána pedig az OK-re. Ha most megvizsgáljuk a Network/Data Manager-t, új változót veszünk észre a kimeneten: ANDNetoutputsSim. Ha duplán kattintunk rá, egy Data: ANDNet_outputsSim [0 0 0 1] értékű ablak jelenik meg. Ebből arra következtetünk, hogy a neurális háló valóban az AND logikai műveletet végzi.
Függelék 1. Neurális hálózatok tervezése MATLAB-ban
Az nnd parancs begépelésével a MATLAB parancssorába egy olyan alkalmazás nyílik amellyel könnyű és szemléltető módon lehet neurális hálózatot tervezni. Az ablak kinézetét az F.1.1. ábra mutatja.
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F.1.1. ábra. Neurális hálózatok tervezésére szolgáló alkalmazás
Ha lenyomjuk a  “Table of contents“  gombot, választhatunk a tervezni kívánt hálózatok fajtájából. A “2-5“ gombra kattintva a következő ablak nyílik (F.1.2. ábra).
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F.1.2. ábra. 2-5 fejezetek
A lehulló menük egyikének kiválasztásával megismerkedhetünk a neurális hálók különféle fajtáival. A “Chapter 2 demos – One-input Neuron“ fejezettel kezdjük, ekkor az F.1.3. ábrán látható ablak jelenik meg.
[image: image488.jpg]Fil

nnd2n1

Edt View Insert Took Deskiop Window Help

Neural Network DESIGN

Input Linear Neuro

N

w

One-Input Neuron

= purelinw'p+b)

Purein v

Alter the weight, bias
and input by dragging
the triangular shaped
indicators.

Pick the transfer
function with the
F menu.

Watch the change to
the neuron function
and ts output

Chapter 2





F.1.3. ábra. Egybemenetű neuron
Az F.1.3. ábrán látható ablakot közvetlenül is ki lehetett volna nyitni a nnd2n1 parancs gépelésével a MATLAB parancsablakába. Ebben az ablakban lehetséges cserélni a w súlyt, a b biasz-t, és a neuron átviteli függvényét az F lehulló menüből való választással. A következő átviteli függvények közül lehet választani: Hardllim, Hardlims, Purelin, Satlin, Satlins, Logsig és Tansig.

A következő példa a “Chapter 2 demos – Two-input Neuron“. Ez a két neuront tartalmazó hálózat az F.1.4. ábrán van bemutatva. Ezt az ablakot az nnd2n2 parancs gépelésével is ki lehetett volna nyitni.
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F.1.4. ábra. Kétbemenetű és egykimenetű neuron
Ennél a hálózatnál mind a két súlyt és a biasz-t lehet változtatni, az átviteli függvényeket pedig az F lehulló menüből lehet választani.

Az almákat és narancsokat szortirozó példával akkor ismerkedhetünk meg ha a “Chapter 3 demos – Perceptron classification“- választjuk. Ekkor az F.1.5. ábrán látható ablak fog kinyílni,
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F.1.5. ábra. Almákat és narancsokat szortírozó példa
Ha lenyomjuk a “Go“ gombot, a gyümölcs a futószalagra érkezik, a rendszer analizálja, és a kapott tulajdonságok alapján (súly, alak, teksztúra) az egyik vagy a másik ládába kerül. A piros és sárga pontok jelölik a gyümölcsfajták prototípusát.
A következő példa a “Chapter 4 demos – Decision boundaries“. Ez az ablak az F.1.6. ábrán van bemutatava.
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F.1.6. ábra. Döntéshatárok
Ebben a példában a felhasználó határozza meg, hogy melyik helyen lesznek a minták (fekete és fehér köröcskék), hány darab lesz az egyik és másik fajtából, és grafikailag meghatározza az egyenest amely a határt jelöli az egyes minták között. Minden határvonal konfiguráció esetében az ablakban megjelennek a súlyok és a biasz értéke. A súlyvektor mindig ortogonális a választóvonalra.
Az utolsó példát a “Chapter 4 demos – Perceptron rule“ menüből hívjuk, ez a példa a neuronok betanítását szemlélteti (F.1.7. ábra).
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F.1.7. ábra. Neuronok betanítása
A felhasználó dönt arról hogy használ-e biasz-t vagy nem. Az ablak bal oldalán három nyomógomb van. A felső Learn gomb egyszer alkalmazza a perceptron betanítási szabályt. A középső Train gomb a perceptron betanítási szabályt alkalmazza makszimum 5-ször (vagy kevesebbszer ha korábban megtalálja a helyes megoldást). Az alsó Random gomb a súlyoknak és a biasz-nak véletlen értékeket ad.
Függelék 2. Keresés
1. feladat
Három hittérítő és három ebmerevő átkelése a folyón.
Az F.2.1. ábrán a folyó bal oldalán 3 hittérítő és 3 emberevő van ábrázolva. A feladat mindenkit átjuttatni a folyó túloldalára. Egy csónak áll rendelkezésükre amely makszimum két személyt szállíthat. Ha bármely pillanatban a folyó akármelyik oldalán több emberevő marad mint hittérítő, az emberevők fel fogják falni a hittérítőket.
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F.2.1. ábra. Három hittérítő és három emberevő problémája
Megoldás.

A megoldást mélységi keresés segítségével fogjuk bemutatni (Depth First Search). A keresőfa az F.2.2. ábrán van bemutatva.
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F.2.2. ábra. Három hittérítő és három emberevő átkelése a folyón mélységi kereséssel
Következik a teljes MATLAB-ban írt .m fájl a 3 hittérítő és 3 emberevő átkelésére a folyón.
% Ez a program 3 hitterito es 3 emberevo atkeleset valositja meg a folyon.

% Egy csonak all rendelkeyesukre amely makszimum ket szemelyt szallithat.

% Az atkeles akkor fejezodik be ha mindenki atjut a folyo tuloldalara.

% Egy pillanatban se maradhat tobb emberevo mint hitterito a folyo 

% akarmelyik partjan mert az emberevok meg fogjak enni a hitteritoket.

% A reprezentacio a kovetkezo:

% [a, b, c, d, e]
% a – emberevok szama a bal parton
% b – hitteritok szama a bal parton
% c – emberevok szama a jobb parton
% d – hitteritok szama a jobb parton
% e - csonak (0: bal part, 1: jobb part)
% kezdoallapot: [3 3 0 0 0], 3 hitterito es 3 emberevo a bal parton, csonak % a bal parton
% A keresest melyseg szerint vegezzuk (DFS)

clear
clc
start_state=[3 3 0 0 0]; goal_state=[0 0 3 3 1]; % 3 sv, 3 lj
% start_state=[4 4 0 0 0]; goal_state=[0 0 4 4 1];
OpenList = [];
ClosedList = [];
OpenList = start_state;
while numel(OpenList)~=0
    temp=OpenList(1,:);
    OpenList(1,:)=[];
    if temp==goal_state
        ClosedList=[ClosedList; temp];
        final_solution=get_path(ClosedList);
        return
    end
    [possible_moves]=find_moves(temp);
% csak azokat a sorokat tartjuk meg amelyek nem szerepelnek sem az 

% OpenList-ben, sem a ClosedList-ben
    good_rows=find_good_rows(possible_moves,ClosedList);
    ClosedList=[ClosedList; temp];
%     OpenList(1,:)=[];
    OpenList=[good_rows; OpenList];
end    
function [possible_moves] = find_moves(x)
% Ez a fuggveny keresi a lehetseges lepeseket a folyoatkelesnel
    all_moves = [];
    a=x(1); b=x(2); c=x(3); d=x(4); e=x(5);
    if e==0
        all_moves(1,:)=[a-1 b c+1 d 1];
        all_moves(2,:)=[a-2 b c+2 d 1];
        all_moves(3,:)=[a b-1 c d+1 1];
        all_moves(4,:)=[a b-2 c d+2 1];
        all_moves(5,:)=[a-1 b-1 c+1 d+1 1];
    elseif e==1
        all_moves(1,:)=[a+1 b c-1 d 0];
        all_moves(2,:)=[a+2 b c-2 d 0];
        all_moves(3,:)=[a b+1 c d-1 0];
        all_moves(4,:)=[a b+2 c d-2 0];
        all_moves(5,:)=[a+1 b+1 c-1 d-1 0];
    end
    possible_moves=[];
    j=1;
    for i=1:5
        temp=all_moves(i,:);
        if (temp(1)>=0 && temp(2)>=0 && temp(3)>=0 && temp(4)>=0)
            if temp(2)~=0 && temp(2)>=temp(1) && temp(4)~=0 && … temp(4)>=(temp(3))
                possible_moves(j,:)=temp;
                j=j+1;
            end
            if (temp(2)==0 && temp(4)>=temp(3))
                possible_moves(j,:)=temp;
                j=j+1;
            end
            if (temp(4)==0 && temp(2)>=temp(1))
                possible_moves(j,:)=temp(:);
                j=j+1;
            end
        end
    end
end
function good_rows = find_good_rows(possible_moves,ClosedList)
% Ez a fuggveny a matriksz azon sorait valasztja ki amelyek nincsenek a 
% ClosedList-en

% temp=possible_moves; 
% ideiglenesen itt taroljuk a lehetseges sorokat
    s1=size(possible_moves);

    s1=s1(1);
    s2=size(ClosedList);
    s2=s2(1);
    indexes=[];
    for i=1:s1
        temp1=possible_moves(i,:);
        for j=1:s2
            temp2=ClosedList(j,:);
            if isequal(temp1,temp2)==1
                indexes=[indexes i];
            end
        end
    end
    clear i j
%     for i=1:length(indexes)
%         possible_moves(indexes(i),:)=[];
%     end
    possible_moves([indexes],:)=[];
    good_rows=possible_moves;
end
function final_solution = get_path(ClosedList)
% Ez a fuggveny talalja meg az utat a vegso csomoponttol a fa gyokereig.

% A fa kifejtese soran azok a csomopontok is ki lesznek fejtve amelyek 
% nincsenek a vegso megoldas utvonalan.
    s=size(ClosedList);
    s=s(1);
    indexes=[];
    for i=1:s-1
        if ClosedList(i,5)==ClosedList(i+1,5)
            indexes=[indexes i];
        end
    end
    ClosedList([indexes],:)=[];
    final_solution=ClosedList;
end

Az F.2.1. táblázat mutatja az inicializációt és a megoldáskeresés első három lépését a megírt algoritmus alapján.
	Inicializáció
start_state = [3 3 0 0 0]

goal_state = [0 0 3 3 1]

i. OpenList = <empty>

  ClosedList = <empty>

ii. OpenList = [3 3 0 0 0]

iii. OpenList = <empty>
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	1. lépés
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	2. lépés
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	3. lépés
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F.2.1. táblázat. A megoldáskeresés első három lépése
Ezt az eljárást addig kell folytatni amíg el nem jutunk a végállapotba. A feladatot szélességi kereséssel is meg lehet oldani. Az olvasónak javasoljuk hogy önállóan oldja meg a példát szélességi kereséssel.

2. feladat
A farkas, a nyúl és a káposzta átkelése a folyón. A folyó egyik partján vannak a farkas, a nyúl és a káposzta. A csónakosnak az a feladata, hogy mindegyiküket átjuttassa a folyó másik oldalára. A csónakos mellett a csónakban még egy valaki vagy valami tartózkodhat (farkas, nyúl, káposzta). Abban az esetben ha a folyó bármely oldalán felügyelet nélkül maradnak a farkas és a nyúl, a farkas fel fogja falni a nyulat. Ha a folyó bármely oldalán felügylet nélkül maradnak a nyúl és a káposzta, a nyúl meg fogja enni a káposztát.
A feladatot mélységi és szélességi kereséssel kell megoldani.

Az F.2.3. ábra a mélységi keresést mutatja be.
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F.2.3. ábra. A farkas, nyúl és káposzta átkelése a folyón: mélységi keresőfa
Függelék 3. Lokális keresés
Feladat.
8-királynő probléma. A sakktáblára 8 királynőt kell felrakni úgy, hogy azok ne támadják egymást.

Megoldás.
Ennek a feladatnak a megoldása nem egyértelmű. Ebben a feladatban meg fogunk elégedni az első megoldással. A feladat megoldásának a menete a következő: Minden oszlopba egy véletlen helyre egy királynőt helyezünk, és minden lépésben egy királynőt mozdítunk el úgy (oszlopon belül), hogy a lépés után a lehető legkevesebb támadás legyen a királynők között. A célállapotot akkor érjük el, ha a támadások száma 0.
Az F.3.1. ábrán egy véletlenül kiválasztott lehetséges kezdőállapot van bemutatva. Erre az állapotra a királynők közti támadások száma 17. Az ábrán be van mutatva az összes lehetséges lépés, és hogy mennyi támadás lenne a lépés után. Az F.3.1. ábrán a legkisebb szám 12, tehát ez az első lépés után a minimális támadások száma. Mivel több mező értéke is 12, többféleképpen is eljuthatunk a legjobb következő lépésig. Ilyenkor a következő lépést véletlenül választjuk a legjobb lépések közül.
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F.3.1. ábra. Egy lehetséges kezdőállapot és a következő lépés minősége
A teljes MATLAB programkód következik a 8-királynő feladat megoldására.

% Ez a program a 8-kiralyno feladatot oldja meg lokalis keresessel.

% A program a kovetkezo allapotnak mindig a legkisebb tamadasok szamaval 

% rendelkezo lepest valasztja.

% A tamadasok szama a kovetkezo lepesben nem muszaj hogy kisebb legyen a 

% tamadasok szamanal az elozo lepesben.

clear
clc
A=zeros(8);
r=randperm(8);
for i=1:8
    A(r(i),i)=1;
end
show_the_solution(A)
clear i
[u v]=find(A);
num_att=100*A;
q=find_attacks(A);
clear u v r
current_num_att=q;
while q~=0
    for i=1:8
        temp1=1:8;
        f=find(A(:,i)~=0);
        temp1(f)=[];
        for j=1:7
            temp2=temp1(j);
            AA=A;
            AA(f,i)=0;
            AA(temp2,i)=1;
            num_att(temp2,i)=find_attacks(AA);
        end
    end
    [x y z]=find_minimums(num_att);
    s=numel(x);
    s=randperm(s);
    s=s(1);
    x=x(s);
    y=y(s);
    p=find(A(:,y)==1);
    A(p,y)=0;
    A(x,y)=1;
    show_the_solution(A)
    pause(0.1)
    [u v]=find(A);
    q=find_attacks(A);
    current_num_att=[current_num_att z];
end
function number_off_attacks = find_attacks(A)
% This function finds the number of attacks between 8 queens
% vectors a and b contain the positions of the queens
    [a b]=find(A);
    number_off_attacks = 0;
    for i=1:7
        p1=a(i);
        q1=b(i);
        for j=i+1:8
            p2=a(j);
            q2=b(j);
            if ((p1==p2) || (q1==q2) || (abs(p1-p2)==abs(q1-q2))) 
               number_off_attacks=number_off_attacks+1;
            end
        end
    end
end
function [x y z] = find_minimums(AA)
    z=min(min(AA));
    [x y]=find(AA==z);
end
function show_the_solution(result)
    imshow(1-result,'InitialMagnification','fit')
    hold on
    u=[0 9];
    for i=0.5:1:8.5
        v=[i i];
        line(u,v,'color','k')
    end
    v=[0 9];
    for i=0.5:1:8.5
        u=[i i];
        line(u,v,'color','k')
    end
end
Függelék 4. Kétszemélyes játékok
Feladat.
Írjunk MATLAB programot amelyik önállóan játsza a Nim logikai játékot egy felhasználó ellen.
Megoldás.
A programkód írása előtt elmagyarázzuk a Nim játék szabályait és hogy milyen a nyerő stratégia. A gyufaszálak három halmazba vannak csoportosítva. Két játékos felváltva vesz el tetszőleges számú gyufaszálat az egyik halmazból. A győztes az a játékos aki utolsónak vesz el gyufát vagy gyufákat. A játék egy lehetséges állapotát az F.4.1. ábra szemlélteti.
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F.4.1. ábra. A játék egy lehetséges állapota
A játéknak két állapota van:
1. Nyerő: Ha a játékosnak van olyan lépése amellyel nyerhet az ellenfél lépésétől függetlenül.
2. Vesztő: Ha a játékosnak nincs nyerő stratégiája.
Nyerő stratégia:

0 0 1 1 = 3

0 1 0 1 = 5

1 0 0 0 = 8

1 1 1 0

XOR
Állítás: azok a vesztő állapotok amelyben a XOR függvény értéke nulla.
Az adott állapotra a soron következő játékosnak nyerő stratégiája van (mivel a XOR függvény oszloponkénti értéke különbözik nullától, lehet úgy elvenni gyufát úgy, hogy a lépés után a XOR függvény értéke nulla legyen). A játékos nyerő lépése ha két gyufát vesz el a harmadik halmazból. Akkor a következő állapot alakul ki

0 0 1 1 = 3

0 1 0 1 = 5

0 1 1 0 = 6
0 0 0 0

XOR
Mivel a XOR függvény értéke 0, a második játékos akármelyik halmazból vesz el gyufát, meg fogja változtatni a XOR függvény értékét, és a XOR függvény különbözni fog nullától. Ekkor az első játékosnak ismét nyerő stratégiája van. Viszont ha az első játékos hibázik, a második játékoshoz kerülhet a kezdeményezés, és a játék további részében neki lesz nyerő stratégiája.

A Nim játék MATLAB programkódja következik.
% This program is a NIM game. 

clear

clc

x=input('Computer or human determines the number of beans (c/h)? ','s');

if x=='c'

    r=randperm(7);

    p1=r(1); p2=r(2); p3=r(3);

elseif x=='h'

    p1=input('First pyle: ');

    p2=input('Second pyle: ');

    p3=input('Third pyle: ');

end

p=[p1 p2 p3];

disp(' ')

disp('Computer is Player 1, human is Player 2.')

disp(' ')

% p1=2; p2=3; p3=1;

% p1=1; p2=0; p3=0;

% p=[p1 p2 p3];

% ws = winning strategy

ws=bitxor(bitxor(p1,p2),p3);

if ws==0

    disp('Player 2 has winning strategy.')

    disp(' ')

elseif ws~=0

    disp('Player 1 has winning strategy.')

    disp(' ')

end

fprintf('Pyle 1     %i beans. \n',p1)

fprintf('Pyle 2     %i beans. \n',p2)

fprintf('Pyle 3     %i beans. \n',p3)

disp(' ')

while sum(p)~=0

    disp('Player 1 to play.')

%     waitforbuttonpress

    [p,which_pyle]=computer_play(p);

    fprintf('Computer took from Pyle %i. \n',which_pyle)

    disp(' ')

    fprintf('Pyle 1     %i beans. \n',p(1))

    fprintf('Pyle 2     %i beans. \n',p(2))

    fprintf('Pyle 3     %i beans. \n',p(3))

    disp(' ')

    if sum(p)==0

        disp('Player 1 is the winner.')

        break

    end

    disp('Player 2 to play.')

    x1=input('From which pyle you want to take? ');

    x2=input('How many beans do you want to take? ');

    p(x1)=p(x1)-x2;

    disp(' ')

    fprintf('Pyle 1     %i beans. \n',p(1))

    fprintf('Pyle 2     %i beans. \n',p(2))

    fprintf('Pyle 3     %i beans. \n',p(3))

    disp(' ')

    if sum(p)==0

        disp('Player 2 is the winner.')

        break

    end

end
function [p,i] =computer_play (p)

    if bitxor(bitxor(p(1),p(2)),p(3))==0

        i=find(p);

        i=i(1);

        p(i)=p(i)-1;

    else

        for i=1:3

            if p(i)==0          

                continue        

            end                 

            for j=1:p(i)

                if bitxor(bitxor(p(1),p(2)),p(3))==0

                    return

                else

                    p(i)=p(i)-1;

                end

            end

            if bitxor(bitxor(p(1),p(2)),p(3))==0 

                return                              

            else

                p(i)=p(i)+j;

            end                                     

        end

    end

end

Függelék 5. Genetikus algoritmusok
Feladat.
Írjunk MATLAB programot amely genetikus algoritmus segítségével oldja meg a 8-királynő problémát.
Megoldás.
Mivel a 8-királynő problémát a jegyzet korábbi részében ismertettük, itt csak a MATLAB programkódot közöljük.

% This program creates the population for the 8-queens problem
% to be solved with genetic algorithms. The variable num_pop
% contains the number of individuals.
clear
clc
num_pop=10;             % egyedek szama a populacioban
A=zeros(8,8,num_pop);   % a matriksz nagysaga 8x8
for i=1:8               % a kiralynok kezdeti lerakasa
    for j=1:num_pop     % minden oszlopba egy kiralyno
        a=randperm(8);
        a=a(1);
        A(a,i,j)=1;
    end
end
t1=clock;
for num_gen=1:5000               % number of generations for the algorithm
    num_attack=zeros(1,num_pop);    % in the beginning the number
                                    % of attacks for each individual
    for i=1:num_pop                 % is 0
        temp=A(:,:,i);
        [p q]=find(temp);
        x=find_attacks(p,q);
        num_attack(i)=x;
    end
    [u v]=min(num_attack);          % u minimal element, v index of the 
% element
    if min(num_attack)==0
        result=A(:,:,v)
    % imshow(1-result,'InitialMagnification','fit')
        show_the_solution(result)
        return;
    end
    B=selection(A,num_attack,num_pop);
    C=recombination(B,num_pop);
     D=mutation(C);
    A=D;
    min(num_attack);
    t2=etime(clock,t1);
end
function number_off_attacks = find_attacks(a,b)
% This function finds the number of attacks between 8 queens
% vectors a and b contain the positions of the queens
number_off_attacks = 0;
for i=1:7
    p1=a(i);
    q1=b(i);
    for j=i+1:8
        p2=a(j);
        q2=b(j);
        if ((p1==p2) || (q1==q2) || (p1-p2==q1-q2) || (p1-p2==q2-q1))
           number_off_attacks=number_off_attacks+1;
        end
    end
%     number_off_attacks=number_off_attacks-1;
end
end
function B = selection(A,num_attack, num_pop)
% Roulette wheel selection for the GA
    avg_value=sum(num_attack)/num_pop;
    fitness_temp=num_attack/avg_value;
    fitness=1./fitness_temp;
    roulette=cumsum(fitness);
    for i=1:num_pop
        rnd_num=max(roulette)*rand;
        for j=1:num_pop
            if roulette(j)>rnd_num
                B(:,:,i)=A(:,:,j);
                break;
            end
        end
    end
end
function C = recombination(B,num_pop)
% recombination of selected individuals
% in this case we use one point crossover of two individuals
    for i=1:2:num_pop-1
        temp1=B(:,:,i);
        temp2=B(:,:,i+1);
        temp_rnd=round(6*rand+1);
        temp3=[temp1(:,1:temp_rnd) temp2(:,temp_rnd+1:8)];
        temp4=[temp2(:,1:temp_rnd) temp1(:,temp_rnd+1:8)];
        C(:,:,i)=temp3;
        C(:,:,i+1)=temp4;
    end
end
function D = mutation(C)
% This function performs the mutation operation after recombination
% We change the position of one queen in the whole population
    temp_rnd_1=round(9*rand+1);
    temp_rnd_2=round(7*rand+1);
    temp_rnd_3=round(7*rand+1);
    C(:,temp_rnd_2,temp_rnd_1)=0;
    C(temp_rnd_3,temp_rnd_2,temp_rnd_1)=1; 
    D=C;
end
function show_the_solution(result)
    imshow(1-result,'InitialMagnification','fit')
    hold on
    u=[0 9];
    for i=0.5:1:8.5
        v=[i i];
        line(u,v,'color','k')
    end
    v=[0 9];
    for i=0.5:1:8.5
        u=[i i];
        line(u,v,'color','k')
    end
end
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